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Resumen. El estrés crónico es un factor de riesgo cardiovascular y men-
tal cuya detección continua mediante dispositivos vestibles del Internet
de las Cosas Médicas constituye una alternativa no invasiva viable en el
borde. Llevar esa solución a un despliegue real exige aprendizaje feder-
ado; sin embargo, el algoritmo canónico FedAvg no contempla factores
determinantes como la calidad de la señal, el movimiento, la batería o la
antigüedad de la calibración. Proponemos un sistema basado en reglas di-
fusas de tipo Mamdani que toma esos cuatro factores como antecedentes
operacionales y devuelve dos salidas continuas y auditables, una proba-
bilidad de inclusión πc y un peso de agregación ωc, mediante una base
de once reglas. Se ha desarrollado un prototipo en scikit-fuzzy evalu-
ado sobre cinco perfiles de cliente, base de un futuro sistema federado de
detección de estrés desplegado sobre dispositivos de bajo coste.

Palabras clave: Aprendizaje federado · Lógica difusa · Monitorización
del estrés · Variabilidad de la frecuencia cardíaca · Internet de las Cosas
Médicas.

1 Introducción

El estrés crónico afecta a cerca del 13 % de la población adulta y es un factor
de riesgo cardiovascular y mental [7]. La evaluación clínica convencional resulta
intrusiva y poco apta para la monitorización ambulatoria, mientras que el In-
ternet de las Cosas Médicas (IoMT) y los dispositivos vestibles han abierto una
vía no invasiva basada en la Variabilidad de la Frecuencia Cardíaca (HRV) y el
ritmo respiratorio, viable incluso sobre dispositivos de cómputo reducido [4]. El
salto a un despliegue real choca, sin embargo, con dos obstáculos: la marcada
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variabilidad inter-sujeto obliga a personalizar el modelo a cada paciente, y las
restricciones regulatorias y éticas sobre la centralización de datos biométricos
limitan la agregación de información.

El aprendizaje federado (FL) [3] responde a ambos problemas: mantiene los
datos en el dispositivo y habilita el entrenamiento colaborativo. En nuestra prop-
uesta basada en dispositivos vestibles biométricos, FedAvg presenta limitaciones
operacionales: trata la inclusión como decisión binaria que descarta el matiz de
indicadores como el Índice de Calidad de la Señal (Signal Quality Index, SQI) [5],
combina evidencias heterogéneas (señal, batería, calibración) mediante umbrales
independientes y no proporciona trazabilidad clínica de la exclusión. Para abor-
darlas proponemos un sistema basado en reglas difusas [2] de tipo Mamdani,
en adelante módulo difuso, concebido para integrarse en arquitecturas federadas
como las validadas previamente en entornos clínicos e IoMT [6].

El caso de uso de referencia [4] aborda la clasificación estrés/no-estrés sobre
WESAD con un esquema de dos etapas (entrenamiento poblacional y fine-tuning
por sujeto) en dispositivos de borde. Se proyecta sobre un esquema FL con
personalización local persistente: cada sujeto es un cliente que entrena de forma
incremental sobre sus registros HRV y respiratorios, conserva el modelo afinado
y participa en rondas periódicas de agregación con un nodo central, sobre las
que actúa la capa difusa descrita a continuación.

2 Sistema basado en reglas difusas para selección y
ponderación federada de clientes

El módulo difuso recibe cuatro señales operacionales por cliente, detalladas en la
Figura 1: el SQI cardíaco (índice de Orphanidou en [0, 1]) gobierna la validez de
las características de HRV; el movimiento distingue un sensor mal ajustado de la
actividad física; la energía condiciona la comunicación con el nodo y la fiabilidad
de las medidas; y la antigüedad de la calibración refleja que la medicación puede
desfasar los valores de referencia en pocas horas.
El módulo difuso produce dos consecuentes funcionalmente desacoplados: la in-
clusión πc (¿debe participar el cliente en la ronda actual?) y el peso ωc (¿cuánto
debe contribuir su actualización al modelo agregado?). Ambos comparten las
mismas cinco etiquetas trapezoidales (muy baja a muy alta) de la Figura 1.
Cada cliente evalúa las 11 reglas en local combinando los antecedentes con la
T-norma, agrega las contribuciones activadas con la t-conorma del máximo y
obtiene (πc, ωc) por defuzzificación de centroide, siguiendo el tratamiento están-
dar de Mamdani [2]. Las reglas, derivadas de conocimiento experto, cubren la
exclusión (mala señal, movimiento o batería crítica), la inclusión graduada por
SQI, energía y antigüedad de la calibración, y la reducción del peso ante una cal-
ibración obsoleta; una regla de soporte residual (R11) garantiza por construcción
πc ≥ πmin.
Integración con FedAvg. En la ronda t cada cliente c evalúa localmente su
módulo difuso sobre las cuatro señales y transmite al nodo central el par (πt

c, ω
t
c).

El nodo realiza para cada cliente una tirada de Bernoulli con probabilidad πt
c; el
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Fig. 1. Funciones de pertenencia del módulo difuso: cuatro antecedentes operacionales
(SQI cardíaco, movimiento, energía, antigüedad de la calibración) y la partición de
salida compartida por πc y ωc.

subconjunto resultante St se corrige para satisfacer la restricción de cardinalidad
|St| ∈ [Kmin,Kmax]. El peso canónico de FedAvg nc/n se sustituye por el peso
compuesto ωt

c nc/
∑

c′∈St
ωt
c′ nc′ , de modo que los clientes con menor calidad

operacional contribuyen menos al modelo agregado. Este es el régimen de biased
client sampling de [1], cuyas garantías de convergencia se preservan bajo dos
condiciones constructivas: (i) πt

c ≥ πmin > 0 para todo c, t, impuesta por R11;
y (ii) la respuesta continua y acotada del módulo a sus entradas, que se verifica
para nuestras particiones trapezoidales y los operadores mínimo/máximo.

3 Resultados preliminares

Implementamos el módulo difuso en scikit-fuzzy con las 11 reglas y las par-
ticiones de la Figura 1, y lo evaluamos sobre los cinco perfiles de la Tabla 1. El
rango operativo πc, ωc ∈ [0,27; 0,93] reproduce la jerarquía cualitativa esperada
(condiciones ideales arriba, batería crítica abajo pese a su señal casi perfecta) sin
umbrales duros, y cada salida es trazable a las etiquetas lingüísticas activadas. El



Table 1. Salidas πc y ωc defuzzificadas por centroide sobre cinco perfiles representa-
tivos de cliente.

Perfil SQI Artef. Energ. Cal. (h) πc ωc

Nominal 0.72 0.30 0.55 6 0.57 0.57
Sujeto en movimiento 0.45 0.75 0.60 12 0.38 0.38
Batería crítica 0.85 0.15 0.10 4 0.27 0.27
Condiciones ideales 0.92 0.10 0.90 2 0.93 0.93
Calibración obsoleta 0.55 0.20 0.50 60 0.50 0.38

perfil de calibración obsoleta ilustra el desacoplo entre consecuentes (πc = 0,50
frente a ωc = 0,38): el cliente sigue siendo seleccionable pero su gradiente pesa
menos porque el módulo reconoce que el fine-tuning local está desfasado.

4 Trabajo en desarrollo

Los resultados validan el comportamiento del módulo difuso a nivel de cliente; el
siguiente paso es integrarlo en el bucle federado completo, desplegándolo sobre
dispositivos vestibles biométricos y un nodo central de agregación para evaluar
su comportamiento conjunto con FedAvg en condiciones operativas reales.
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