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Resumen. Decidir qué instancias etiquetar desempena un papel clave
en el aprendizaje tabular con pocas etiquetas. En los recientes mode-
los fundacionales tabulares (7Tabular Foundation Models, TFMs), como
TabPFN, que predicen mediante aprendizaje en contexto, el conjunto
de soporte etiquetado influye directamente en su rendimiento. Sin em-
bargo, esta seleccién ha sido poco estudiada en escenarios de arranque
en frio, donde las instancias deben elegirse antes de conocer sus etique-
tas. En visién por computador y procesamiento del lenguaje natural, la
seleccion no supervisada suele apoyarse en espacios latentes generados
por modelos fundacionales. En datos tabulares, en cambio, se realiza
habitualmente en el espacio de caracteristicas original, donde la het-
erogeneidad de tipos, escalas, ruido e interacciones no lineales limita la
utilidad de esa geometria para seleccionar instancias. LUCoS (Latent
Unsupervised Context Selection) selecciona instancias en el espacio la-
tente de una Prior-Fitted Network no supervisada. Estas instancias se
anotan posteriormente y se usan como contexto de un TFM. De este
modo, LUCoS aprovecha una geometria mas informativa que la del es-
pacio tabular original sin acceder a etiquetas ni a datos de test du-
rante la seleccién. Evaluado sobre 67 conjuntos de datos de OpenML-
CC18 y seis tamanos de subconjunto, LUCoS obtiene el mejor valor
medio de AUC y la mejor posicion media en el ranking en todos los
tamafios considerados. Ademés, supera a la seleccion aleatoria y a la
seleccion en el espacio de caracteristicas original. Codigo disponible en
https://github.com/ari-dasci/S-LUCoS.
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1 Introduccion

Los datos tabulares son ampliamente utilizados en dominios como salud, finan-
zas, energia e industria, pero sus etiquetas suelen ser costosas de obtener, ya que
requieren expertos, accesos regulados o procesos de anotacion largos [4,3]. Por
ello, los escenarios con pocas etiquetas son habituales.

Ante esta situacion, los modelos fundacionales tabulares ( Tabular Foundation
Models, TFMs) como TabPFN [13,14] y TabICL [17] resultan atractivos porque
predicen mediante aprendizaje en contexto (in-context learning, ICL): reciben un
pequeno conjunto etiquetado de soporte (contexto) y evitan modificar los pesos
del modelo para cada tarea especifica. Este comportamiento se conecta con el
aprendizaje con pocos ejemplos (few-shot) de los grandes modelos de lenguaje [5]
y con sus adaptaciones al dominio tabular, como en TabLLM [12].

Esta propiedad hace que la construccion del contexto sea clave, pues, cuando
nos limitamos a conjuntos etiquetados de tamano reducido, el rendimiento de-
pende tanto de la calidad del predictor como de las instancias seleccionadas para
su anotacion. De hecho, los resultados empiricos muestran que TabPFN puede
ser muy sensible a la composicion del contexto. Esto plantea una pregunta préc-
tica: con un tamano fijo del conjunto etiquetado y antes de conocer las
etiquetas, ;qué instancias conviene seleccionar para ser etiquetadas?

La seleccion de instancias antes de disponer de etiquetas se conoce habitual-
mente como el problema de arranque en frio (cold-start) [16]. En otros dominios,
este problema se ha abordado mediante criterios geométricos de cobertura, di-
versidad o densidad [21,19]. En visién por computador, estos criterios suelen
aplicarse sobre representaciones latentes de modelos fundacionales, donde las
distancias capturan similitud seméantica. En datos tabulares, en cambio, la se-
lecciéon suele realizarse en el espacio de caracteristicas original, que combina
variables numéricas y categoricas, escalas heterogéneas, valores perdidos e in-
teracciones no lineales [15,20]. Como resultado, las distancias pueden no reflejar
similitud predictiva, limitando la eficacia de los selectores geométricos.

Motivado por esta carencia, este trabajo estudia la selecciéon no supervisada
de contexto para TFMs tabulares: seleccionar instancias reales de un conjunto no
etiquetado para que posteriormente sean anotadas y usadas como contexto. Los
métodos recientes de optimizaciéon de contexto para TFMs suelen asumir etique-
tas para ajustar representaciones de contexto con informacion supervisada [7,22],
por lo que no resuelven directamente este escenario de arranque en frio.

LUCoS (Latent Unsupervised Context Selection) sustituye la geometria del
espacio de caracteristicas original por representaciones latentes de un TFM tab-
ular no supervisado [23]. Sobre ese espacio latente, LUCoS aplica K-Medoids
para seleccionar instancias reales, que posteriormente se etiquetan y usan como
contexto de un TFM de clasificacién supervisada. El método no utiliza etique-
tas ni datos de test y se integra directamente en el proceso de inferencia de los
TFMs.

Las contribuciones principales son:



i) Mostramos que el rendimiento de los TFMs con pocas etiquetas es muy
sensible al contexto, lo que hace que su seleccién sea un componente clave
del ICL tabular.

ii) Proponemos LUCoS, un método de seleccién no supervisada de contexto
que hace uso del espacio latente de una TFM no supervisado para identificar
subconjuntos informativos mediante métodos geométricos como K-Medoids.

iii) Mostramos que LUCoS obtiene la mejor posicién media en el ranking para los
seis diferentes tamanos de subconjunto etiquetado evaluados sobre 67 conjun-
tos de datos de OpenML-CC18, con mejoras consistentes frente a muestreo
aleatorio y seleccién en el espacio de caracteristicas original.

2 Trabajo relacionado

Seleccién no supervisada de instancias. La seleccion no supervisada de
instancias busca identificar subconjuntos informativos a partir de datos no eti-
quetados. Métodos recientes como USL [21], RDSS [19] y ZCore [10] emplean
criterios geométricos de cobertura, densidad o diversidad aplicados sobre espa-
cios de representacién inducidos por modelos fundacionales. La eficacia de estos
métodos depende de que las distancias reflejen similitud relevante para la tarea.
En datos tabulares, sin embargo, la seleccion suele realizarse directamente sobre
el espacio de caracteristicas original [9], donde la mezcla de tipos de datos, las
escalas heterogéneas y las relaciones no lineales puede dificultar la existencia de
una geometria significativa. Esto sugiere que la calidad de la representacién es
tan importante como el propio criterio de seleccién.

Modelos fundacionales tabulares y representaciones latentes. Las
Prior-Fitted Networks (PFNs), entrenadas para aproximar inferencia bayesiana
sobre distribuciones de tareas, han dado lugar a modelos tabulares eficaces
con pocos datos etiquetados, como TabPFN [13,14]. Mas alla del aprendizaje
supervisado, las PFNs también resultan prometedoras para el aprendizaje de
representaciones, especialmente dificil en datos tabulares por la ausencia de una
estructura espacial o secuencial natural [15]. En esta linea, TabClustPFN [23]
muestra que una PFN no supervisada puede inducir representaciones latentes
capaces de capturar estructura de clustering sin necesidad de etiquetas. Es-
tos resultados sugieren que las PFNs pueden proporcionar geometrias latentes
significativas para datos tabulares. Sin embargo, el potencial de estas repre-
sentaciones para tareas distintas del clustering, como la selecciéon no supervisada
de instancias, apenas se ha explorado.

Optimizaciéon de contexto para TFMs. Dado que el rendimiento y el coste
computacional de los TFMs dependen de los datos de contexto, trabajos recientes
han propuesto métodos para optimizarlo, como TuneTables [7] y TACO [22]. Sin
embargo, estos enfoques asumen conjuntos de datos completamente etiqueta-
dos y optimizan representaciones de contexto en lugar de seleccionar instancias
reales, por lo que no son aplicables en escenarios de arranque en frio.



3 Metodologia

Objetivo. Los TFMs reciben un conjunto etiquetado como contexto en infer-
encia. En regimenes de pocas etiquetas, dos subconjuntos de soporte del mismo
tamano pueden producir rendimientos muy distintos. Se estudia la seleccion no
supervisada de conterto: escoger, antes de conocer las etiquetas, un pequeno sub-
conjunto de entrenamiento para anotarlo y usarlo como conjunto de contexto.

Requisitos. La seleccién no supervisada de contexto se diferencia del apren-
dizaje activo (active learning), la seleccion de core-sets basada en etiquetas y la
destilacion de conjuntos de datos. El método debe (i) no utilizar etiquetas, (ii)
no acceder a los datos de test, (iii) basarse en instancias reales y (iv) usar una
Gnica consulta al oraculo.

3.1 LUCoS

Se propone LUCoS (Latent Unsupervised Context Selection), un método de
cuatro etapas que combina una proyeccion latente ¢ : X — Z con un selector
geométrico o0 que devuelve K instancias en Z. La hipoétesis central es que el
espacio tabular original ofrece una geometria poco fiable para la seleccién no
supervisada, mientras que las representaciones latentes de PFNs no supervisadas
proporcionan un espacio méas adecuado.

La Figura 1 resume el flujo: las instancias de entrenamiento no etiquetadas se
proyectan a un espacio latente inducido por una PFN no supervisada, se seleccio-
nan muestras representativas mediante un método geométrico y se etiquetan con
una sola consulta al oraculo. Por ltimo, el subconjunto etiquetado, expresado
en el espacio de caracteristicas original, se emplea como conjunto de contexto
para un TFM supervisado. LUCoS utiliza la representacion latente inicamente
para la seleccion. La inferencia posterior se realiza en el espacio de caracteristi-
cas original. Esta separacion permite aislar el efecto de la estrategia de selecciéon
manteniendo fijo el modelo clasificador.
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Fig. 1. Esquema general de LUCoS. El método consiste en cuatro etapas: (i) Las
instancias no etiquetadas se proyectan a un espacio latente de forma no supervisada,
(ii) se realiza una seleccion geométrica en ese espacio, (iii) se etiquetan las instancias
seleccionadas en una tnica llamada y (iv) se usan como contexto de un modelo fun-
dacional tabular supervisado. La seleccién no usa etiquetas ni datos de test.



Eleccion de componentes. Para ¢ se utiliza el PIN encoder de TabClustPFN
[23], que produce una representacion latente de 512 dimensiones por instancia.
Para o se emplea K-Medoids con distancia euclidea, donde los medoides corre-
sponden a instancias reales seleccionadas del conjunto de datos. El niimero de
medoides se fija en K, coincidiendo con el tamafno del conjunto a etiquetar.

Definicién formal. Dado un conjunto de entrenamiento D = {z;}¥ , cada
instancia se proyecta primero al espacio latente:

2 = (ZS(Q?Z'), Z2; € R512. (1)

A continuacién se aplica K-Medoids sobre {z; }¥; usando distancia euclidea, con
el nimero de medoides fijado al tamano del conjunto etiquetado K. El conjunto
de indices seleccionado viene dado por

N
Ig = argmin Zmin 1zi = 2jll2, @)
IC{1,..,N}, |[Z|=K = I€T

lo que produce el subconjunto de contexto Qg = {z; | ¢ € Ix}. Como los
medoides corresponden a instancias reales de entrenamiento, cada elemento de
Ok se puede rastrear hasta el espacio de caracteristicas original y enviarse al
oraculo para su anotaciéon. Una vez etiquetado, Qp se usa como conjunto de
contexto por el TFM supervisado encargado de la predicciéon. Todo el proceso
de representacion latente, selecciéon y construccion del subconjunto se realiza sin
acceso a las instancias de test.

3.2 Benchmark y método de evaluacién

Se utiliza TabPFN-2.5 [11] como clasificador para la prediccion. La evaluacion se
realiza sobre OpenML-CC18 [2], restringido a conjuntos de datos con un méaximo
de diez clases, limitado por el modelo TabPFN-2.5. Esto produce 67 conjuntos
de datos de clasificacion con variables numeéricas y categoricas, valores perdidos
y tamanos diversos. Los valores numéricos faltantes se imputan con la media de
entrenamiento y los categoricos con la moda, siguiendo practicas estandar [1].
Sea C' el niimero de clases. Se consideran los tamanos del conjunto etiquetado:

Ke{i-C|ie{1,2,4,8,16,32}},

de modo que K escala exponencialmente con el nimero de clases. A lo largo
del articulo, iC denota un tamano total de i x C instancias etiquetadas, sin que
eso signifique un namero fijo de ejemplos por clase.

Para la evaluacion se utilizan las 10 particiones oficiales proporcionadas
por OpenML-CC18. Los resultados se promedian sobre las 10 particiones para
obtener un tnico valor por conjunto de datos. En los métodos estocasticos (como
la seleccion aleatoria), cada particion se ejecuta con 5 semillas aleatorias y los
resultados se promedian entre semillas antes de agregarse sobre las particiones.



La meétrica principal es el area bajo la curva ROC (Area Under the ROC
Curve, AUC) con estrategia one-vs-rest para tareas multiclase, como también
se hace en [14]. Se informa también de la posicion media en el ranking de cada
conjunto de datos para resumir el rendimiento relativo de cada método (Rauc).

3.3 Métodos de referencia

LUCoS se compara con métodos de selecciéon no supervisada compatibles con el
mismo escenario de arranque en frio. Para cada método basado en geometria, se
evaliia tanto el espacio de caracteristicas original como el espacio de representa-
ciones latentes del PIN encoder de TabClustPFN.

— Random: Muestreo aleatorio uniforme a partir del conjunto no etiquetado.
Independiente de la geometria.

— K-Medoids: K-Medoids euclideo, con K fijado al tamafno del conjunto a
etiquetar.

— ZCore: Seleccidon no supervisada que favorece muestras representativas y no
redundantes mediante subespacios de baja dimension [10].

— RDSS: Seleccién de subconjuntos representativos y diversos mediante
aproximacion de la distribucion global [19].

4 Experimentos

Dos preguntas guian esta seccion.

1) ;Cuanto afecta el conjunto de las instancias de contexto a
TabPFN? La Seccién 4.1 lo comprueba con un oréculo supervisado basado en
un algoritmo genético, mostrando la importancia de la selecciéon de contexto en
regimenes con pocas etiquetas.

2) ;Puede recuperarse parte de ese margen de rendimiento sin
etiquetas? La comparacion principal muestra que LUCoS (K-Medoids sobre
representaciones latentes del PIN encoder de TabClustPFN) obtiene el mejor
rendimiento global en todos los tamanos del conjunto etiquetado evaluados.

4.1 Sensibilidad de TabPFN al contexto

Dado el buen rendimiento de TabPFN con pocos datos, primero se evaliia la sen-
sibilidad de su rendimiento a la eleccién del contexto bajo un régimen de pocas
etiquetas: jimporta la eleccion del contexto o cualquier subconjunto razonable
produce un comportamiento similar? Para comparar tareas con distintos nive-
les de dificultad, se usa la métrica Improvability [18]. Esta métrica permite
cuantificar la pérdida de rendimiento asociada al uso de pocas etiquetas, donde
valores cercanos a cero indican un comportamiento préximo al obtenido con el
conjunto completo etiquetado.

La Figura 2 muestra que TabPFN mantiene un rendimiento competitivo con
contextos pequenos, superando a clasificadores clasicos como XGBoost [6] y KNN



N=67 datasets

45%
------ TabPFNv2.5 (SSMA)

20% —— TabPFNv2.5

\ —— KNN
XGBoost

30% \
—
b

)-100%

w
&
=

_ AUC(Q0
AUC(Xg)

N

&

=

IS
S
X

Improvability
s

1c 2C 4c 8C 16C 32C
Presupuesto de etiquetado (xC)

Fig. 2. Rendimiento de los modelos frente al namero de instancias seleccionadas. Im-
provability mide la brecha porcentual de AUC respecto a TabPFN con todo el entre-
namiento etiquetado. Las lineas continuas usan seleccién aleatoria balanceada; la linea
punteada muestra TabPFN con el mejor subconjunto encontrado por SSMA.

bajo seleccién aleatoria balanceada. Sin embargo, el resultado también evidencia
que el tamano del contexto no es el inico factor relevante: distintos subconjuntos
del mismo tamano pueden producir rendimientos muy diferentes. Esta sensibil-
idad es especialmente marcada con los conjuntos etiquetados mas pequenos,
donde cada instancia tiene un impacto considerable en la capacidad predictiva.

Para cuantificar este margen de mejora, se compara la seleccion aleatoria bal-
anceada con un procedimiento supervisado de tipo oraculo basado en el Steady-
State Memetic Algorithm (SSMA) [8], un método evolutivo utilizado en seleccion
de instancias [9]. SSMA optimiza la bisqueda del subconjunto que maximiza el
AUC de validacion mientras reduce su tamano. Aunque requiere etiquetas y
retroalimentacion supervisada, inaccesibles en el escenario objetivo, su utilidad
aqui no es practica sino analitica: se emplea como una cota superior del beneficio
potencial asociado a una mejor selecciéon del contexto.

Los subconjuntos encontrados por SSMA mejoran sustancialmente la selec-
cion aleatoria, con una brecha de aproximadamente 0.19 AAUC en 1C. Esta
brecha se reduce conforme aumentan el tamano del conjunto etiquetado y la
cobertura de la distribuciéon. La conclusion es doble: TabPFN es el mejor modelo
en regimenes de pocas etiquetas, pero también es muy sensible a la composicion
del soporte. Esto motiva directamente la siguiente seccion: si existe un mar-
gen real asociado a la eleccion del contexto, la cuestion clave es cudnto puede
recuperarse mediante seleccién no supervisada.

4.2 Seleccion de contexto sin etiquetas

En este experimento, evaluamos LUCoS frente a varios métodos de referencia:
seleccion aleatoria, K-Medoids en el espacio de caracteristicas original, RDSS y
ZCore. RDSS y ZCore se aplican tanto en el espacio de caracteristicas original
como en el espacio latente. La Tabla 1 presenta el AUC medio y la posiciéon media



Tabla 1. AUC medio y posicién media en el ranking, Rauc, segin el tamano del
conjunto etiquetado. LUCoS corresponde a K-Medoids sobre representaciones latentes
del PIN encoder de TabClustPFN. En negrita se indica el mejor valor por columna.

1C 2C 4C 8C 16C 32C
AUCtT Ravcl AUC Ravc AUC Ravc AUC Ravc AUC Rave AUC Rauc
- Random Unsupervised ~ 0.61  8.45 0.68 5.36 0.74 3.3/ 0.80 3.18 0.83 3.2/ 0.86 3.3/

Espacio Método

RDSS 060 426 065 415 070 410 0.75 4.07 079 4.40 0.83 4.38
Original ZCore 054 549 059 570 0.64 568 0.71 534 078 528 082 505
K-Medoids 0.65 277 069 513 074 3.13 078 348 082 843 085 3.37
RDSS 058 476 0.62 452 0.68 493 0.73 4.98 0.80 4.76 0.84 4.75
TabClustPEN 057 4.67 063 4.62 071 428 077 433 082 4.13 085 4.01

PIN encoder g fedoids (LUCoS) 0.65 2.60 0.71 2.52 0.76 2.54 0.80 2.63 0.84 2.75 0.86 3.09

en el ranking de AUC. LUCoS obtiene el mejor rendimiento global en todos
los tamanos de seleccion evaluados. Ademas, supera de forma consistente a K-
Medoids en el espacio de caracteristicas original, lo que sugiere que la geometria
latente mejora la seleccién de contexto. Las posiciones en el ranking obtenidas
con AUC se correlacionan fuertemente con Accuracy (ACC) y F1 (Spearman
p=0.87y p=0.95), por lo que solo se presenta AUC.

La comparaciéon mas informativa es la de LUCoS frente a K-Medoids en el es-
pacio de caracteristicas original, ya que el selector se mantiene fijo y solo cambia
la representacion. La Figura 3 muestra una comparacién pareada por conjunto
de datos para cada tamano del conjunto etiquetado. La ventaja de LUCoS es
reducida con los conjuntos méas pequenos y aumenta en los tamanos interme-
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Fig. 3. Diferencia de AUC en el conjunto de prueba (AAUC = AUCrucos — AUC
obtenida mediante K-Medoids en el espacio original de caracteristicas) pareada por con-
junto de datos, en funcion del presupuesto de etiquetado (xC'). La parte azul de cada
diagrama de cajas representa diferencias positivas, indicando un mejor rendimiento de
LUCoS, mientras que la parte naranja representa diferencias negativas. Sobre cada di-
agrama se muestra el p-valor del test pareado de rangos con signo de Wilcoxon entre
ambos métodos. Los p-valores significativos (p < 0.05) se muestran en negrita.



dios. Cuando el contexto crece, esta ventaja vuelve a disminuir, reflejando una
convergencia general de los distintos métodos. Esto sugiere que la representaciéon
latente resulta especialmente 1til cuando el conjunto etiquetado ya cubre varias
regiones de la distribucién, pero el espacio de caracteristicas original no propor-
ciona una geometria suficientemente fiable.

El patron principal es claro: K-Medoids mejora cuando se aplica sobre repre-
sentaciones latentes de TabClustPFN en lugar de sobre caracteristicas originales,
mientras que aplicar el mismo espacio latente a RDSS o ZCore no basta para
superar a LUCoS. El resultado sugiere que la combinacion de una representacion
latente adecuada y un selector de cobertura basado en instancias reales es espe-
cialmente efectiva para construir contextos pequenos.

5 Conclusiones, limitaciones y trabajo futuro

Este trabajo ha estudiado la selecciéon no supervisada de contexto para TFMs
tabulares en escenarios de arranque en frio. Los resultados confirman que el
contexto no solo condiciona el rendimiento, sino que puede optimizarse incluso
antes de disponer de etiquetas.

LUCoS demuestra que una representacion latente adecuada mejora la selec-
cién no supervisada de contexto con K-Medoids y obtiene el mejor rendimiento
global en los seis tamanos de seleccion sobre 67 conjuntos de datos de OpenML-
CC18. Mas alla de los resultados empiricos, el anéalisis revela que la calidad de
la representacion es un factor determinante para la selecciéon no supervisada de
instancias tabulares. Mientras que los métodos geométricos aplicados directa-
mente sobre el espacio de caracteristicas original muestran un comportamiento
inconsistente, una geometria latente més informativa permite que incluso selec-
tores sencillos identifiquen subconjuntos de alto rendimiento. Asi, los resultados
sittian la selecciéon no supervisada de contexto como un puente natural entre los
abundantes datos no etiquetados y el potencial de los TFMs para aprender con
muy pocas etiquetas.

Limitaciones y trabajo futuro. El estudio se limita a tareas de clasificacion
con un méaximo de diez clases, condicionado por las restricciones de TabPFN-2.5,
y no aborda problemas de regresion. Ademés, K-Medoids presenta limitaciones
de escalabilidad en conjuntos de datos de gran tamano. Su elevado coste com-
putacional y su requerimiento de memoria de orden O(N?) para almacenar la
matriz de distancias motivan el desarrollo de aproximaciones méas escalables.
Quedan abiertas varias cuestiones relevantes, como el uso de otras representa-
ciones latentes tabulares, selectores geométricos alternativos o mecanismos que
mejoren la cobertura de regiones minoritarias sin acceder a etiquetas. Como
trabajo futuro, también queda por estudiar si las representaciones pueden opti-
mizarse explicitamente para la seleccion de instancias, en lugar de derivarse de
objetivos relacionados con el clustering.
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