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Resumen Modelar conjuntos de datos hibridos usando redes bayesianas
sigue siendo una tarea compleja si se desea prescindir de la discretizacion.
En este ambito, los modelos de redes bayesianas basados en mixturas
de polinomios ofrecen una alternativa flexible al permitir abordar estas
situaciones sin imponer restricciones a la estructura de la red ni a
la naturaleza de las variables. Cuando se trabaja en el modelado
de problemas reales, la presencia de datos incompletos, debido a la
existencia de valores faltantes o de variables latentes no observables, es
una de las situaciones mas habituales.

El objetivo principal de este proyecto de tesis doctoral es desarrollar
nuevas metodologias que permitan modelar problemas reales con
conjuntos de datos hibridos parcialmente observados mediante el uso
de redes bayesianas basadas en mixturas de polinomios. Para promover
la transferencia de conocimiento, estas metodologias seran desarrolladas
en codigo abierto, de forma que estén disponibles para la comunidad
cientifica para su uso y consulta. Ademaés, a lo largo de la tesis doctoral
se mostrard la aplicabilidad y versatilidad de esta metodologia.

Palabras clave: Redes bayesianas hibridas - mixturas de polinomios -
datos incompletos.
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Fecha de inicio: Noviembre 2024.

— Modalidad: El doctorado se esté realizando a tiempo completo.

— Fecha de defensa estimada: Octubre de 2028.

Los nombres del autor y de los directores de la tesis doctoral, asi como su
informacién de contacto, se encuentran al inicio de este documento.

1 Antecedentes

El machine learning probabilistico es un campo consolidado que ofrece modelos
con una estructura gréafica que los hace facilmente comprensibles. Estos modelos



se basan principalmente en la utilizacién de modelos graficos probabilisticos [§],
que permiten razonar mediante probabilidad y estan definidos con dos partes
diferenciadas. La primera de ellas es un componente cualitativo en forma de grafo
que representa las relaciones de independencia entre las variables del dominio
que se estd modelando; y la segunda, un componente cuantitativo que consta
de un conjunto de distribuciones de probabilidad que cuantifican las relaciones
especificadas en el grafo.

En este proyecto de tesis doctoral se emplearan las redes bayesianas [6] (BNs).
Las BNs son un tipo de modelo grafico probabilistico en el que la parte cualitativa
es un grafo dirigido aciclico (DAG, por sus siglas en inglés) y la parte cuantitativa
consta de las distribuciones de probabilidad condicionada, una para cada variable
dadas sus variables padres. Originalmente, las BNs fueron definidas para modelos
en el que todas las variables fuesen discretas. Por otro lado, una BN se dice
hibrida cuando coexisten variables discretas y continuas en la red. La Figura 1
muestra un ejemplo de red bayesiana hibrida con siete variables. En este caso Y
denota a las variables discretas y Z a aquellas que son continuas.
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Fig. 1. Ejemplo de red bayesiana hibrida con siete variables. Y y Z denotan a variables
aleatorias discretas y continuas, respectivamente.

Una préctica habitual en BNs es discretizar las variables continuas presentes
en el problema a modelar. Esta discretizacion permite emplear la metodologia
existente para el caso discreto y evitar la complejidad de tratar con conjuntos
hibridos. Aunque este proceso conlleva una pérdida de informacion.

Dentro de las BN hibridas, existen alternativas a la discretizaciéon. Un ejemplo
de ello es la red bayesiana lineal condicional gaussiana [16], en la cual se
asume que la distribucién conjunta de las variables continuas, condicionada a
las variables discretas, sigue una distribucién normal multivariante. Ademaés,
asume que las variables discretas solo pueden tener como padres otras variables
discretas para poder aplicar algoritmos de inferencia exacta. Sin embargo,
cuando se trabaja con datos reales, asumir que las variables continuas siguen
una distribucién de este tipo no siempre es posible. Esta serie de hechos ha



supuesto el desarrollo de otros modelos, como las mixturas de polinomios [10,
17] (MoPs, por sus siglas en inglés).

Los modelos MoP se basan en la representaciéon de las densidades de
probabilidad mediante expresiones polinémicas, lo que permite una mayor
adaptabilidad a la aproximaciéon de gran variabilidad de distribuciones. Una
funcién de densidad MoP condicionada para una variable Z se define mediante
la particién del soporte de sus padres, asignando a la variable Z una densidad
MoP especifica para cada region de dicha particion. De este modo, la influencia
de las variables continuas sobre la variable hija se codifica exclusivamente a
través de la segmentacion de su soporte en hipercubos, resultando en una funciéon
de densidad condicionada que es un polinomio definido a trozos, cuya forma
depende de la region del espacio soporte en la que se encuentren los padres.
Ademas, las distribuciones MoP son cerradas bajo adicion, multiplicacion e
integracion, permitiendo el uso de algoritmos de inferencia exacta. Por dltimo,
tampoco imponen restricciones en el grafo de la red, en contraposiciéon al modelo
condicional lineal gaussiano.

Cuando se trabaja con conjuntos de datos reales, es habitual que estos
conjuntos estén incompletos [7]. Esto puede deberse a dos situaciones,
principalmente: (i) valores faltantes, cuando en algunas observaciones hay valores
faltantes de alguna variable; (ii) variables latentes, cuando no hay observaciones
en alguna de las variables.

Esta tesis doctoral se centra en el desarrollo de métodos de aprendizaje de
redes bayesianas usando distribuciones MoP con conjuntos de datos incompletos.

Aprendizaje con datos incompletos

Modelar datos incompletos es una tarea mucho més compleja en comparacién con
los datos completos. Existen diversas estrategias para tratar los valores faltantes,
desde la eliminacion de las observaciones con datos faltantes, la imputacion de los
datos y hasta el aprendizaje de los pardmetros empleando los datos incompletos.
Algunas de las técnicas tradicionales para la imputacion de valores son el uso del
valor medio o el empleo de algiin modelo de regresién para estimar los valores a
partir de la informacion disponible. Sin embargo, estas técnicas son ampliamente
criticadas debido al sesgo que se puede introducir en los datos [18].

Dentro del contexto de las redes bayesianas, han surgido otros métodos
iterativos como Data Augmentation [19], Expectation-Mazimization [11] y Bound
and Collapse [14]. Estos métodos iterativos se basan en la idea de que, al
trabajar con datos faltantes, se van a resolver dos problemas simultdneamente:
la estimacién de los parametros y la proposicién de nuevos valores para los
datos faltantes. De esta forma, se emplea un conjunto de datos completo para el
aprendizaje de los pardmetros y, dados esos parametros, es posible determinar
los valores mas probables para aquellos datos no observados.

Ademaés, las redes bayesianas aprovechan de forma particularmente efectiva
la integracion de estas variables latentes, lo que les confiere importantes ventajas,
como (i) la simplificacion de su estructura al permitir representar dependencias
complejas de forma compacta, ya que al introducir variables ocultas es posible



reducir el namero de arcos directos entre las variables observables [8]; (ii) la
posibilidad de construir modelos de clasificacién no supervisada, ya que las
variables ocultas pueden representar factores latentes que ayudan a identificar
estructuras complejas subyacentes en los datos [13]; y (iii) la superacion de
las limitaciones de modelos tradicionales como el Naive Bayes (NB) o Tree
Augmented Naive Bayes (TAN) [2].

Si nos centramos en este tltimo aspecto, el modelo naive Bayes (NB) impone
una suposicion de independencia condicional muy fuerte que es, por lo general,
poco realista. La violaciéon de este supuesto también podria interpretarse como
un indicador de la presencia de variables latentes. En otras palabras, podemos
asumir que los datos observados se generan a partir de un modelo en el que todas
las variables, salvo la clase y las predictoras, son no observables.

Dentro de la clase de modelos de clasificaciéon con variables latentes
encontramos el llamado naive Bayes jerarquico (HNB, por sus siglas en
inglés) [20], donde el uso de variables latentes permite codificar dependencias
condicionadas en el modelo, en comparaciéon con el modelo NB. Otra clase
de modelos de clasificacion con variables ocultas son los latent classification
models (LCM) [9], donde se introduce una capa oculta entre la variable clase
y las variables predictoras observables, y estas estan densamente conectadas.
El modelo LCM puede entenderse como una combinaciéon de analisis factorial
y naive bayes, donde las variables ocultas funcionan como factores latentes que
explican las variables observables. La clase de modelos propuesta en [9] queda
limitada a dominios continuos, ya que los nodos ocultos se representan mediante
distribuciones condicionadas de tipo CLG, lo que no permite que tengan hijos
discretos. Hasta la fecha, no se han explorado modelos de esta clase que permitan
tanto variables discretas como continuas en el conjunto de variables predictoras
observables.

Analisis de sensibilidad en modelos MoPs

El objetivo del analisis de sensibilidad es estudiar como las variaciones en los
parametros afectan a la distribucion de probabilidad de una variable de interés.
El caso mas simple se produce cuando solo se modifica un parametro del modelo
mientras que el resto permanecen fijos.

El analisis de sensibilidad en las redes bayesianas (BNs) discretas ha sido
ampliamente estudiado en la literatura [1,6,15]. En las BNs discretas, los
pardmetros estan directamente asociados a los valores de las variables. De este
modo, la incompletitud de los datos, el conocimiento parcial de los dominios y
el conocimiento experto son factores que pueden afectar a la precision de los
parametros de la BN [4].

Por el contrario, para las variables aleatorias continuas, los parametros no
estan directamente vinculados a un tnico estado de la variable, y cualquier
modificacion en ellos afecta a la probabilidad de todos los sucesos. En el caso
de los CLG, los pardmetros representan la media y la varianza de la variable. El
analisis de sensibilidad en CLG ha sido estudiado en la literatura [3,5,22]. En



estos trabajos, el objetivo es analizar las diferencias en una distribucién objetivo
mediante distintas perturbaciones de un tinico parametro de la BN.

Cuando se emplean las BNs basadas en MoP, las distribuciones de
probabilidad condicional (CPDs) se expresan mediante densidades polinémicas.
Hasta la fecha, el analisis de sensibilidad de los parametros de las distribuciones
MoP no ha sido estudiado en la literatura. El estudio de la sensibilidad de los
parametros de los modelos MoP puede contribuir a mejorar el rendimiento de los
modelos tanto desde el punto de vista predictivo como del coste computacional.
Ademas, se espera que el analisis de sensibilidad permita una mejor integracion
de las variables latentes en los modelos MoP.

2 Objetivos

La hipétesis de partida es que los modelos MoP pueden extenderse para la
representacion de patrones no observables. Esto conllevara a la definicion de
una nueva clase de modelos con variables latentes, en las que las distribuciones
condicionadas se modelan empleando MoPs.

Para ello, se desarrollaran métodos de aprendizaje para estimar distribuciones
MoP a partir de datos incompletos. Ademas, estos métodos serdn implementados
en un paquete de R para facilitar su accesibilidad y fomentar su adopcion dentro
de la comunidad cientifica.

Finalmente, se espera la aplicacion de estos métodos al anélisis de datos
reales, como muestra de su potencial para resolver problemas en diferentes
campos cientificos.

De este modo, los objetivos de este proyecto seran los siguientes:

— [O1] Aprendizaje de redes bayesianas mediante modelos con variables
latentes basados en distribuciones MoPs. Definicion de modelos y desarrollo
de métodos de aprendizaje paramétrico.

— [O2] Desarrollo de software accesible, intuitivo y eficiente con todos los
avances metodologicos del proyecto.

— [03] Aplicacion de los desarrollos metodologicos y el software al modelado de
datos reales. En particular, se centrara en la clasificacion de la duplicabilidad
de un gen en el genoma de la especie Arabidopsis thaliana.

3 Metodologia

En términos metodolégicos, para el desarrollo de la tesis doctoral, se empleara el
proceso cientifico estandar, que consta de cinco etapas basicas: (i) identificacion
de los problemas a abordar; (ii) revision de las fuentes cientificas relevantes;
(iii) Propuesta de soluciones para el problema, incluyendo nuevos desarrollos
metodologicos, disefio de algoritmos, implementaciones innovadoras o mejoras
de las ya existentes; (iv) validacién de la soluciéon propuesta mediante la
utilizacion de los conjuntos de datos disponibles; (v) evaluacion de las propuestas
presentadas. Ademas, los resultados seran publicados en congresos y revistas de



prestigio, no solo con el fin de su difusién, sino también con la intencién de
mejorar los resultados a través de la opinién de la comunidad cientifica.

En cuanto al plan de trabajo, este proyecto de tesis se ha estructurado en
tres paquetes de trabajo (PT), que se describen a continuacion. Estos PTs se
han definido de acuerdo con los objetivos planteados; que a su vez se dividen en
tareas que muestran un mayor detalle de las actividades que se llevaran a cabo
para alcanzar dichos objetivos.

[PT1] Aprendizaje de estructuras restringidas con datos completos.
Este paquete de trabajo esta directamente relacionado con el objetivo O1, que se
centra en el desarrollo de métodos de aprendizaje estructural de redes bayesianas
restringidas, usando las distribuciones MoP en el proceso de aprendizaje a partir
de datos completos. Ademés, se iniciaré el objetivo O3 con la implementacion de
modelos utilizando datos completos para la predicciéon de la presencia de genes
duplicados en el genoma de la especie Arabidopsis thaliana.
Las tareas que forman parte del paquete PT1 son las siguientes:

— Tarea 1.1. Revision bibliografica.
Se realizard una revision bibliografica sobre la metodologia existente para
el aprendizaje estructural de redes bayesianas. Esta revision incluird el
aprendizaje de estructuras restringidas.

— Tarea 1.2. Aprendizaje de modelos TAN con datos observados.
En esta tarea se desarrollaran algoritmos para el aprendizaje de estructuras
tipo TAN donde las distribuciones MoPs sean relevantes para el aprendizaje
estructural.

— Tarea 1.3. Aprendizaje de modelos k—DB con datos observados.
Esta tarea generalizara la tarea anterior a otros modelos restringidos que
flexibilicen las restricciones estructurales del modelo TAN.

— Tarea 1.4. Aplicaciones.

Esta tarea consistira en la aplicaciéon de los métodos implementados a lo
largo del PT. Como caso de estudio, nos centraremos en el problema de
duplicabilidad de genes en el genoma de la especie Arabidopsis thaliana. En
primer lugar, se realizara la obtencion y preprocesamiento de los datos. Se
seleccionaran variables cuantitativas y cualitativas, mostrando la versatilidad
de los modelos MoPs. Posteriormente, a partir del conjunto de datos
seleccionado, se construirdn modelos de clasificacién que seran validados
utilizando validaciéon cruzada. Finalmente, los modelos desarrollados serin
comparados con otras metodologias existentes en el estado del arte.

[PT2] Analisis de sensibilidad de redes bayesianas MoP. Este paquete
de trabajo esta integramente relacionado con el objetivo O1. Este paquete tiene
la finalidad de entender el comportamiento de los modelos MoP y ser una de



las vias de enlace entre el aprendizaje con datos completos y el aprendizaje con
datos incompletos. La principal via de enlace sera la busqueda de caracteristicas
que deban cumplir las variables para la incorporaciéon de variables latentes a
modelos con todas las variables observadas.

Las tareas que forman parte del paquete PT2 son las siguientes:

— Tarea 2.1. Revisiéon bibliografica.
Se realizara una revisiéon bibliografica sobre el estudio de la sensibilidad de
los parametros en redes bayesianas. Esta revision estaré enfocada tanto a la
sensibilidad de las estimaciones de las distribuciones, asi como también en
estrategias para la mejora del rendimiento de los modelos.

— Tarea 2.2. Analisis de sensibilidad con distribuciones univariantes.
En esta tarea se realizara un estudio sobre la sensibilidad de distribuciones
univariantes. Este estudio incluira la formulacién de medidas de sensibilidad
y de estrategias para reducir la sensibilidad de las estimaciones durante el
proceso de aprendizaje.

— Tarea 2.3. Analisis de las perturbaciones en las redes bayesianas.
Esta tarea extiende la anterior al caso de redes bayesianas con distribuciones
MoP. Para ello, se realizaran diferentes anéalisis sobre el efecto que genera
una perturbacion en una variable de la red en el proceso de inferencia con el
objetivo de mejorar el rendimiento de los modelos.

[PT3] Aprendizaje paramétrico con datos incompletos. Este paquete de
trabajo esta asociado al objetivo O1 y se centra en el desarrollo de métodos de
aprendizaje de las distribuciones MoP a partir de datos incompletos. En él se
desarrollan las metodologias para el aprendizaje en situaciones donde los datos
presentan ausencia parcial de informacién, que es el objetivo principal de la tesis
doctoral. Este PT también contribuye al objetivo O3 con la implementacion de
modelos empleando datos incompletos para la prediccion de la presencia de genes
duplicados en el genoma de la especie Arabidopsis thaliana.
Las tareas que forman parte del paquete PT3 son las siguientes:

— Tarea 3.1. Revisiéon bibliografica.
Se realizard una revisién bibliografica sobre la metodologia existente para
el aprendizaje de redes bayesianas en presencia de datos incompletos. Esta
revision incluirad enfoques basados tanto en la imputacion de datos como en
estrategias de optimizacion de pardmetros.

— Tarea 3.2. Aprendizaje de modelos con datos parcialmente observados.
En esta tarea se desarrollaran algoritmos para manejar datos incompletos
en nodos observables. Esto incluira la formulacion de estrategias especificas
para las MoP que permitan estimar parametros en situaciones donde ciertas
observaciones no estén disponibles. Se evaluaré la robustez de los métodos
propuestos frente a diferentes patrones y niveles de ausencia de datos.



— Tarea 3.3. Aprendizaje de modelos con variables latentes.
Esta tarea abordara el problema de incorporar variables no observables en
redes bayesianas basadas en MoPs. Las variables latentes influyen en las
relaciones de las variables observables y pueden, potencialmente, simplificar
la estructura del modelo. Los desarrollos de la tarea 3.2 pueden ser adaptados
al caso anterior siempre que el DAG sea conocido.

— Tarea 4.3. Aplicaciones.

Esta tarea consistird en la aplicacion de los métodos implementados a
lo largo del PT. Se continuard con el caso de estudio de duplicabilidad
de genes en el genoma de la especie Arabidopsis thaliana. Los modelos
empleados en la Tarea 1.4 serdn comparados con sus versiones que incluyan
variables parcialmente observadas y con otros modelos con variables latentes.
Ademas, se haran comparativas con otras metodologias del estado del arte
que consideren el aprendizaje con datos incompletos.

[PT4] Desarrollo de software. Este paquete de trabajo estd integramente
relacionado con el objetivo O2, que consiste en la implementacion de los métodos
desarrollados en los PT anteriores en software de codigo abierto.

Las tareas que forman parte del paquete PT4 son las siguientes:

— Tarea 4.1. Implementaciéon de los métodos.
La implementaciéon de los métodos desarrollados en PT1 y PT3 se hara en
R y se tomard como punto de partida el paquete MoTBFs, disponible en el
repositorio oficial de R, CRAN, ya que este implementa algoritmos para el
aprendizaje paramétrico e inferencia de MoPs a partir de un conjunto de
datos completo.

— Tarea 4.2. Distribucién y documentacion.

El paquete se desarrollard de forma progresiva a lo largo del proyecto de
tesis doctoral. El cédigo estara disponible con licencia de software libre a
través de un repositorio de software como GitHub o similar. Las versiones
estables del paquete se publicaran a través del CRAN. Esto permitira poner
el software a disposicion de la comunidad cientifica desde las etapas iniciales
del proyecto. La documentaciéon o manual de usuario estara disponible online
y se actualizara tras cada version.

Para la consecucion de los objetivos fijados, mediante los paquetes de trabajo
enumerados anteriormente, se propone una temporalizacién de 48 meses. La
Figura 3, muestra un cronograma orientativo de la temporalizaciéon de cada una
de las tareas descritas en dichos paquetes de trabajo.

4 Relevancia, resultados e impacto esperados

Las redes bayesianas han mostrado una gran aplicabilidad dentro del ambito
cientifico [12,21]. Por este motivo, se espera que este proyecto tenga un impacto



[PT1] Aprendizaje de estructuras restringidas con datos completos
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T. 2.1 Revision bibliografica

T.2.2. Analisis de sensibilidad con distribuciones univariantes

T. 2.3. Andlisis de las perturbaciones en las redes bayesianas

[PT3] Aprendizaje paramétrico con datos incompletos.

T. 3.1 Revision bibliografica 17

T. 3.2. Aprendizaje de modelos con datos parcialmente observados 10

T. 3.3. Aprendizaje de modelos con variables latentes 11

T. 3.4. Aplicaciones 5
[PT4] Desarrollo de software.
T.4.1. Implementacion de los métodos. 39
T.4.2. Distribucién y documentacion. ‘ 38
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Fig. 2. Temporalizacion de los paquetes de trabajo (PT) con sus respectivas tareas
(T.). Se ha considerado una duracién de la tesis doctoral de 48 meses.

significativo en muchos campos del ambito cientifico. El desarrollo metodolégico
serd implementado en software de codigo abierto, lo que permitird una mayor
difusién y aplicabilidad. Los avances metodologicos que se desarrollaran seran
aplicables en cualquier A&mbito con fuentes de datos similares.

En cuanto a la produccion cientifica, se prevé la publicacion de al menos tres
articulos en revistas indexadas de relevancia en el campo de estudio. En dichos
articulos se abordaran los paquetes de trabajo PT1, PT2 y PT3. Ademas, los
resultados preliminares serédn presentados en congresos internacionales.
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