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Abstract. En este trabajo presentamos STOOD-X, una metodología
de dos etapas que combina una prueba estadística no paramétrica para
la detección de muestras fuera de distribución (OOD) con explicabilidad
centrada en el usuario. La primera etapa utiliza distancias en el espacio
de características y la prueba de Wilcoxon-Mann-Whitney para iden-
tificar muestras OOD. La segunda etapa genera explicaciones visuales
conceptuales mediante vecinos más cercanos y Concept-based Relevance
Propagation (CRP), alineadas con el paradigma BLUE XAI. Los experi-
mentos en ImageNet con ViT-B/16 demuestran rendimiento competitivo
(81.95% AUROC cercano, 92.20% lejano).
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1 Introducción

La detección de muestras fuera de distribución (OOD, por sus siglas en inglés)
se ha consolidado como un desafío fundamental en el aprendizaje automático [1],
consistente en diferenciar entre muestras dentro de distribución (ID) y fuera de
distribución. En aplicaciones críticas para la seguridad, la ausencia de algoritmos
OOD puede llevar a modelos de inteligencia artificial (IA) a tomar decisiones
incorrectas en lugar de diferir al juicio humano.

Los algoritmos OOD se categorizan en basados en entrenamiento y post hoc.
Los primeros modifican el entrenamiento para aumentar la separabilidad en-
tre muestras ID y OOD [2,3], mientras que los post hoc se aplican a modelos
ya entrenados, utilizando clasificación, gradientes o distancias en el espacio de
características. Mientras algunos métodos paramétricos asumen normalidad [4],
otros como KNN [5] no requieren tales suposiciones. Recientes trabajos también
han explorado combinaciones de enfoques paramétricos y no paramétricos [6].

A pesar de estos avances, muchos métodos OOD carecen de explicabilidad,
dificultando comprender cómo y por qué una muestra se clasifica como OOD.
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Para abordar estos desafíos, introducimos STOOD-X (Statistical Test for OOD
detection enhanced with eXplainability), una metodología de dos etapas que
combina detección robusta con explicaciones comprensibles. El diagrama de flujo
completo de la metodología se encuentra en el trabajo original [7].

2 Metodología STOOD-X

STOOD-X es una metodología de dos etapas que utiliza análisis de espacio
de características y pruebas estadísticas para la detección OOD, complemen-
tada con explicaciones conceptuales alineadas con el paradigma BLUE XAI. La
metodología ejecuta dos etapas secuenciales e interdependientes:

1. En la primera etapa, el modelo original procesa las características y las
mapea al espacio de características aprendido. Dentro de este espacio, se
analizan las distancias a muestras previamente observadas y se realiza una
prueba de hipótesis estadística para determinar si la nueva muestra está
suficientemente cerca de las muestras ID validadas.

2. La segunda etapa proporciona información adicional sobre el proceso de toma
de decisiones presentando muestras cercanas junto con las características
más importantes compartidas entre la nueva muestra y sus contrapartes
más cercanas.

La detección se basa en un análisis no paramétrico de las distancias en el
espacio de características mediante la prueba de Wilcoxon-Mann-Whitney, que
compara las distancias de la muestra a sus vecinos más cercanos con las distan-
cias que estos vecinos tienen a los vecinos de su misma clase. La formulación
matemática detallada se encuentra en el trabajo original [7].

Para justificar las decisiones del método, la segunda etapa se basa en los
siguientes pasos:

1. Búsqueda de vecinos más cercanos (NNs): Seleccionamos las muestras
de entrenamiento con características más cercanas en el espacio de carac-
terísticas. Dado que la puntuación de STOOD-X se basa en distancias a
muestras de entrenamiento, las muestras más cercanas deben tener visual-
izaciones XAI similares si son clasificadas como ID.

2. Marco de Visualización de Características: Basado en Concept-based
Relevance Propagation (CRP) [8], las visualizaciones muestran la local-
ización de características más importantes en las muestras de entrenamiento
y la nueva muestra, identificando conceptos compartidos.

Este enfoque está alineado con BLUE XAI, permitiendo la validación por
parte del usuario de si las características aprendidas por el modelo son consis-
tentes con muestras validadas.
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Fig. 1. Visualización explicativa de una muestra ID (tinca, puntuación 52%). Se mues-
tran los vecinos más cercanos y la localización de las características más importantes
compartidas.

3 Resultados Experimentales

La evaluación de STOOD-X se realizó utilizando OpenOOD [9] sobre sus conjun-
tos predefinidos. La Tabla 1 muestra la comparativa en ImageNet con ViT-B/16
de los modelos del estado del arte de ese conjunto.

RMDS CombOOD MDS VIM STOOD-X

Cercano 80.09 79.60 79.04 77.03 81.95
Lejano 92.60 92.65 92.60 92.84 92.20

Table 1. AUROC (%) en ImageNet con ViT-B/16 para los mejores métodos en esce-
nario cercano.

STOOD-X alcanza 81.95% AUROC en escenarios cercanos y 92.20% en le-
janos sobre ImageNet con ViT-B/16, situándose como estado del arte en la
configuración cercana. En la muestra ID, el 76% de la decisión se explica con
solo 3 características frente al 12% en la muestra OOD, confirmando que la
explicabilidad actúa como indicador de confianza adicional.

4 Conclusiones

STOOD-X combina análisis estadístico no paramétrico con explicabilidad cen-
trada en el usuario: detección OOD mediante test estadístico y visualizaciones



conceptuales alineadas con BLUE XAI. Los resultados en ImageNet con ViT-
B/16 muestran rendimiento competitivo (81.95% cercano, 92.20% lejano), in-
cluso situandose como estado del arte en ciertas configuraciones, y donde la
explicabilidad actúa como indicador de confianza (76% vs 12% de decisión ex-
plicada con 3 características en ID vs OOD).
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