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Resumen El Aprendizaje Federado ha emergido como un paradigma de
especial interés para entrenar modelos de aprendizaje automático en en-
tornos distribuidos sin compartir datos sensibles. Sin embargo, su adop-
ción en sectores críticos como la sanidad, la justicia o la administración
pública exige dos propiedades que la literatura actual no aborda de for-
ma conjunta: la explicabilidad intrínseca de los modelos resultantes y
la seguridad criptográfica de las comunicaciones entre nodos. Esta tesis
doctoral propone el diseño de arquitecturas avanzadas de aprendizaje
federado que integren modelos de reglas descriptivas supervisadas, me-
diante computación flexible, junto con mecanismos criptográficos, con el
fin de construir sistemas de inteligencia artificial confiables, explicables y
seguros en entornos distribuidos, de datos complejos y volátiles. La pro-
puesta aborda desde el diseño de nuevos modelos de reglas para flujos de
datos continuos hasta arquitecturas FL centralizadas y descentralizadas
con garantías de privacidad y auditabilidad. Los resultados obtenidos
hasta la fecha evidencian la viabilidad de este enfoque y muestran mejo-
ras en interpretabilidad, simplicidad de los modelos y preservación de la
privacidad, validadas en escenarios reales de ámbitos médico e industrial.
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1. Contexto y motivación
El auge del big data y la proliferación de dispositivos conectados (IoT, weara-

bles, smartphones) ha transformado radicalmente la generación y el consumo de
información, dando lugar a entornos donde los datos fluyen de manera continua,
distribuida y heterogénea [11]. La cuarta revolución industrial (Industria 4.0),
caracterizada por avances en robótica, computación en la nube e inteligencia
artificial (IA), ha acelerado esta tendencia hasta el punto de que expertos e ins-
tituciones como la Unión Europea ya anticipan una Industria 5.0, centrada en la
transformación hacia entornos inteligentes basados en el Internet de las Cosas y
la computación cognitiva. Estos desarrollos generan enormes volúmenes de datos



que, procesados adecuadamente, pueden convertirse en conocimiento valioso pa-
ra organizaciones públicas y privadas [17]. En particular, los flujos continuos de
datos presentan características que los hacen especialmente desafiantes: su volu-
men, dinamismo y volatilidad exigen sistemas capaces de analizarlos en tiempo
real, con una velocidad de llegada que a menudo supera la capacidad de alma-
cenamiento y procesamiento disponible [11].

En este contexto, los modelos tradicionales de aprendizaje automático, ba-
sados en arquitecturas centralizadas, presentan limitaciones críticas: riesgos de
privacidad derivados de la transferencia de datos sensibles, elevados costes de
comunicación y dificultades de escalabilidad en entornos reales [6]. El Aprendi-
zaje Federado (FL) surge como respuesta a estos desafíos, permitiendo entrenar
modelos de forma descentralizada sin compartir datos en crudo, procesando la
información directamente en el dispositivo y compartiendo únicamente actuali-
zaciones del modelo [9]. Sin embargo, como muestran trabajos recientes, el FL
sigue enfrentando retos persistentes en heterogeneidad de datos y dispositivos,
eficiencia de comunicación y seguridad frente a ataques [21], que deben abordarse
para garantizar su adopción efectiva en entornos reales.

No obstante, la mayoría de las propuestas de Aprendizaje Federado (FL)
continúan apoyándose en modelos de aprendizaje profundo y enfoques de caja
negra, trasladando el problema desde la privacidad hacia una falta de transpa-
rencia que genera serios problemas de confianza, responsabilidad y auditabilidad.
Esta limitación resulta especialmente crítica en sectores como la salud, la justicia
o la administración pública, donde las decisiones no solo deben ser comprensibles
y justificables, sino que se exige una propiedad adicional que la literatura actual
no aborda de forma conjunta y satisfactoria: la explicabilidad intrínseca de los
modelos resultantes combinada con seguridad criptográfica en las comunicacio-
nes [2]. En este contexto, diversos autores han señalado las limitaciones de los
enfoques de explicabilidad post-hoc. En particular, Rudin [19] defiende que, en
aplicaciones de alto riesgo, resulta preferible utilizar modelos intrínsecamente in-
terpretables en lugar de intentar explicar posteriormente el comportamiento de
modelos opacos. Esta reflexión cuestiona la dependencia de técnicas ampliamente
utilizadas como SHAP o LIME, cuyas explicaciones constituyen aproximaciones
al comportamiento del modelo y no el propio razonamiento seguido durante la
toma de decisiones [20]. Frente a esta limitación, los modelos basados en re-
glas descriptivas ofrecen una alternativa intrínsecamente interpretable, donde la
lógica del sistema es comprensible por diseño, sin necesidad de ninguna capa
explicativa adicional.

Esta necesidad se ve reforzada por el marco normativo europeo, especialmen-
te el AI Act [4] (vigente desde febrero de 2025), que impone requisitos explícitos
de transparencia, trazabilidad y auditabilidad a los sistemas de IA de alto ries-
go, consolidando la explicabilidad intrínseca no como una opción deseable, sino
como una exigencia regulatoria en ámbitos como la sanidad, la justicia o los ser-
vicios públicos esenciales [1]. En España, este marco se ha complementado con
el proyecto de Ley Orgánica para el buen uso y la gobernanza de la inteligen-
cia artificial, aprobado por el Consejo de Ministros el 26 de mayo de 2026, que



adapta el ordenamiento nacional al Reglamento europeo e incorpora un régimen
sancionador propio [10].

2. Hipótesis de partida, objetivos y avances
La hipótesis central de esta investigación sostiene que la combinación del

FL con modelos de reglas descriptivas supervisadas junto con tecnologías de
seguridad criptográfica avanzadas, puede resolver los principales desafíos actuales
de los sistemas de IA distribuidos en entornos de datos complejos y volátiles: la
falta de transparencia, los riesgos de privacidad y la escalabilidad en entornos
heterogéneos. Esta hipótesis se fundamenta en tres premisas clave.

En primer lugar, el FL permite entrenar modelos de forma descentralizada sin
compartir datos en crudo, preservando la confidencialidad de la información lo-
cal [9]. En segundo lugar, los modelos de reglas descriptivas supervisadas ofrecen
una explicabilidad intrínseca frente a los enfoques tradicionales de caja negra.
Al generar conocimiento mediante reglas lingüísticas legibles por humanos, eli-
minan las limitaciones de transparencia del estado del arte; una característica
crítica para garantizar sistemas éticamente aceptables y legalmente auditables
[5]. En tercer lugar, la seguridad de las comunicaciones entre nodos puede refor-
zarse mediante técnicas complementarias: el cifrado homomórfico (HE)[22], la
privacidad diferencial (DP) [3], y la computación multipartita segura (SMC) [7].

Las premisas anteriores sustentan la hipótesis planteada y permiten identi-
ficar una oportunidad de investigación todavía insuficientemente explorada en
la literatura actual. En este contexto, la originalidad de esta propuesta resi-
de en que, si bien existen trabajos que combinan FL con explicabilidad [2] o
FL con mecanismos de seguridad de forma aislada [18], , no se han encontra-
do aproximaciones que integren simultáneamente modelos de reglas descriptivas
supervisadas, sincronización de etiquetas lingüísticas en entornos non-IID y me-
canismos criptográficos adaptados a distintos niveles de confianza en el servidor
federado.

La arquitectura general propuesta se detalla en la Figura 1. Cada cliente
construye localmente modelos de reglas descriptivas supervisadas y comparte
únicamente información agregada mediante mecanismos criptográficos. El resul-
tado es un modelo global interpretable que preserva privacidad y auditabilidad.

El objetivo principal de esta tesis es diseñar arquitecturas avanzadas de FL
que integren modelos de reglas descriptivas supervisadas capaces de generar
conocimiento altamente explicable e interpretable, junto con mecanismos de se-
guridad criptográfica, con el fin de construir sistemas de IA confiables y seguros
en entornos distribuidos de datos complejos y volátiles.

Este objetivo se desglosa en tres subobjetivos específicos, cuyo grado de avan-
ce se detalla a continuación:

O1. Análisis, diseño y desarrollo de nuevos modelos de reglas des-
criptivas en entornos de flujos de datos continuos y discontinuos.
Este objetivo está actualmente completado. Se ha propuesto OFEFS, un mo-
delo adaptativo que opera en entornos online mediante ventana deslizante,



Figura 1. Arquitectura general propuesta. Framework propuesto: dispositivos locales
con modelos de reglas descriptivas que se agregan de forma segura mediante FL para
construir un modelo global explicable y auditable.

validado sobre la detección de la enfermedad rara NPC1 [16] (actualmente en
revisión en el International Journal of Computational Intelligence Systems
(Q2)).
O2. Análisis y diseño de arquitecturas de FL centralizado y con-
fiable para sistemas de reglas descriptivas. Se han desarrollado cuatro
contribuciones en progresión: TEFeS-SDR con cifrado RSA [13], mecanismo
de sincronización de etiquetas lingüísticas fuzzy para entornos non-IID [15],
extensión con cifrado homomórfico [14], y sustitución de RSA por SMC con
validación en detección de fugas de agua [12].
O3. Análisis y diseño de arquitecturas de FL descentralizado, con-
fiable y distribuido. Constituye el trabajo futuro planificado para el tercer
y cuarto año, extendiendo los mecanismos desarrollados en O2 a escenarios
totalmente descentralizados mediante blockchain y DLT para garantizar la
integridad y soberanía de los datos.

3. Metodología y Plan de Trabajo
La metodología seguida en esta tesis doctoral responde a un enfoque iterativo

e incremental estructurado en cinco fases cíclicas: Análisis → Diseño → Imple-
mentación → Evaluación → Mejora continua. Este ciclo se repite a lo largo de
cada objetivo específico, permitiendo incorporar el conocimiento adquirido en
cada iteración para refinar tanto los modelos como las arquitecturas propuestas.

La fase de análisis comprende la revisión de literatura científica en bases de
datos especializadas (Scopus, Web of Science, Google Scholar), con el objetivo
de identificar el estado del arte, detectar vacíos de investigación y fundamentar
las decisiones de diseño. La fase de diseño abarca la formulación de hipótesis,



la propuesta de nuevos algoritmos de reglas descriptivas y el diseño de las ar-
quitecturas federadas. La fase de implementación se materializa en prototipos
funcionales desarrollados en Python y Scala. La fase de evaluación contrasta las
hipótesis iniciales mediante experimentos sobre conjuntos de datos tanto sin-
téticos como reales, midiendo métricas de calidad del modelo, explicabilidad
e integridad de la seguridad. Finalmente, la fase de mejora continua permite
reformular las hipótesis y ajustar los algoritmos en función de los resultados
obtenidos, cerrando el ciclo iterativo.

Este enfoque facilita la incorporación progresiva de los resultados obteni-
dos en cada objetivo, garantizando coherencia metodológica entre las distintas
contribuciones de la tesis.

El desglose de tareas, su estado actual y las publicaciones asociadas a cada
una se recogen en la Tabla 1, que refleja el avance del proyecto en el segundo
año de doctorado.

El proyecto se estructura en torno a tres hitos principales que marcan puntos
de control del avance de la investigación y coinciden con la consolidación de los
resultados más relevantes de cada etapa.

Hito 1 (H1): Este hito establece las bases conceptuales y metodológicas de
la investigación. Incluye la revisión del estado del arte, la identificación de las
principales limitaciones de los enfoques existentes y el desarrollo de nuevos
modelos de reglas descriptivas adaptados a entornos de datos continuos y
discontinuos, priorizando la explicabilidad y la capacidad de integración en
entornos federados. Este hito se considera completado mediante la consecu-
ción del objetivo O1.
Hito 2 (H2): En este segundo hito se abordará el diseño, implementación
y evaluación de arquitecturas de FL que integren los modelos explicables
desarrollados previamente. Esta fase se dividirá en dos bloques principales:
en primer lugar, se construirá una arquitectura federada centralizada, en
la que un nodo coordinador gestiona la federación y se asegura la coheren-
cia y seguridad del proceso de entrenamiento. Posteriormente, se diseñará y
desarrollará una arquitectura descentralizada, basada en tecnologías como
blockchain y DLT. Se generarán prototipos funcionales de ambas arquitectu-
ras, que serán comparados en términos de eficiencia, escalabilidad, seguridad
y explicabilidad.
Hito 3 (H3): El último hito del proyecto estará dedicado a la validación
de los sistemas desarrollados. Para ello, se evaluarán los sistemas con datos
reales, con el objetivo de evaluar su comportamiento en entornos realistas. Se
recogerán resultados sobre el rendimiento de los sistemas, su explicabilidad,
la privacidad y la robustez. Finalmente, se elaborará la documentación final
del proyecto y se realizará la defensa de la tesis doctoral ante el tribunal.

La planificación temporal de este proyecto está descrita en la siguiente Figura
2 donde se indican los cuatro años que debe durar el proyecto dividido por
trimestres. Por cada tarea detallada anteriormente se marca en qué trimestres
se llevaría a cabo. En el caso de las tareas que se desarrollan a lo largo de todo



Tabla 1. Plan de trabajo doctoral y estado actual

Tarea Descripción Años Obj. Estado Publ.

T1: Control y
seguimiento del
proyecto

Redacción y actualización del
Plan de Investigación y Docu-
mento de Actividades. Reunio-
nes periódicas con directores.
Preparación de publicaciones y
ponencias.

1–4 T ● –

T2: Revisión
del estado del
arte

Análisis sistemático de litera-
tura sobre reglas descriptivas
supervisadas, FL, XAI y mé-
todos de seguridad (HE, DP,
SMC) en IEEE Xplore, Scopus
y Web of Science. Elaboración
de informe técnico de mapeo
del área.

1 T ● –

T3: Diseño de
modelos de
reglas descripti-
vas para flujos
de datos

Desarrollo del modelo OFEFS,
un algoritmo adaptativo para
reglas descriptivas supervisadas
en entornos online mediante
ventana deslizante. Validado
sobre detección de la enferme-
dad rara NPC1.

1–2 O1 ✓ [16]

T4.1: Arquitec-
tura FL cen-
tralizada con
mecanismos de
seguridad pro-
gresivos

Diseño e implementación de
una arquitectura federada cen-
tralizada con modelos de reglas
descriptivas jerárquicas. Incor-
poración progresiva de RSA,
sincronización fuzzy con HE y
SMC. Validación en detección
de fugas de agua.

2–3 O2 ✓ [12,13,
14,15]

T4.2: Arquitec-
tura FL descen-
tralizada con
DLT

Diseño e implementación de
una arquitectura federada des-
centralizada basada en block-
chain y DLT, integrando los
modelos desarrollados en T3 y
T4.1. Evaluación de escalabili-
dad, seguridad y explicabilidad.

3–4 O3 ❍ –

T5: Validación
en casos reales
y evaluación
XAI

Aplicación de los sistemas de-
sarrollados a escenarios reales
de alto impacto. Evaluación
mediante métricas de interpre-
tabilidad y análisis comparati-
vos. Elaboración de documen-
tación final y defensa doctoral.

4 O2, O3 ● [12,16]

✓ Completada ● En progreso ❍ Trabajo futuro T = Tarea transversal



el proyecto se ha marcado que se realiza en todos los trimestres. Por otro lado,
los hitos están destacados en el cronograma con una línea vertical, indicando
que se realizaría el entregable al final de ese trimestre. El proyecto se encuentra
actualmente en el segundo año de desarrollo, con las tareas transversales T3 y
T4.1 prácticamente completadas, la tarea T5 parcialmente completada porque
faltaría aplicarlo en arquitecturas descentralizadas y la tarea T4.2 en proceso.
El cronograma se ha diseñado teniendo en cuenta que la tesis se realiza a tiempo
completo.

Figura 2. Cronograma de trabajo y planificación temporal del proyecto de tesis. Se ha
diseñado teniendo en cuenta que la tesis se realiza a tiempo completo. El diagrama de
Gantt detalla la secuenciación de las fases y señala la temporalización de los tres hitos
principales. La línea discontinua señala el momento temporal actual y el sombreado
amarillo la estancia internacional realizada.

4. Originalidad y aportación

La presente tesis doctoral aborda una combinación de técnicas que, toma-
das individualmente, cuentan con antecedentes en la literatura. Sin embargo, la
aportación original y diferenciada de este trabajo no reside en cada uno de sus
componentes por separado, sino en su integración dentro de una arquitectura
unificada capaz de combinar aprendizaje federado, explicabilidad intrínseca y
mecanismos avanzados de preservación de la privacidad. A continuación se de-
tallan los aspectos que definen la novedad de esta propuesta frente al estado del
arte, respaldados por los resultados empíricos obtenidos.

En primer lugar, el uso de modelos de reglas descriptivas supervisadas en
FL aporta explicabilidad intrínseca, a diferencia de los enfoques post-hoc pre-
dominantes en la literatura, como SHAP, LIME u otros métodos basados en



perturbaciones o gradientes, que intentan aproximar el comportamiento de mo-
delos opacos a posteriori [21]. Esta característica permite que el modelo sea
interpretable por diseño sin depender de aproximaciones externas que pueden
ser inconsistentes, infieles al comportamiento real del sistema o incluso suscepti-
bles de ser manipuladas [19]. Además, los modelos de reglas difusas basados en
descubrimiento de subgrupos expresan el conocimiento mediante reglas del tipo
SI condición ENTONCES consecuente, facilitando su comprensión y validación
por expertos y usuarios finales.

En segundo lugar, la incorporación de un mecanismo de sincronización de
etiquetas lingüísticas fuzzy entre clientes federados constituye una aportación
novedosa para abordar la heterogeneidad semántica en entornos non-IID [15,14],
un problema habitualmente tratado desde la perspectiva estadística o de agre-
gación de parámetros [8] pero nunca desde la consistencia del espacio lingüístico
compartido en sistemas de reglas difusas federados. La solución propuesta garan-
tiza que todos los clientes evolucionen sus modelos utilizando el mismo conjunto
de etiquetas lingüísticas, mejorando significativamente la coherencia semántica
y la calidad del modelo global.

En tercer lugar, esta tesis propone la adaptación de mecanismos de seguridad
ampliamente utilizados en FL para modelos de caja negra al contexto de los
modelos de reglas descriptivas supervisadas, adaptando RSA [13], HE [14] y
SMC [12]. Estas propuestas se diseñan en función de la confianza depositada
en el servidor federado y se evalúan considerando el compromiso entre coste
computacional, privacidad y calidad del modelo. En particular, la incorporación
de SMC garantiza que ni siquiera el servidor pueda acceder al contenido de las
reglas durante la agregación, elevando el nivel de privacidad al máximo posible
dentro de una arquitectura centralizada.

La evolución empírica de estas contribuciones queda reflejada en la Tabla 2,
que muestra la mejora progresiva del framework a lo largo de las publicaciones
realizadas:

Tabla 2. Evolución de resultados del framework federado propuesto

Sistema #Reglas #Vars CONF WRAccN FPR TPR
TEFeS-SDR [13] 101.5 81.5 0.62 0.62 0.27 0.85
SMC-FL [12] 20.91 4.3 0.69 0.53 0.13 0.16
Sync. fuzzy + HE [14,15] 7.33 3.56 0.90 0.64 0.05 0.37

La reducción drástica en el número de reglas (de 101.5 a 7.33) y de variables
(de 81.5 a 3.56), junto con la mejora en confianza (de 0.62 a 0.90) y la reducción
de falsos positivos (de 0.27 a 0.05), evidencia que la sincronización de etiquetas
lingüísticas no solo mejora la seguridad semántica del modelo federado, sino que
produce modelos significativamente más simples, precisos e interpretables.

Más allá de los benchmarks sintéticos habituales en la literatura, las solucio-
nes desarrolladas han sido evaluadas en dos escenarios reales de gran complejidad
y relevancia social.



El primero aborda la detección de fugas de agua en redes de distribución
[12], un entorno industrial distribuido donde los datos de cada nodo son sensi-
bles y no pueden centralizarse por razones operativas y de privacidad. En este
escenario, el framework federado con SMC demostró su capacidad para extraer
reglas interpretables y directamente accionables por los operadores del sistema,
preservando la integridad de la información local.

El segundo se centra en la monitorización de la enfermedad rara NPC1 en un
entorno online [16], un escenario especialmente exigente por la combinación de
datos extremadamente escasos, clases desbalanceadas y la necesidad de procesar
información en tiempo real; condiciones bajo las cuales la mayoría de los méto-
dos estándar presentan serias dificultades. En este contexto, el modelo OFEFS
demostró su capacidad para extraer conocimiento interpretable con un número
reducido de variables, generando reglas clínicas comprensibles que apoyan di-
rectamente la toma de decisiones médicas sin comprometer la privacidad de los
pacientes.

En ambos casos, los modelos propuestos demostraron su capacidad para ex-
traer conocimiento interpretable y útil bajo restricciones reales, tal y como se
recoge en la Tabla 3.

Tabla 3. Resultados obtenidos en los casos de uso reales

Sistema Caso de uso #Reglas #Vars CONF WRAccN TPR
SMC-FL [12] Fugas de agua 21.41 6.48 0.859 0.616 0.585
OFEFS [16] NPC1 35 1.89 0.882 0.654 0.792

5. Relevancia
La relevancia de la presente investigación se sitúa en la intersección de tres

áreas de creciente interés dentro de la comunidad de IA: el FL, los modelos de
reglas descriptivas supervisadas y la seguridad criptográfica en sistemas distri-
buidos. Aunque cada una de estas líneas cuenta con una trayectoria consolidada,
su integración dentro de un mismo framework sigue siendo limitada en la lite-
ratura actual, donde normalmente se abordan de forma independiente [18]. En
particular, el proyecto apuesta por modelos con explicabilidad intrínseca basa-
dos en reglas difusas, frente a los enfoques post-hoc predominantes en gran parte
de la literatura. De este modo, la interpretabilidad no se introduce como una
capa adicional sobre un modelo opaco, sino como una propiedad incorporada
desde el diseño del sistema. Esta aproximación resulta especialmente relevan-
te en escenarios donde la transparencia y la trazabilidad de las decisiones son
requisitos importantes tanto desde el punto de vista técnico como regulatorio.
Además, a diferencia de otros paradigmas de aprendizaje automático orientados
principalmente a entornos de big data o flujos de datos masivos, los modelos de
reglas descriptivas supervisadas han demostrado su eficacia en problemas de alta
complejidad con conjuntos de datos limitados y baja dimensionalidad, como es



el caso de enfermedades raras o escenarios industriales con información escasa,
donde la capacidad de extraer conocimiento interpretable y confiable resulta aún
más crítica.

En el ámbito de la investigación, el impacto en el conocimiento y los resulta-
dos obtenidos hasta el momento muestran que la integración propuesta es viable
tanto a nivel teórico como experimental. La evolución de los trabajos desarro-
llados durante la tesis refleja una mejora progresiva de los modelos. El siste-
ma TEFeS-SDR [13] estableció las bases del framework utilizando cifrado RSA.
Posteriormente, la incorporación de mecanismos de sincronización de etiquetas
lingüísticas fuzzy y técnicas de cifrado homomórfico [14,15] permitió mejorar los
resultados. Estos avances han dado lugar a publicaciones en revistas y congresos
internacionales relacionados con IA y sistemas inteligentes distribuidos, entre
ellos Results in Engineering (Q1), IDEAL 2025 e IEEE CAI 2026, que avalan la
solidez de las contribuciones realizadas.

Un hito especialmente relevante en este desarrollo científico ha sido la estan-
cia internacional realizada en De Montfort University (Leicester, Reino Unido)
entre febrero y abril de 2026. Lejos de ser una visita puntual, esta estancia su-
puso la colaboración con equipos investigadores multidisciplinares, integrando
conocimiento en biomedicina y sistemas industriales que difícilmente hubiera
sido posible en el contexto del grupo de origen. Como resultado de esta colabo-
ración, se han realizado dos contribuciones: el trabajo [12], que introduce SMC
en el framework federado y lo valida en un caso real de detección de fugas de
agua (actualmente en revisión en ACM Transactions on Intelligent Systems and
Technology (Q1)); y el trabajo [16], que propone un algoritmo novedoso para la
extracción de reglas descriptivas en entornos de flujo de datos online aplicado a
la monitorización de la enfermedad rara NPC1, un problema de alta compleji-
dad caracterizado por datos escasos, sensibles y desequilibrados (en revisión en
el International Journal of Computational Intelligence Systems (Q2)).

El desarrollo de esta tesis doctoral también está ligado a la actividad docente
en el Departamento de Informática de la Universidad de Jaén. En este contexto,
se han impartido las sesiones prácticas de la asignatura Metaheurísticas durante
el primer cuatrimestre del curso académico 2025/2026. Durante este periodo,
el alumnado ha trabajado e implementado diferentes métodos de optimización
aplicados a solventar el problema planteado, analizando las ventajas e inconve-
nientes de cada enfoque y evaluando su adecuación a dicho problema.

La transferencia tecnológica y el impacto social se traducen directamente en
soluciones tangibles, especialmente en sectores donde la toma de decisiones debe
ser simultáneamente privada, transparente y auditable. En este sentido, la entra-
da en vigor del AI Act europeo en febrero de 2025 ha reforzado la importancia
de incorporar mecanismos de transparencia y explicabilidad en aplicaciones de
alto riesgo. El uso de modelos basados en reglas descriptivas facilita que tanto
expertos como usuarios finales puedan comprender el comportamiento del sis-
tema y analizar las decisiones generadas, aspecto especialmente importante en
ámbitos sensibles como la sanidad [1]. La aplicabilidad práctica de las soluciones
desarrolladas se ha evaluado en dos casos de uso con impacto social relevante:



El primero aborda la detección de fugas de agua en redes de distribución [12],
donde el aprendizaje federado permite trabajar con información distribuida
preservando la privacidad de los datos de cada nodo de la red.
El segundo caso de uso se centra en la monitorización de la enfermedad rara
NPC1 [16], un escenario online caracterizado por datos sensibles, heterogé-
neos y escasos.

Finalmente, esta investigación mantiene un firme compromiso orientado ha-
cia la difusión y la comunicación abierta de resultados. Entre las actividades de
divulgación y transferencia realizadas se incluyen la publicación del código fuen-
te en repositorios públicos de GitHub, promoviendo los principios de la ciencia
abierta y facilitando la reproducibilidad de los trabajos. Asimismo, se participa
activamente en eventos de divulgación científica orientados a la sociedad, como
la Noche Europea de los Investigadores en Jaén, y se efectúa la presentación
de los resultados en congresos nacionales e internacionales del área, entre ellos
CAEPIA, MAEB, IDEAL e IEEE CAI. Todo ello favorece el intercambio abier-
to de conocimiento tanto con la comunidad científica como con otros sectores
socioeconómicos interesados.
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