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Resumen Las redes de regulacion génica (GRNs) permiten modelar in-
teracciones entre genes y factores de transcripcion, pero su inferencia a
partir de datos de expresion sigue viéndose afectada por sesgos de do-
minio y por la escasa incorporaciéon de conocimiento biolégico. En este
trabajo presentamos PBEvoGen, un enfoque de consenso multiobjetivo
guiado por preferencias para la inferencia de GRNs. A partir de puntos
de referencia en el espacio objetivo, el experto puede dirigir la busque-
da hacia regiones con mayor interés bioldgico. El método se apoya en
el esquema evolutivo propuesto previamente para MO-GENECI, pero
introduce una nueva estrategia de seleccién que articula dichas prefe-
rencias sin alterar el resto del proceso evolutivo. Evaluamos el método
sobre 43 redes procedentes de DREAM3, DREAM4, IRMA, SysGenSIM
y TFLink, usando AUROC y AUPR frente a redes gold standard. Los
resultados muestran que la articulacién de preferencias mejora de forma
consistente la calidad del frente obtenido, con mejoras del 1.2% en AU-
ROC y del 4.3% en AUPR respecto a MO-GENECI, y ademés reduce
el esfuerzo computacional en redes grandes. En las instancias de mayor
tamano, PBEvoGen domina més de la mitad del frente original aproxi-
madamente a mitad de la ejecuciéon. Todo ello respalda la utilidad de
combinar optimizacién evolutiva multiobjetivo y conocimiento experto
para la inferencia robusta de GRNs.
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1. Introduccion

Las redes de regulacion génica (GRNs) describen como interacttian genes y fac-
tores de transcripcion para controlar la expresion génica [4]. Su estudio resulta



clave para comprender procesos biologicos complejos y su relacién con enferme-
dades, ademas de apoyar el diseno de nuevas terapias [19, 30].

La inferencia de GRNs a partir de datos de expresion es, por tanto, un pro-
blema central de la biologia computacional. Sin embargo, muchas técnicas siguen
mostrando una fuerte especializaciéon por dominio [25] y, con frecuencia, dejan
en segundo plano la coherencia biolégica de las interacciones inferidas. Esta
limitacién es especialmente relevante cuando se consideran varios objetivos con-
flictivos, ya que una red precisa desde el punto de vista estadistico no siempre
reproduce propiedades topologicas o funcionales esperables en sistemas biolo-
gicos. En trabajos recientes, los enfoques de consenso han demostrado ser una
alternativa prometedora porque permiten combinar fortalezas complementarias
de varios métodos [14, 23].

Sobre esta idea se construyé MO-GENECT [23], un algoritmo evolutivo multi-
objetivo que optimiza redes de consenso atendiendo a tres propiedades biologica-
mente relevantes: calidad de las interacciones, distribucién de grados y presencia
de motivos regulatorios. No obstante, el analisis de sus resultados muestra que
las mejores soluciones tienden a concentrarse en regiones concretas del espacio
objetivo. Esta observacion sugiere que un experto podria orientar la busqueda si
dispone de un mecanismo explicito para expresar preferencias [29], aprovechando
conocimiento previo sobre tamano, organizacién esperada o patrones regulato-
rios plausibles de la red estudiada.

En este articulo presentamos PBEvoGen, una variante de MO-GENECI que
incorpora seleccion guiada por preferencias mediante puntos de referencia. Aun-
que este tipo de articulacién de preferencias ya se ha utilizado en otros domi-
nios [12,27], aqui se adapta por primera vez al contexto de inferencia de GRN,
donde la eleccion de referencias debe vincularse con las caracteristicas esperadas
de las redes a inferir. El objetivo es responder a tres cuestiones: (i) si esta guia
mejora la precision biologica de las redes inferidas, (4i) si las regiones preferentes
son interpretables para un experto y (i) si dicha guia permite reducir el coste
computacional sin perder calidad.

Las principales contribuciones de este trabajo son las siguientes:

= Introducimos un mecanismo de seleccion basado en preferencias en un algo-
ritmo de consenso para inferencia de GRNs.

= Integramos conocimiento experto mediante puntos de referencia sobre tres
objetivos con significado biolégico.

= Validamos el enfoque en 43 instancias, mostrando mejoras simultaneas en
precision y eficiencia.

El resto del articulo se organiza como sigue. La Seccién 2 resume los antece-
dentes y el trabajo relacionado; la Seccidon 3 describe PBEvoGen y su mecanismo
de seleccion guiado por preferencias; la Seccion 4 presenta el diseno experimental;
la Seccion 5 discute los resultados en calidad, organizacion espacial y rendimien-
to; y la Seccién 6 recoge las conclusiones y lineas futuras.



2. Antecedentes y trabajo relacionado

La inferencia de GRNs se ha abordado mediante metaheuristicas multiobjeti-
vo [10], modelos graficos probabilisticos [28] y, méas recientemente, técnicas de
aprendizaje automéatico, incluidas redes neuronales [9]. Entre las herramientas
mas utilizadas destacan ARACNE [15], GENIE3 [11] y GRNBOOST?2 [17]. Esta
diversidad metodologica ha impulsado el desarrollo de numerosos métodos de
inferencia, pero también ha puesto de manifiesto que el comportamiento de cada
herramienta depende en gran medida del dominio, del organismo y del tipo de
datos considerados.

Precisamente, el sesgo de especializacion de estos métodos [25] y la eviden-
cia de que pueden aportar informacién complementaria [14] han favorecido la
aparicion de estrategias de consenso y ensemble learning [1]. Sin embargo, en el
contexto concreto de inferencia por consenso de GRNs, algunas propuestas si-
guen siendo supervisadas y, por tanto, dependen de datos etiquetados [2], mien-
tras que muchas otras apenas incorporan conocimiento biologico explicito en el
proceso de optimizacion.

MO-GENECT [23] resulta especialmente relevante porque aborda este pro-
blema mediante una combinacién no supervisada de técnicas y objetivos con
significado biolégico. Aun asi, incluso dentro de esta linea prometedora, sigue
existiendo margen para explotar conocimiento previo sobre las caracteristicas
esperadas de una GRN y orientar la bisqueda hacia regiones de mayor interés.
De hecho, la incorporacién de conocimiento experto ya se ha explorado mediante
una fase memética adicional en trabajos previos [22,24], aunque con un unico
objetivo y a costa de incrementar el tiempo de ejecucion. PBEvoGen se sitta
precisamente en ese hueco: conserva la arquitectura de consenso multiobjetivo
de MO-GENECI, pero sustituye el torneo binario estandar por una articulaciéon
de preferencias basada en g-dominance [18], implementada sobre NSGA-II [5] y
jMetal [7]. En concreto, mantiene el nicleo de NSGA-IT (frentes no dominados,
elitismo y distancia de apelotonamiento) y sélo modifica el ranking previo a la
seleccién para incorporar preferencias expertas.

3. PBEvoGen: consenso guiado por preferencias

La Figura 1 resume el flujo de PBEvoGen. Cada individuo es un vector de pesos
no negativos cuya suma es 1. Dicho vector define una red consenso al ponderar

las salidas de 26 algoritmos de inferencia; sobre esa red se evalian tres objetivos
heredados de MO-GENECT [23]:

= Calidad, que favorece interacciones con alta concordancia entre técnicas
[24].

= Distribucién de grados, que premia redes coherentes con un comporta-
miento libre de escala tipico de muchas GRNs bioldgicas.

= Motivos, que incentiva la aparicion de patrones regulatorios frecuentes, co-
mo bifurcaciones, realimentaciones y trayectorias regulatorias.
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Figural. Esquema conceptual de PBEvoGen. Los individuos se interpretan como
vectores de pesos sobre técnicas de inferencia, se transforman en redes de consenso y
se evalian con tres objetivos biologicos. La seleccién se guia mediante un punto de
referencia definido por el experto.

La parte diferencial del método es la selecciéon basada en preferencias. Dado
un individuo z con evaluacion f(z) = (fi(x), f2(x), fs(z)) y un punto de refe-
rencia R = (rq,r2,73), definimos un indicador binario que marca si la solucion
cae dentro de la region preferente:

1, siVi: fi(x) <rioVi: fi(x) >,
0, en otro caso.

(1)

sgp(x) =

La relaciéon de dominancia utilizada por el algoritmo pasa entonces a ser:

z =gy < (sr(@)>sry)) o (sr(x) =sr(y) N <y), (2)

donde x < y representa la dominancia de Pareto clasica. En cada generacion,
PBEvoGen calcula esta relacién para toda la poblacién y utiliza <, durante
el ordenamiento no dominado de NSGA-II. Como consecuencia, las soluciones
compatibles con la region de interés del experto pasan a ocupar frentes de mejor
rango antes de aplicar la distancia de apelotonamiento. El torneo binario sigue
operando sobre esos rangos y sobre la diversidad espacial, de modo que la pre-
ferencia se propaga de forma indirecta a la seleccion de padres sin eliminar la
presion por mantener variedad poblacional.

La variacién mantiene exactamente los operadores especializados de MO-
GENECL: Simplex Crossover [26] y una mutacion sobre el simplex que preserva
factibilidad y normalizacion [23]. Del mismo modo, se conservan la representacion
por vectores de pesos, la evaluacion de los tres objetivos y la politica elitista de
reemplazo. Esta decision permite atribuir cualquier diferencia observada al nuevo



Algoritmo 1 Esquema de PBEvoGen.

Entrada Generaciones T', poblacién P, operadores Tsimplex ¥ Msimplex, referencia R
Salida Frente aproximado PF

1: P + generate_random_population(P)

2: E + evaluate_population(P)

3: fort=1,...,T—1do
g_dom + compute_g_dominance(FE, R)
ranks < rank_population(E, g dom)
selected <+ select_population(P, ranks)
of fspring < crossover(selected, Tsimpiea)
of fspring < mutate(of fspring, msimples)
9: P + replace_population(P,of fspring)
10: E + evaluate_population(P)
11: PF <+ get_pareto_front(F)
12: return PF

mecanismo de seleccién, y no a cambios colaterales en el resto de la arquitectura
evolutiva.

El flujo completo del método se resume en el Alg. 1. Frente a MO-GENECI,
la tinica modificacion funcional se concentra en el calculo de g-dominance, en el
ranking no dominado y en la seleccion guiada por preferencias; el resto del ciclo
evolutivo permanece inalterado.

4. Diseno experimental

La evaluacion se realizé sobre 43 redes con tamanos de hasta 370 genes. El banco
incluye 15 instancias de DREAMS3 [21], 10 de DREAMA4 [16], 12 redes sintéticas
generadas con SysGenSIM [20], 2 instancias de IRMA [3] y 4 redes reales de
TFLink [13], para las que se volvié a simular la expresion con SysGenSIM. Este
conjunto constituye un subconjunto del banco empleado en trabajos previos de
consenso evolutivo [23,24] y aporta diversidad en tamaiio, topologia y condi-
ciones experimentales. En conjunto, mezcla redes simuladas y reales, distintas
familias topoldgicas y varios escenarios de perturbacion, lo que reduce el riesgo
de extraer conclusiones ligadas a un tnico dominio.

El protocolo principal sigui6é cuatro fases, resumidas en la Fig. 2, y mantuvo
los mismos parametros ya justificados para MO-GENECI [23]. Primero, ejecu-
tamos MO-GENECI 15 veces por instancia para obtener un frente de referencia.
Después, filtramos ese frente por no dominancia y lo validamos con AUROC y
AUPR frente a la red gold standard. En esta segunda fase, la eleccién del punto
de referencia por parte del experto se aproximé tomando regiones del espacio
objetivo cercanas a soluciones con alta precision externa. Para ello, y por sepa-
rado para AUPR y AUROC, definimos seis puntos por instancia a partir de las
coordenadas méximas de las 5, 10 y 20 mejores soluciones del frente filtrado.
Finalmente, ejecutamos PBEvoGen 15 veces por cada punto y, tras volver a fil-
trar y validar los frentes obtenidos, comparamos todas las configuraciones. Esta



(c) Ejecuciones guiadas. (d) Validacion final.

Figura 2. Fases del protocolo experimental: construccion del frente base, definicion de
referencias, ejecuciones guiadas y comparacion final.

construccién permite comprobar si orientar la busqueda hacia regiones asocia-
das a una métrica concreta se traduce también en mejoras observables de dicha
métrica.

Sobre ese protocolo principal, afiadimos una quinta fase especifica para es-
tudiar el rendimiento en redes grandes. La comparaciéon estadistica de la cuarta
fase se llevo a cabo con ranking medio de Friedman y correccion de Holm 6, §],
tomando como control la configuracién con mejor rango en cada métrica. El foco
de la comparacion se situé en MO-GENECI porque ese método ya habia supe-
rado previamente un amplio conjunto de técnicas de inferencia individuales [23];
por tanto, mejorar sobre dicho baseline proporciona una referencia fuerte y evi-
ta repetir comparaciones redundantes. Ademas, PBEvoGen optimiza el consenso
entre técnicas ya existentes y no actia como un método de reconstrucciéon desde
cero, de modo que la comparacién metodoldégicamente pertinente es con MO-
GENECI bajo las mismas condiciones experimentales. Una vez identificadas las
mejores configuraciones, se realizaron 5 ejecuciones adicionales por configuracion
en redes grandes (> 100 genes) para estimar el ahorro computacional potencial.
En esta quinta fase se midio, generacion a generacion, qué porcentaje del frente
original restringido por el punto de referencia quedaba dominado por la pobla-



Cuadro 1. Ranking medio de Friedman y valores p ajustados con Holm (a = 0.05).

Configuracion Rank p Holm

AUPR
PBEvoGen AUPR-10 2.0465 -
PBEvoGen AUPR-5 2.3023  0.3582
PBEvoGen AUPR-20 2.7442  0.0244
MO-GENECI 2.9070  0.0060

AUROC
PBEvoGen AUROC-10 2.2791 -
PBEvoGen AUROC-20 2.3372  1.0080
PBEvoGen AUROC-5  2.4651  1.0080
MO-GENECI 2.9186  0.0649

cion actual de PBEvoGen. Este indicador permite estimar en qué momento la
ejecucion podria detenerse manteniendo un nivel de optimizaciéon comparable al
del método base. Las multiples ejecuciones se emplearon exclusivamente para
garantizar robustez estadistica; en un escenario de uso real, el algoritmo esta
pensado para ejecutarse una sola vez con el punto fijado por el experto.

5. Resultados y discusion

5.1. Mejora en calidad de las soluciones

La Tabla 1 resume el comportamiento de las distintas configuraciones. En ambas
métricas, la version original MO-GENECI ocupa la tltima posicién, mientras
que las configuraciones guiadas por preferencias dominan el ranking. En AUPR,
la mejora es ademas estadisticamente significativa frente al método base; en
AUROC, la diferencia queda muy proxima al umbral habitual de 0.05.

El mejor comportamiento corresponde en los dos casos a la configuracion
construida a partir de las 10 mejores soluciones del frente de referencia. Es-
to sugiere que un punto demasiado cercano restringe en exceso la exploracion,
mientras que uno demasiado alejado diluye la regiéon verdaderamente interesan-
te. En términos globales, PBEvoGen mejora a MO-GENECI en un 1.2 % para
AUROC y en un 4.3 % para AUPR, reforzando la idea de que la articulacion de
preferencias permite sesgar la busqueda hacia regiones de mayor valor biologico
sin deteriorar el resto de compromisos del frente.

5.2. Mejora espacial

La mejora en calidad debe ir acompanada de una reorganizacién coherente del
espacio objetivo. La Figura 3 muestra tres casos representativos donde se compa-
ran las poblaciones no dominadas de MO-GENECI y de las dos configuraciones
ganadoras de PBEvoGen, una guiada por AUPR y otra por AUROC. En las tres



redes puede observarse que el gradiente de color del frente original ya sugiere
una relaciéon entre localizacion y precision, lo que hace interpretable la definiciéon
de regiones de preferencia por parte del experto.
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Figura 3. Representacion de las tres poblaciones més relevantes del estudio: el frente no
dominado de MO-GENECI y las dos configuraciones ganadoras de PBEvoGen, guiadas
respectivamente por referencias obtenidas desde AUPR y AUROC. La figura permite
observar la correlacién entre posiciéon en el espacio objetivo, concentraciéon alrededor
del punto de referencia y calidad de las soluciones.

Las soluciones guiadas por un punto de referencia respetan las fronteras im-
puestas por sus coordenadas y, ademés, aparecen mas concentradas en torno a
regiones densas y coherentes del espacio objetivo. Esta reduccion de la dispersion
evidencia el papel director del mecanismo basado en preferencias. Asimismo, las
configuraciones guiadas por AUPR y AUROC ocupan regiones proximas pero



diferenciadas, lo que indica que la articulacion de preferencias puede adaptarse
a metas expertas distintas sin perder diversidad poblacional.

El caso de Saccharomyces cerevisiae resulta especialmente ilustrativo porque,
al tratarse de la red mas grande del banco, incorpora también diagramas de violin
para AUROC y AUPR. La menor variabilidad observada en esas distribuciones
refuerza la idea de que PBEvoGen no sélo aproxima la poblacion al punto de
referencia en sentido geométrico, sino que también la conduce hacia soluciones
més robustas y consistentes.

5.3. Mejora de rendimiento

Una vez comprobada la mejora en calidad y en organizacion espacial, queda por
determinar si el guiado por preferencias también reduce el esfuerzo de busqueda.
Este aspecto es especialmente relevante en redes grandes, donde el trabajo pre-
vio sobre MO-GENECI reporta tiempos de ejecucion cercanos a varios dias [23].
La Figura 4 muestra la evolucion del porcentaje de soluciones del frente origi-
nal, recortado por el punto de referencia, que pasan a estar dominadas por la
poblaciéon actual de PBEvoGen.
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Figura 4. Mediana de 5 ejecuciones independientes del porcentaje de soluciones del
frente original dominadas en cada generacion para redes grandes (> 100 nodos), usando
las configuraciones ganadoras para cada métrica.

La figura muestra que, en ambos casos, para mas de la mitad de las redes
analizadas la poblacion de PBEvoGen domina casi por completo el frente original
alrededor del punto medio de la ejecucion. Dado que PBEvoGen y MO-GENECI
comparten representacion, evaluacién y operadores de variacion, esta ventaja no
se explica por un menor coste por generacién, sino por una exploracién me-
jor focalizada. En consecuencia, es razonable alcanzar niveles comparables de
optimizaciéon con aproximadamente la mitad de evaluaciones en las redes mas
costosas.

El incremento abrupto y casi simultaneo de muchas curvas sugiere, ademés,
que la busqueda no se limita a progresar lentamente por subregiones aisladas.



Mas bien, el algoritmo mantiene una exploracién relativamente homogénea den-
tro de la regién preferente y avanza de forma coordinada hacia soluciones que
dominan el frente de referencia restringido. Esto convierte la informacion exper-
ta en una fuente directa de ahorro computacional, y no sb6lo en un mecanismo
para mejorar la calidad final del frente.

6. Conclusiones

Hemos adaptado el paradigma de consenso multiobjetivo para incorporar pre-
ferencias explicitas durante la seleccion evolutiva. PBEvoGen conserva la arqui-
tectura y los operadores de MO-GENECI, pero utiliza g-dominance para que
un experto pueda guiar la bisqueda hacia regiones con mayor significado bio-
l6gico. De este modo, el conocimiento experto deja de intervenir tnicamente
en la seleccion final de soluciones y pasa a formar parte del propio proceso de
optimizacion.

La validacion sobre 43 redes muestra que esta intervencién mejora la precision
de las soluciones y, al mismo tiempo, acelera la convergencia en redes grandes.
Los resultados indican que las soluciones obtenidas no sélo se desplazan hacia
las coordenadas del punto de referencia, sino que también heredan su relevancia
biolégica y su calidad asociada. Esto refuerza la utilidad del enfoque en escenarios
reales, donde el experto puede identificar rasgos esperados de la red y usarlos
para orientar la inferencia hacia topologias més plausibles.

Ademas, el guiado por preferencias transforma una reduccion del espacio ex-
plorado en una explotacién més eficaz de la region de interés. En redes de mayor
tamano, esta propiedad permite alcanzar niveles de optimizaciéon comparables
a los de MO-GENECI con menos evaluaciones, lo que resulta especialmente
relevante cuando los tiempos de ejecucion se acercan a varios dias. Como tra-
bajo futuro, resulta natural explorar puntos de referencia dinamicos, incorporar
nuevas técnicas de inferencia (incluidas aproximaciones profundas e hibridas) y
desarrollar asistentes autométicos que recomienden regiones de interés a partir
de ejecuciones previas.
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