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Resumen. Este proyecto de tesis doctoral, iniciada el 18 de noviem-
bre de 2024 y con fecha de defensa prevista para noviembre de 2028,
aborda los desafios criticos de sostenibilidad, privacidad, seguridad y re-
utilizacion que plantea la expansion masiva de los modelos de Inteligencia
Artificial (IA) contemporaneos. A pesar de los avances en el aprendizaje
de representaciones, las soluciones actuales dependen de arquitecturas
masivas con altos costes energéticos, en general su explicabilidad es baja
y muestran un progreso desigual entre modalidades de datos, relegando
a los formatos tabulares o de audio a un segundo plano frente a vision
por computador. Para superar estas barreras, la hipotesis es que es posi-
ble aprender representaciones alternativas de los datos en bruto que ha-
biliten el procesamiento mediante modelos significativamente mas sen-
cillos que promuevan la sostenibilidad, protejan la privacidad al volver
ilegible la informacién latente y faciliten la explicabilidad a través de
espacios desentrelazados. Estando actualmente el proyecto de tesis en el
tercer trimestre del segundo ano de desarrollo, se ha completado el primer
hito de revision teérica mediante la propuesta de teorias unificadas. Asi
mismo, se encuentra en ejecuciéon la transferencia préctica a entornos
reales a través de soluciones aplicadas con éxito a la ciberseguridad y
a la conservacion ecolégica con publicaciones cientificas en congresos y
revistas de relevancia.

1 Resumen

1.1 Introduccién y contexto

La expansion del Aprendizaje Automético (Machine Learning, ML) plantea de-
safios criticos. En entornos interconectados, garantizar la seguridad en el acceso a
los datos es complejo [11], mientras que su almacenamiento externo compromete
la privacidad [13]. Asimismo, el alto consumo energético, material e hidrico de
los grandes modelos de vision y lenguaje exige definir procesos més sostenibles y
accesibles [5,22]. Por tltimo, emulando la reutilizaciéon de software [12], resulta
clave desarrollar mecanismos para reutilizar datos y modelos preentrenados.



El aprendizaje de representaciones extrae automaticamente caracteristicas
optimas de datos en bruto [2]. Al eliminar ruido y redundancias, reduce la di-
mensionalidad, permitiendo usar modelos més pequenos, eficientes y sostenibles
[15]. Ademas, el enfoque auto-supervisado mitiga la escasez de datos etiquetados,
mientras que la proyeccion de la informacion en un espacio abstracto e ilegible
para humanos favorece la privacidad.

En los ultimos anos han surgido numerosas propuestas basadas en Self-
Supervised Learning (SSL) [6,21] para el aprendizaje de representaciones. Entre
ellas destacan las siguientes:

— Aprendizaje contrastivo [8,10]. Esta familia de métodos crea representa-
ciones de datos en los que instancias similares estén situadas cerca en el es-
pacio latente, a la vez que se fuerza a que instancias diferentes se sitten lejos
entre ellas. Al proponer este objetivo durante el entrenamiento, se fuerza
a que el modelos sea capaz de aprender a estructurar el espacio latente de
forma organizada y estructurada.

— Prediccion de transformaciones [14]. Consiste en entrenar un modelo in-
teligente capaz de predecir qué modificacion se ha aplicado sobre los datos.
Este objetivo de entrenamiento favorece la creacién de representaciones ro-
bustas e invariantes a modificaciones sobre los datos originales.

— Aprendizaje de representaciones basadas en reconstruccion [4,9].
El modelo se entrena para generar o reconstruir de forma explicita las partes
ocultas de una entrada que ha sido parcialmente enmascarada. Para lograrlo,
la arquitectura de la red obliga a comprimir la informacién en una repre-
sentacion latente que debe retener los detalles suficientes como para recrear
fielmente los datos originales en su espacio de entrada, por ejemplo, pixeles
o texto.

— Aprendizaje de representaciones predictivo [1]. A diferencia de los
meétodos de reconstruccion, este enfoque plantea un objetivo donde el modelo
debe predecir tinicamente la representacion latente de la parte enmascarada,
no sus datos crudos. Al operar exclusivamente en el espacio de caracteristicas
abstractas, el modelo evita gastar capacidad en predecir detalles irrelevantes
o ruido de alta frecuencia, centrandose en la estructura semantica.

— Aprendizaje de representaciones con modelos generativos [7]. Esta
familia de métodos, gracias al entrenamiento con un objetivo generativo
para modelar la distribucién completa de los datos, aprenden en el camino
representaciones latente semanticas.

1.2 Hipotesis y objetivos

A pesar de los avances en el aprendizaje de representaciones, persisten tres lim-
itaciones criticas: la falta de explicabilidad (las representaciones no son compren-
sibles para el ser humano), la insostenibilidad (los extractores de caracteristicas
consumen tantos recursos computacionales como los grandes modelos supervisa-
dos) y la brecha multimodal (datos como tablas o audio no han avanzado al
ritmo de la vision por computador).



La hipotesis de este proyecto es que es posible aprender representaciones
alternativas continuas, completas y compactas que simplifiquen los datos de en-
trada sin perder informacion relevante. Estas representaciones no solo reduciran
la dimensionalidad, sino que optimizaran la sostenibilidad (al permitir el uso de
modelos finales méas sencillos), la privacidad (al hacer los datos ilegibles para
humanos) y la explicabilidad mediante representaciones desentrelazadas [24].

Siguiendo esta hipotesis, la finalidad de la tesis doctoral es contribuir al
avance en el campo del aprendizaje de representaciones, proponiendo algorit-
mos que aborden las necesidades destacadas a lo largo de esta seccion. Entre
ellas destaca el crear representaciones simplificadas de los datos en bruto para
favorecer el entrenamiento de modelos ML y mejorar la calidad de los datos en
multiples modalidades, mejorar la privacidad, seguridad y confiabilidad de los
modelos y datos con los que se entrenan, mejorar la sostenibilidad de los modelos
tanto durante el entrenamiento como en su uso posterior, y desarrollar modelos
explicables cuya salida pueda ser entendida por un humano.

Para alcanzar este objetivo, se plantean los siguientes objetivos especificos:

— Objetivo 1 (O1 - seis trimestres). Revision del estado del arte. Investi-
gacion sobre las arquitecturas y métodos usados en el campo del aprendizaje
de representaciones. Se analizardn tanto propuestas no supervisadas o auto-
supervisadas, que no requieren el uso de etiquetas para obtener la repre-
sentacion de los datos, como métodos supervisados o semi-supervisados, que
s{ las necesitan.

— Objetivo 2 (O2 - seis trimestres). Adaptacion de técnicas de aprendizaje
de representaciones a la resolucién de problemas de diferente tipologia y
modalidad de datos, como imégenes, texto, audio o formato tabular. Permi-
tird la evaluaciéon de métodos de aprendizaje de representaciones en base a
la utilidad de la representacién en tareas posteriores.

— Objetivo 3 (O3 - cuatro trimestres). Evaluacion de métodos de apren-
dizaje de representaciones en el campo de la explicabilidad, sostenibilidad y
confiabilidad. Se analizaran los puntos débiles de los diferentes métodos y
facilitara la deteccion de posibles campos a mejorar.

— Objetivo 4 (04 - seis trimestres). Disefio de técnicas de aprendizaje
de representaciones. El dltimo objetivo que se plantea para el proyecto es el
desarrollo de nuevas propuestas avanzadas para el aprendizaje de representa-
ciones. Estas podran ser propuestas de mejora sobre técnicas especificas o
hibridaciones que combinen las ventajas de cada una. El resultado serd un
avance en el estado del arte que se traduzca en un incremento de la cali-
dad de la representaciéon o en mejoras de la explicabilidad, sostenibilidad o
privacidad de los modelos.

1.3 Originalidad de la tesis

La aportaciéon principal de este proyecto de tesis doctoral radica en avanzar el
estado del arte en el campo del aprendizaje de representaciones, de forma que los
métodos propuestos no solo incrementen la precision, sino que también favorezca



una mejora en campos como la sostenibilidad, privacidad o explicabilidad. A pe-
sar de los grandes avances en los dltimos anos, la mejora en el rendimiento ha
estado directamente ligada a modelos cada vez més grandes que son capaces de
procesar ingentes cantidades de datos no etiquetados. Sin embargo esta mejora
de rendimiento no ha estado acompanada de una mejora en la explicabilidad
(modelos més grandes suelen suponer un empeoramiento de la explicabilidad),
ni la sostenibilidad de los modelos (modelos méas grandes requieren mayor ca-
pacidad de computo). Ademas, los avances més significativos se han producido
en el campo de la vision por computador y procesamiento del lenguaje natural,
dejando a un lado, por ejemplo, la modalidad de datos tabulares.

Con esta tesis doctoral se pretende abarcar dichas necesidades. Aplicaciones
de modelos para aprendizaje de representaciones en datos tabulares, creacién de
paquetes que abarquen diferentes modalidades o estudios sobre la explicabilidad
y sostenibilidad de dichos métodos permitiran centrarnos no solo en una mejora
del rendimiento de los modelos, sino también en avances en otros campos menos
cubiertos por la comunidad cientifica.

2 Metodologia y plan de trabajo

En esta seccion se presenta la metodologia y el plan de trabajo a seguir durante
el desarrollo del proyecto de tesis.

2.1 Metodologia

La metodologia seguida para el anélisis de fuentes documentales se realizara me-
diante una busqueda exhaustiva de literatura cientifica y articulos académicos
sobre métodos empleados en la actualidad para el aprendizaje de representa-
ciones. Para ello, se haran busquedas en bases de datos bien conocidas, como
Google Scholar, Semantic Scholar, Web of Science o Scopus, entre otras. Ademés,
se revisaran conferencias anuales relevantes sobre el ambito de estudio, como
International Conference on Learning Representations (ICLR) o International
Conference on Machine Learning (ICML). Como toda investigacion cientifica,
en esta tesis se seguira el método cientifico habitual:

1. Observacién. Analisis de la literatura cientifica actual a partir de la cual
surgen problemas o inconvenientes que abordar.

2. Formulaciéon de la hipotesis de partida, que involucre el desarrollo de
nuevos métodos.

3. Experimentacion. Prueba y cuestionamiento de la hipotesis para evaluar
las propuestas en comparaciéon con los métodos actuales.

4. Reformulacion de la hipétesis, si procede, modificando si es necesario
los algoritmos en funcion de las pruebas completadas.

El proyecto de tesis doctoral se llevard a cabo dentro del grupo de inves-
tigacion TIC-207 Sistemas Inteligentes y Mineria de Datos (SIMIDAT). Este



grupo cuenta con una larga experiencia en el campo de la investigacion, avalada
con multitud de publicaciones en revistas de alto impacto. Ademas, cuenta con
prestaciones y equipos de servidores que permitiran llevar a cabo las tareas que
se plantean en el plan de trabajo.

2.2 Plan de trabajo

El plan de trabajo que se seguird esta organizado en tres niveles. El primero
son los hitos, que marcan un momento destacable del periodo de tesis al haber
alcanzado uno o varios objetivos concretos. El segundo nivel son los objetivos. El
tercer nivel son las tareas que se necesitan completar para alcanzar los objetivos
propuestos. En la figura 1 se presenta un diagrama de Gannt que recoge una
temporizaciéon aproximada del proyecto de tesis. A lo largo de la seccion se
analizara el diagrama, indicando los objetivos y tareas en base a cada hito.

T1A1 T2A1 T3Al1 T4A1 T1A2 T2A2 T3A2 T4A2 T1A3 T2A3 T3A3 T4A3 T1A4 T2A4 T3A4 T4A4

To1

T02

T03

T04

TO5

T06

T07

T08

H1 H2 H3 H4
Valor “T” indica trimestre, “A” afio y “H” hito.

Fig. 1. Plan de trabajo propuesto para la tesis doctoral. El eje X es el eje temporal.
Comienza en noviembre de 2024 (T1A1) y finaliza en noviembre de 2028 (T4A4). El eje
Y representa las tareas en las que se divide el proyecto. Para cada fila, el color indica
la duracion y planificacion temporal de cada tarea. Cada color representa un objetivo
diferente. Se marcan también los hitos de la tesis como lineas verticales de color rojo.

Hito 1. Revision bibliografica. Este hito coincide con el objetivo O1 Revision
del estado del arte. Al alcanzar este hito, durante el segundo trimestre del se-
gundo ano, el doctorando habra demostrado tener unos conocimientos amplios y
extensos sobre el aprendizaje de representaciones. Conoce un amplio abanico de
técnicas para aprender representaciones y las ventajas e inconvenientes asociadas
a cada una de ellas.

Este hito estd también asociado con la tarea T03 Revision bibliogrdifica del
estado del arte. Dicha tarea finaliza con la redaccién de un informe técnico en el



que se estudien las técnicas exploradas para el aprendizaje de representaciones
de datos en bruto y sus aplicaciones.

Es destacable que, si bien el hito se alcanza durante el segundo trimestre
del segundo ano, la literatura cientifica se actualiza constantemente con nuevas
propuestas y aplicaciones. Por tanto, la tarea de revision del estado del arte se
mantendra activa durante todo el proyecto.

Hito 2. Creacion de paquetes software para aprendizaje de representa-
ciones. Este hito esta directamente asociado con el objetivo O2 Adaptacion de
técnicas de aprendizaje de representaciones. Con este hito, el doctorando demues-
tra que no solo conoce a nivel tedrico las diferentes metodologias para aprendizaje
de representaciones estudiadas en el objetivo O1, sino que también es capaz de
aplicarlas a problemas reales para mejorar la calidad de los datos.

El objetivo O2 abarca dos tareas. Por un lado, la tarea T04 Adaptacion
de métodos de aprendizaje de representaciones consiste en el analisis, imple-
mentacion y aplicacion de diferentes metodologias para aprendizaje de repre-
sentaciones en problemas reales. Se completa con la creacién de un informe
técnico en el que se detalle la implementaciéon y aplicacién practica de uno o
varios métodos de aprendizaje de representaciones en un problema concreto. Se
analizaran en profundidad los beneficios de utilizar una buena representacion de
los datos para resolver un problema concreto frente a no utilizar estas técnicas.
Por otro lado, la tarea T05 Creacion de paquetes software para aprendizaje de
representaciones busca el desarrollo de uno o méas paquetes software que agrupen
las principales técnicas de aprendizaje de representaciones. Dicha tarea facilita
la transferencia del conocimiento adquirido durante la tesis doctoral a otros in-
vestigadores y usuarios. Finaliza con la creacién y publicacién de un paquete
software bajo licencia abierta para su uso por parte de la comunidad cientifica,
asi como la publicacion de la documentacion asociada.

Hito 3. Analisis de la explicabilidad, sostenibilidad y confiabilidad de
modelos para el aprendizaje de representaciones. Este hito demuestra
que el doctorando ha obtenido unos conocimientos amplios sobre como el apren-
dizaje de representaciones puede potenciar la explicabilidad, sostenibilidad, con-
fiabilidad y privacidad de modelos inteligentes. Comprende también el estudio
de técnicas con ese objetivo, como son Mixture of Experts, Model Distillation o
Disentangled Representation Learning, entre otras.

El tercer hito corresponde al objetivo O3 Fvaluacion de métodos de apren-
dizage de representaciones en el campo de la explicabilidad, sostenibilidad y con-
fiabilidad, asociado de igual manera con la tarea T06, con el mismo nombre.
Consiste en el analisis y evaluacion de las familias de métodos de aprendizaje de
representaciones, como contrastivo, basado en reconstrucciéon o basado en gen-
eracion, en términos de explicabilidad (entender qué significa la representacion),
sostenibilidad (evaluar el coste ambiental y de recursos al entrenar o usar el mod-
elo) y confiabilidad (robustez, seguridad y consistencia de la representacion). La
tarea finaliza con la redaccién y publicacién de un informe técnico



Hito 4. Propuesta algoritmica novedosa para el aprendizaje de rep-
resentaciones. Este hito se corresponde con el planteamiento tedrico e im-
plementaciéon de una nueva propuesta para el aprendizaje de representaciones.
Estaré orientada a la mejora de la calidad de representacién y usabilidad para
tareas posteriores y/o para potenciar la sostenibilidad, explicabilidad o confia-
bilidad de los modelos. Esta asociado con el objetivo O4 y tarea TO7 Propuestas
para el aprendizaje de representaciones, que consiste en el desarrollo de prop-
uestas para el aprendizaje de representaciones en datos en bruto. Se analizaran
y evaluardn mejoras en diversos campos para aprendizaje de representaciones,
como contrastive learning y métodos similares que no usan ejemplos negativos,
autoencoders y otros modelos basados en reconstruccion de instancias, enfoques
generativos o hibridaciones que combinen los puntos positivos de varios enfoques.
Incluye la evaluacién de la propuesta en términos de explicabilidad, sostenibili-
dad y confiabilidad.

Se completa con la creacion de un informe técnico en el que se detalle la nueva
propuesta, especificando como avanza el estado del arte con esta propuesta y
destacando los beneficios con respecto a otras propuestas.

Tareas transversales. Ademaés de las tareas descritas en los apartados ante-
riores, se han planteado otras tres tareas que, si bien no estdn asociadas con
ningin objetivo o hito concreto, son vitales para la realizaciéon del proyecto de
tesis doctoral.

La primera de ellas es la tarea T01 Control y seguimiento del proyecto de
tesis. Consiste en la redaccién de informes de control y seguimiento, como el
plan de investigacion o el documento de actividades de la plataforma RAPI, de
la Universidad de Jaén.

La segunda es la tarea TO02 Asistencia a cursos y talleres de formacion.
Se centra en la formaciéon del doctorando mediante diferentes actividades rela-
cionadas con el doctorado, como el Curso de Competencias Transversales de los
Doctorados o cualquier otro curso, ya sea obligatorio o no.

La ultima de ellas es la tarea T08 Difusion de resultados. Se basa en la par-
ticipacién y organizacion de actividades de divulgacion cientifica relacionadas
directamente con el d&mbito de trabajo del doctorando. Estas actividades en-
globan la divulgacién del trabajo y resultados tanto en foros cientificos como
abiertos a la sociedad general: seminarios, cursos, congresos o conferencias im-
partidas por el doctorando. Culmina con la defensa y publicacion de la tesis
doctoral.

3 Resultados y relevancia

En esta seccién se analizaran dos campos fundamentales dentro del proyecto de
tesis doctoral. Por un lado, se analizaran los resultados alcanzados hasta este
momento, que abarca el primer afio y medio de la tesis doctoral. Seguidamente,
se analizara la relevancia de dichos resultados, haciendo hincapié en como los
proyectos completados enmarcados dentro de la tesis no solo tienen un impacto



cientifico notable, sino que también tienen grandes posibilidades de aplicacion o
transferencia a la sociedad.

3.1 Resultados

En el momento de entrega de este documento (junio de 2026), el proyecto de
tesis se encuentra en el tercer trimestre del segundo ano. Segin se analiz6 en el
cronograma 1, se deberia haber alcanzado el hito H1 y estar en pleno desarrollo
con el objetivo O2. A continuacion se enumeraran las publicaciones relacionadas
con cada uno de estos dos objetivos, incluyendo una breve descripcion de las
mismos.

3.2 Articulos relacionados con el hito H1

El primer articulo publicado en relacién a este hito es A didactic overview
of Transformer applications: model variations and user guidelines [3],
publicado en la revista Logic Journal of the IGPL. La motivacion de este articulo
era que, aunque los Transformers [23] se disenaron originalmente para texto, en
los ultimos anos han surgido nuevas arquitecturas capaces de procesar datos de
diferentes modalidades y era dificil detectar y entender las diferencias entre esas
nuevas propuestas y la arquitectura original de Transformer. Con este articulo
buscamos analizar las principales aplicaciones de los Transformers para difer-
entes tipos de modalidades y proporcionar una guia de uso y desarrollo de los
mismos.

El segundo articulo lleva por titulo The Eyes of GPAI: View Alignment
Self-Supervised Learning in the Context of General Purpose Artificial
Intelligence [17], presentado en el congreso IEEE Conference on Artificial In-
telligence. El objetivo principal del trabajo era hacer una revision del estado del
arte de una familia de técnicas dentro del campo del aprendizaje de representa-
ciones: View alignment methodologies. Ademés, buscamos definir la relacion di-
recta que existe entre estos mecanismos y el concepto General Purpose Artificial
Intelligence (GPAI). Finalmente, analizamos las limitaciones de dichos méto-
dos y planteamos cémo la hibridacién entre diferentes paradigmas podria ser el
camino hacia GPAI

El tercer y ultimo articulo es Representation Learning: A Unified Frame-
work of Paradigms, Modalities and Contemporary Dimensions [16].
Durante el trabajo de revision se detectdé que muchos de los surveys existentes
que abarcaban la tematica del aprendizaje de representaciones se centraban en
técnicas o modalidades de datos concretas. Con este articulo buscamos examinar
avances recientes en este campo, categorizando las propuestas en una taxonomia
que sea agnostica de la modalidad de datos. Ademés discutimos diferentes as-
pectos clave dentro de la tesis, como la sostenibilidad, explicabilidad y seguridad
de los modelos.



3.3 Articulos relacionados con el hito H2

El primer articulo enmarcado dentro de este hito se titula MORENA: Empty
images detection based on unsupervised reconstruction error analysis
[20]. Con este trabajo buscamos aprovechar el aprendizaje de representaciones
innato de los autoencoders al procesamiento de imagenes de fototrampeo y detec-
cion de imagenes vacias. Al entrenarse de forma completamente no supervisada,
no necesitamos iméagenes etiquetadas, reduciendo considerablemente el esfuerzo
y trabajo previo de etiquetado al entrenamiento del modelo.

El segundo articulo tiene como titulo Weakly supervised discarding of
photo-trapping empty images based on autoencoders [19]. Este articulo
supone una ampliaciéon del trabajo anterior en la que proponemos un método
débilmente supervisado para la detecciéon de imégenes vacias. A diferencia del an-
terior, el uso de una pequena cantidad de imagenes etiquetadas permite superar
el rendimiento de propuestas completamente supervisadas.

Hasta este momento, el iltimo trabajo de aplicaciéon de técnicas de apren-
dizaje de representaciones ha sido A Study on Self-Supervised Learning
Objectives for Intrusion Detection [18]. En este caso, se aplicaron difer-
entes técnicas de aprendizaje de representaciones para mejorar el rendimiento
de modelos para la deteccion de intrusiones. Se demostrd como, en un entorno con
muy pocos datos etiquetados, las redes neuronales se benefician en gran medida
de un preentrenamiento de aprendizaje contrastivo, mejorando su rendimiento
con respecto a un entrenamiento clasico con la totalidad de datos etiquetados.

3.4 Relevancia

Hasta el momento de la redaccion de este documento, las aportaciones de este
proyecto de tesis doctoral se organizan en dos vertientes. Por un lado, una con-
tribucién a nivel cientifico al estado del arte en IA y aprendizaje de representa-
ciones. Por otro lado, un impacto directo en la resolucién de problemas criticos
en la sociedad actual, como la conservaciéon medioambiental y la ciberseguridad.

Relevancia cientifica. A nivel cientifico, este proyecto de tesis aborda uno
de los desafios mas complejos del aprendizaje automatico: la obtencién de rep-
resentaciones representaciones tutiles de los datos y la excesiva dependencia de
datos etiquetados para la resolucién de problemas. La relevancia cientifica viene
principalmente de la mano de los articulos que pertenecen al objetivo O1, rela-
cionado con el estado del arte. Concretamente, se pueden destacar las contribu-
ciones que se enumeran en los siguientes parrafos.

En primer lugar, frente a la tendencia de la literatura cientifica actual de
diferenciar las soluciones segtn el tipo de datos, nuestro trabajo [16] aporta un
marco unificado y agnostico de la modalidad y de la metodologia de la solucion.
Esto permite a la comunidad cientifica identificar analogias metodolégicas entre
el procesamiento de texto, imagen o datos tabulares, acelerando por tanto la
innovacién interdisciplinar.



Ademas, dicho articulo no se limita tnicamente al anéalisis del rendimiento
algoritmico, sino que también introduce criterios de sostenibilidad, con un gran
impacto actual con el auge de la llamada Green AI, explicabilidad y seguridad,
alineandose con las directrices internacionales para una IA confiable y respons-
able.

Por ultimo, con el articulo [17] formalizamos el papel de las metodologias
de view alignment en el contexto de la GPAI, proporcionando una hoja de ruta
tedrica para la hibridaciéon de paradigmas. Esto ayuda a superar las limitaciones
de modelos especialistas actuales para movernos hacia modelos que sean capaces
de entender el mundo, no solo hacer predicciones sobre él.

Transferencia de conocimiento y aplicaciéon en la sociedad. La relevan-
cia préactica de la tesis doctoral se consolida mediante la transferencia de modelos
abstractos a entornos reales, demostrando que el aprendizaje de representaciones
eficiente reduce drasticamente las barreras de adopcién de la IA en la sociedad.

Gracias a los articulos MORENA [20] y su extension débilmente supervisada
[19], se automatizo la criba de imagenes vacias en estudios de fauna silvestre. Esto
mitiga enormemente el cuello de botella que sufren las organizaciones medioam-
bientales, transformando el laborioso proceso de clasificaciéon o etiquetado de
imégenes manual en un proceso completamente automatizado. Al requerir nulo
o muy ligero trabajo de etiquetado, la solucion es directamente transferible a
instituciones con recursos limitados.

En el campo de la ciberseguridad, la aplicaciéon de aprendizaje por contraste a
la deteccién de intrusiones demuestra un beneficio social evidente: la proteccion
de redes e infraestructuras digitales. La metodologia permite desplegar mode-
los robustos incluso en escenarios con escasez de datos etiquetados, donde los
enfoques supervisados tradicionales sufren mas para obtener resultados compet-
itivos.

Finalmente, todos estos resultados demuestran que los enfoques no supervisa-
dos y débilmente supervisados pueden igualar o incluso superar a los modelos
completamente supervisados, reduciendo la necesidad de costosos trabajos de
etiquetado. Esto democratiza el acceso a herramientas de [A avanzada para cen-
tros de investigacion u organizaciones que no disponen de los presupuestos de
las grandes corporaciones tecnologicas.

Trabajo futuro. Una vez finalizados los proyectos y trabajos destacados pre-
sentados en esta seccidon, aun quedan lineas de investigacién abiertas para con-
tinuar avanzando en el plan de trabajo.

En relacién con el objetivo 02, se siguen planteando diferentes aplicaciones
que puedan suponer un descubrimiento en céomo el aprendizaje de representa-
ciones se puede aplicar con éxito en diferentes campos. Uno de ellos es el de la
medicina. Actualmente se estan desarrollando técnicas basadas en aprendizaje
contrastivo para la clasificacion de imégenes de ostomias segun si la herida esta
en buenas o malas condiciones, con diferente nivel de gravedad. De nuevo, la
aplicaciéon de estas técnicas en un campo tan critico como la medicina supone,



por un lado, un alivio en la carga de trabajo de los médicos y enfermeros, al
poder relegar parte de su trabajo en un sistema inteligente, y por otra parte
ofrece una herramienta de soporte a la decisiéon clinica capaz de identificar de
manera temprana la gravedad de las lesiones.

Otro trabajo actualmente en desarrollo es la creacién y publicacion de un
paquete software en el lenguaje de programaciéon R que agrupe diferentes méto-
dos de aprendizaje contrastivo para datos tabulares. Esta tarea responde a la
brecha identificada en la literatura actual en la que mientras que el aprendizaje
auto-supervisado ha madurado en campos como la visiébn por computador, la
modalidad de datos tabulares ha permanecido relegada a un segundo plano. Al
empaquetar e implementar estas técnicas bajo una licencia de cédigo abierto, se
persigue facilitar la transferencia del conocimiento adquirido en esta tesis hacia
otros investigadores. De este modo, favorecemos la democratizacion del acceso a
arquitecturas avanzadas en un marco estandarizado, reproducible y eficiente en
un lenguaje de programacion en el que estas técnicas no han sido implementadas
previamente.
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