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Resumen El analisis del riesgo de insolvencia en pequenas y medianas
empresas representa un desafio critico debido a la complejidad multi-
dimensional de los indicadores financieros y a la naturaleza temporal
del riesgo de quiebra. Los enfoques tradicionales, basados habitualmente
en la evaluacion aislada de variables financieras o en cortes univariantes,
pueden pasar por alto interacciones complejas entre distintos ratios. Este
estudio propone un enfoque hibrido aplicado a un conjunto histérico de
datos de méas de 100.000 pymes espafiolas durante el periodo 1999-2020.
En primer lugar, se aplico el algoritmo K-Means sobre ratios financieros
estandarizados, lo que permiti6é segmentar la muestra en dos arquetipos
financieros: «Resiliente» (67,7 %) y «Vulnerable» (32,3 %). Posteriormen-
te, el analisis de supervivencia mediante el estimador de Kaplan-Meier
y la prueba de Log-Rank confirmé la existencia de diferencias estadis-
ticamente significativas entre las trayectorias de insolvencia de ambos
grupos. Los resultados sugieren que la estratificacion basada en perfi-
les financieros multidimensionales ofrece una estratificacién con mayor
poder discriminante del riesgo de insolvencia respecto a los enfoques fi-
nancieros univariantes tradicionales.

Keywords: Anélisis de Supervivencia - Kaplan-Meier - K-Means - In-
solvencia - PYME - Log-Rank.

1. Introduccion

Las Pequenas y Medianas Empresas (PYMEs) constituyen la columna verte-
bral de la economia espafiola [16], y su alta vulnerabilidad a shocks econémicos



hace que la deteccion temprana de la insolvencia sea una prioridad [17]. El Anéa-
lisis de Supervivencia (Survival Analysis, SA) modela explicitamente el “tiempo
hasta el evento” y maneja la censura por la derecha [8,10], siendo los métodos no
paramétricos como Kaplan-Meier [12,9] fundamentales para estimar funciones
de supervivencia sin supuestos distribucionales restrictivos.

No obstante, la estratificacion univariante de empresas para comparar riesgos
ignora las correlaciones compensatorias entre multiples variables financieras [20].
Para superar esta limitacion, este trabajo propone un enfoque hibrido que integra
K-Means para descubrir “arquetipos financieros” multidimensionales a partir de
26 ratios financieros, y valida su poder discriminatorio mediante Kaplan-Meier
y la prueba de Log-Rank [14]. El objetivo es evaluar si esta estratificacion pro-
porciona una comprension mas robusta del riesgo de insolvencia en las PYMEs
espaniolas (1999-2020) frente al analisis univariante tradicional.

2. Revision de la Literatura

En las ciencias economicas y financieras, el Anélisis de Supervivencia (Sur-
vival Analysis, SA) se utiliza cada vez méas por su capacidad para modelar el
“tiempo hasta el evento” y manejar la censura por la derecha [8,10,4]. Dentro del
SA, los métodos no paramétricos como Kaplan-Meier [12,9] y la prueba de Log-
Rank [14] permiten estimar funciones de supervivencia y comparar trayectorias
entre grupos sin asumir supuestos distribucionales [7].

No obstante, la estratificacion univariante (e.g., dicotomizacion por la me-
diana de un tnico ratio) [13] ignora las correlaciones compensatorias entre mul-
tiples variables financieras [20]. Para superar esta brecha, este trabajo propone
un enfoque hibrido que integra K-Means para descubrir arquetipos financieros
multidimensionales y valida su poder discriminatorio mediante Kaplan-Meier
estratificado y la prueba de Log-Rank multivariante.

En el ambito financiero, diversas aplicaciones recientes han demostrado la
utilidad del SA para la prediccion de insolvencia. Dellana y West [6] emplearon
modelos de Cox para predecir la quiebra en cadenas de suministro, y combinaron
sus curvas de supervivencia con K-Means para priorizar el riesgo en tres nive-
les. Affes y Hentati-Kaffel [1] propusieron un enfoque hibrido K-Means-MARS
que mejoro la precision de clasificacion frente a modelos individuales en la pre-
diccion de quiebra bancaria. En el contexto de PYMEs, Borges y Carvalho [2]
compararon Cox con Random Survival Forests, encontrando que los modelos de
ensemble superan a Cox en predicciéon a corto plazo. Mena-Siles y Gemar [15]
aplicaron Kaplan-Meier y regresion cloglog a PYMEs espafiolas para identificar
predictores de supervivencia. No obstante, son escasos los trabajos que inte-
gran clustering multidimensional con SA no paramétrico para la segmentacion
de riesgo en cohortes amplias de PYMEs, como la analizada en este estudio.
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Figura 1: Variables financieras del conjunto de datos histéricos de PYMEs.

3. Materiales y Métodos

3.1. Fuente de datos y poblacién de estudio

La poblacion de estudio esta constituida por una cohorte histérica de pe-
quefias y medianas empresas (PYMEs) espaiflolas observadas durante el periodo
1999-2020, clasificadas conforme a la definicién de la Comisién Europea [3]. Los
datos fueron obtenidos del Registro Mercantil Espanol, base que proporciona
estados financieros estandarizados e informaciéon sobre el estatus legal de las
firmas.

La muestra analitica final incluye 117.052 empresas, cada una caracteri-
zada mediante 28 ratios financieros (liquidez, endeudamiento, rentabilidad, flujo
de caja operativo, entre otros) (Fig. 1). Esta amplia ventana temporal es de
particular interés, ya que captura multiples ciclos econémicos: la expansion pre-
via a 2008, la crisis financiera global, la recuperacién posterior y el inicio de la
pandemia por COVID-19.

3.2. Preprocesamiento de datos

El preprocesamiento se estructurd en dos fases: una fase base de limpieza y
construccion del dataset longitudinal, y una fase especifica de preparacion para
el clustering.

Fase base Los datos originales en formato counting-process se limpiaron elimi-
nando columnas con una tasa de valores faltantes superior al 50 %, incluyendo



dos ratios financieros (EBITDA /Deuda comercial y Estructura de la deuda por
origen), reduciendo el conjunto de variables financieras de 28 a 26. Se constru-
yo un indicador binario de insolvencia ¢; € {0,1} y se imputaron los valores
ausentes recurriendo primero a la media histérica de la empresa cuando esta
disponia de observaciones suficientes, y a la media del sector en caso contrario.
Para el tratamiento de outliers se aplico clipping basado en el rango intercuarti-
lico (IQR), una estrategia univariante adecuada para la limpieza inicial variable
por variable. Finalmente, se colapso el dataset a una tnica fila por empresa,
tomando la primera observacion cronolégica como referencia basal. El tiempo
hasta el evento se calculé como:

(1)

T — Stop, — min(Start;) si ocurre el evento
" | méx(Stop;) — min(Start;) si censurado

Fase especifica Sobre los 26 ratios resultantes tras la fase de limpieza (F'16—
F25, F27-F31, F33-F43), se aplico estandarizacion mediante z-score. Estas
variables capturan rotaciones, rentabilidad, estructura de deuda, solvencia y ca-
pacidad de generacion de recursos. Para manejar los valores atipicos en el espacio
multidimensional, se implement6 una estrategia de filtrado basada en la distancia
al centroide global: las 115.881 empresas méas proximas (percentil 99) se usaron
para entrenar el modelo, y las 1.171 excluidas se reasignaron al centroide mas
cercano, preservando la muestra total de 117.052 empresas. Este enfoque mul-
tivariante es preferible al clipping univariante en esta fase, ya que preserva la
estructura conjunta de los ratios.

3.3. Descubrimiento de arquetipos financieros (clustering)

Se empleo el algoritmo K-Means para identificar patrones latentes en el espa-
cio financiero multidimensional. El objetivo del algoritmo es minimizar la inercia
(suma de las distancias al cuadrado de las muestras a su centroide méas cercano).

Para determinar el nimero 6ptimo de clusters (K), se evalu6 el rango K €
[2,10] sobre una muestra aleatoria estratificada de 20.000 empresas, con el fin
de equilibrar la eficiencia computacional y la representatividad estadistica. Se
utilizaron dos métricas de validaciéon interna:

= Inercia (within-cluster sum of squares): para observar el punto de inflexion
(elbow method).
= Coeficiente de Silueta: que mide la cohesién intra-cluster y la separaciéon
inter-cluster, definido como:
b(i) — a(i)

N b)) —a(i) 9
) = e () 00 @)
donde a(i) es la distancia media a otros puntos del mismo cluster y b(i) la

distancia media al cluster vecino mas cercano.

La configuracioén final del modelo utilizo inicializacion k-means++, 10 inicia-
lizaciones independientes (n_ init=10) y un maximo de 300 iteraciones, con una
semilla fija (random_ state=42) para garantizar la reproducibilidad.



3.4. Analisis de supervivencia no paramétrico

Se adoptd un enfoque de tiempo-hasta-evento [8,10], donde el evento corres-
ponde a la declaraciéon legal de insolvencia. El tiempo de supervivencia T; se
definié como en la Ecuacion (1), y las observaciones censuradas se trataron co-
mo no informativas [11], supuesto razonable en este contexto dado que la censura
se debe principalmente al corte temporal de la ventana de observacion (1999-
2020) y no a causas relacionadas con el riesgo de insolvencia. Para estimar la
funcién de supervivencia Si(t) de cada arquetipo k, se empleo el estimador de

Kaplan-Meier [12,9,18]:
. d:
s =T (1-2) (3)
nj

t; <t

Los intervalos de confianza al 95 % se construyeron mediante la transformacion
log-log. Las diferencias entre curvas de supervivencia se evaluaron mediante la
prueba de Log-Rank multivariante [14,7].

3.5. Implementaciéon computacional y reproducibilidad

Los anélisis se implementaron en Python 3.11 utilizando pandas, numpy,
scikit-learn (KMeans y StandardScaler) y Lifelines [5] (KaplanMeierFitter y
multivariate_logrank_test) para el analisis de supervivencia. El script com-
pleto (archetype_clustering.py) estara disponible en un repositorio ® ptblico
tras la publicacion.

4. Resultados

4.1. Caracterizacion de la muestra y supervivencia global

El conjunto de datos analizado comprende informacion histérica de 117.052
PYMEs espanolas observadas durante el periodo 1999-2020. El tiempo de super-
vivencia T; se defini6 segin la Ecuacion (1), con el evento de interés correspon-
diente a la declaracion legal de insolvencia (concurso de acreedores) o disolucion
administrativa por dificultades financieras. De la muestra total, 47.752 empresas
(40,8 %) experimentaron el evento, mientras que 69.300 (59,2 %) fueron censu-
radas por la derecha.

La estimacion de la funcion de supervivencia global S(t), obtenida mediante
el estimador no paramétrico de Kaplan-Meier [12,9], revel6 una mediana de su-
pervivencia para la cohorte completa de 18, 0 afios (IC 95 %: [17, 8, 18, 2|). La
probabilidad de supervivencia a distintos horizontes temporales se resume en la
Tabla 1, con una probabilidad de permanencia en el mercado cercana al 48, 8 %
a los 20 anos.

® https://github.com/aavazquez-go/clustering _km for insolvency prediction
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Figura 2: Estimacion Kaplan-Meier de la funcién de supervivencia global para
PYME:s espaiiolas (1999-2020). La linea punteada roja indica el umbral de riesgo
S(t) =0,5.

Tabla 1: Probabilidades de supervivencia global estimadas mediante Kaplan-
Meier

Tiempo (anos) 1 3 5 10 15 20

S'(t) 0,9823 0,9385 0,8891 0,7542 0,6128 0,4876

4.2. Analisis estratificado univariante: linea base

Como referencia metodologica tradicional, se evalu6 la asociaciéon entre va-
riables predictoras individuales y el tiempo hasta la insolvencia. Las variables
financieras continuas (F'16-F43) fueron dicotomizadas utilizando la mediana
muestral como punto de corte.

Los resultados indicaron diferencias estadisticamente significativas (p < 0,05)
en la supervivencia para la mayoria de los ratios analizados. La Figura 3 mues-
tra las curvas estratificadas. La variable F24 (relacion de liquidez) presenté la
mayor capacidad discriminatoria: empresas con valores superiores a la mediana
alcanzaron una mediana de supervivencia no alcanzada frente a 16.0 afios para
el grupo inferior (log-rank p = 5,35 x 10719%). Este patron se replicé en ratios
de capacidad de devolucion de deuda (F25, F29) y solvencia patrimonial (F36,
F39).

Aunque este anélisis univariante proporciona una visiéon inicial atil, presenta
limitaciones inherentes: la dicotomizacién por mediana de un tnico ratio igno-
ra las correlaciones y compensaciones entre variables financieras, lo que puede
conducir a clasificaciones erroneas del riesgo empresarial.

4.3. Determinacion del naimero 6ptimo de arquetipos financieros

Para superar las limitaciones de la estratificacién univariante, se aplico el
algoritmo K-Means sobre el espacio multidimensional de 26 variables financieras
estandarizadas (F16-F25, F27-F31, F33-F43), tras filtrar temporalmente el
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Figura 3: Curvas de supervivencia de Kaplan-Meier del analisis univariante para
las tres variables con mayor capacidad discriminatoria. Las variables financieras
se dicotomizaron por la mediana muestral.

1% de outliers extremos (1.171 empresas) para evitar la degeneracion de la
particion.

La Figura 4a presenta el método del codo y el coeficiente de silueta evalua-
dos en el rango K € [2,10]. Aunque la inercia decrece mondtonamente con K,
el coeficiente de silueta —que mide simultdneamente la cohesiéon intra-cluster y
la separacion inter-cluster— alcanza su maximo en K = 2 (s = 0,3453), indi-
cando que la particiéon en dos grandes arquetipos es la que maximiza la cohesién
intra-cluster y la separacion inter-cluster segiin esta métrica. Un valor de silue-
ta de 0,3453 sugiere una separacién moderada entre arquetipos, con una zona
de solapamiento donde las empresas presentan perfiles financieros intermedios;
no obstante, esta particion sigue siendo la mas discriminante dentro del rango
evaluado, como confirman los analisis de estabilidad presentados en la Subsec-
cion 4.5. Para K > 3, el coeficiente de silueta desciende progresivamente, sugi-
riendo que particiones més finas generan clusters menos cohesivos y con menor
capacidad discriminante.

4.4. Caracterizacion de los arquetipos financieros

Una vez fijado K = 2, se ejecut6 el algoritmo K-Means con inicializaciéon
k-means++, 10 inicializaciones independientes y un méximo de 300 iteraciones.
Los outliers filtrados fueron reasignados al centroide més cercano. El Arquetipo
0 (Resiliente) agrupa el 67,7 % de la muestra (79.278 empresas), con valores
positivos en F17 y F18, tasa de insolvencia del 39,3 % y mediana no alcanzada (>
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Tabla 3: Probabilidades de supervivencia estratificadas por arquetipo financiero

Tabla 2: Resultados de estabilidad de los arquetipos financieros

Métrica

Valor Método

ARI promedio (K = 5)
AMI promedio (K = 5)
Jaccard global

0,9863 Cross-clustering
0,9692 Cross-clustering
0,9912 Bootstrap pairs

Estabilidad Cluster 0 (Resiliente) 0,7632
Estabilidad Cluster 1 (Vulnerable) 0,2400

Bootstrap
Bootstrap

Tiempo (anos) Arquetipo 0 (Resiliente) Arquetipo 1 (Vulnerable)

1 0, 9868 [0, 9860-0, 9876] 0, 9625 [0, 9605-0, 9644]
3 0, 9425 [0, 9409-0, 9441] 0, 8770 [0, 8736-0, 8803
5 0, 9077 [0, 9056-0, 9097] 0, 7997 [0, 7955-0, 8037]
10 0, 7987 [0, 79590, 8016] 0, 6389 [0, 6338-0, 6439]
15 0, 6370 [0, 6335-0, 6404] 0, 5423 [0, 5370-0, 5477
20 0, 5752 [0, 5715-0, 5788] 0, 5024 [0, 4968-0, 5081]

20 afios). El Arquetipo 1 (Vulnerable) concentra el 32,3 % (37.774 empresas),
con valores negativos en F17 y F18, elevado F28, tasa de insolvencia del 43,9 %
y mediana de 21 anos.

4.5. Estabilidad de los arquetipos financieros

Para evaluar la robustez de la particion en dos arquetipos, se aplicaron tres
métodos: (i) bootstrap de estabilidad con 200 iteraciones, (ii) validacién cruzada
K-fold (K = 5) con ARI y AMI, e (iii) indice de Jaccard [21] entre 50 pares de
particiones bootstrap independientes.

La Tabla 2 resume los resultados. La estructura global es robusta: ARI=0,986
y Jaccard=0,991 confirman que la dicotomia Resiliente/Vulnerable emerge con-
sistentemente. No obstante, el bootstrap revela una asimetria: el cluster Resi-
liente alcanza estabilidad de 0,76, mientras que el Vulnerable alcanza solo 0,24,
indicando una zona de frontera difusa coherente con el coeficiente de silueta
moderado (s = 0, 345).

4.6. Validacion de los arquetipos mediante analisis de supervivencia

Para validar el poder predictivo de la estratificaciéon por arquetipos, se esti-
maron las funciones de supervivencia S (t) para cada grupo mediante el estima-
dor de Kaplan-Meier [12,9]. La Figura 4c muestra las curvas de supervivencia
estratificadas con sus intervalos de confianza al 95 %.

La Tabla 3 resume las probabilidades de supervivencia a distintos horizontes
temporales para cada arquetipo:

La divergencia entre las curvas se acenttia con el tiempo: a los 5 anos, la
diferencia en la probabilidad de supervivencia es de aproximadamente 11 puntos
porcentuales (90, 8% vs. 80, 0 %), expandiéndose a casi 16 puntos a los 10 anos



Tabla 4: Comparacion de métricas para K € {2,3, 4}
K Silhouette Bootstrap CV-ARI Jaccard Log-rank p
2 0,3436 0,6391 0,9863 0,9912 3,78 x 10 °%
30,3047  0,3828 0,9833 0,9864 ~0
40,2878 0,2612  0,9254 10,9347 ~0

(79, 9% vs. 63, 9%). Esta brecha progresiva es consistente con la hipotesis de
que las vulnerabilidades financieras identificadas por el clustering se asocian con
un mayor riesgo acumulado de insolvencia a lo largo del tiempo.

Para determinar la significancia estadistica de estas diferencias, se aplico la
prueba de Log-Rank multivariante [14,7]:

Ho : So(t) = Si(t) Wt (4)

El estadistico de prueba arrojé un valor y? = 1,385,02 con 1 grado de li-
bertad, y un p-valor = 3,78 x 107393, Este valor, esencialmente cero, permite
rechazar de manera contundente la hipotesis nula de que ambos arquetipos com-
parten la misma funcién de supervivencia, confirmando que la segmentaciéon
multidimensional posee un alto poder discriminatorio sobre el riesgo temporal
de insolvencia.

4.7. Analisis de sensibilidad por niimero de arquetipos

La Tabla 4 compara K € {2,3,4} segun calidad, estabilidad, separacion de
supervivencia y parsimonia.

K = 2 alcanza la maxima calidad (silueta—=0,3436), estabilidad (bootstrap=0,64,
ARI=0,986) y parsimonia. K = 3 produce una brecha de supervivencia ligera-
mente mayor (13,5 p.p. vs. 10,8 p.p. a 5 anos) pero su estabilidad bootstrap cae
un 40 % y los perfiles son variaciones de los discriminadores de K = 2. K = 4 se
descarta por degradacion insostenible (ARI< 0,93, bootstrap< 0,27).

5. Discusién y Conclusiones

El enfoque hibrido propuesto —K-Means mas Kaplan-Meier— revela dos
arquetipos estadisticamente distintos (x? = 1,385,02; p = 3,78 x 1073%3) con una
brecha de 16 puntos porcentuales a los 10 anos, ofreciendo poder discriminante
significativamente mayor que el analisis univariante.

Los hallazgos presentan implicaciones directas para la gestion financiera y el
riesgo crediticio. La identificacion del Arquetipo Vulnerable (32,3 % de la mues-
tra, mediana de 21 afos) frente al Resiliente (mediana no alcanzada) permite
estimar la esperanza de vida financiera del prestatario [10,19]. La divergencia
progresiva entre las curvas (11pp a 5Hafios, 16 pp a 10afios) proporciona una
base para calibrar tipos de interés y comisiones de riesgo [13]. La pertenencia
al Arquetipo Vulnerable podria constituir una senal de alerta temprana que



oriente la priorizaciéon de revisiones de expedientes, exigencias de garantias o re-
estructuracion preventiva de deuda. Los resultados se traducen en herramientas
interpretables para gestores (benchmarking), entidades financieras (scoring con
dimension temporal) y reguladores (programas de apoyo diferenciados por perfil
de riesgo).

Entre las limitaciones del estudio se encuentran el supuesto de censura no
informativa —que no puede validarse formalmente en un diseno observacional
retrospectivo—, la ausencia de covariables macroecondémicas dependientes del
tiempo, la falta de distincion entre riesgos competitivos, la ausencia de un anéalisis
de correlacion entre variables para filtrar redundancias y la restriccion geografica
y temporal de la muestra (Espania, 1999-2020). Como lineas futuras, se propone
extender el marco con modelos semi-paramétricos de Cox y Random Survival
Forests para evaluar si el poder predictor de los arquetipos se mantiene frente
a enfoques con covariables explicitas y cuantificar la contribucion individual de
cada ratio financiero al riesgo temporal de insolvencia (mediante hazard ratios en
Cox y medida de importancia de variables en RSF), asi como realizar validacion
prospectiva, analisis de trayectorias financieras, incorporacién de variables no
financieras y filtrado basado en correlacién entre ratios.

En definitiva, este trabajo realiza tres contribuciones fundamentales —me-
todologica, empirica y practica— y establece una base solida para transformar
datos administrativos historicos en herramientas estratégicas para la gestion del
riesgo crediticio y el diseno de politicas de apoyo al tejido empresarial.
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