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Abstract. El análisis de sentimientos es una disciplina que ha evolu-
cionado rápidamente: desde los modelos originales basados en diccionar-
ios (propios de la minería de textos o text-mining) y los modelos de
clasificación tipo RNN y LSTM, hasta llegar a las actuales arquitecturas
basadas en Transformers. Estas últimas capturan de manera efectiva rela-
ciones semánticas más complejas. Sin embargo, los algoritmos basados en
Transformers aún se enfrentan a numerosos desafíos en la actualidad. En-
tre ellos, uno de los más preocupantes se relaciona con cómo se aborda la
ambigüedad y la variabilidad asociadas a la respuesta del Transformer,
así como la manera en la que se modela la incertidumbre lingüística.
Esta investigación en curso presenta un marco de trabajo que integra la
lógica difusa en la capa de salida de Transformers pre-entrenados para
modelar mejor el lenguaje subjetivo y ambiguo. Al permitir una repre-
sentación gradual del sentimiento, en lugar de una clasificación binaria
estricta, el enfoque propuesto mejora la interpretabilidad y la detección
de emociones mixtas o poco claras. El resultado es un sistema más ro-
busto y matizado, que preserva la eficiencia computacional original del
Transformer.
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El paradigma digital ha redefinido fundamentalmente la interacción humana,
estableciendo la comunicación digital como el principal medio de expresión indi-
vidual y colectiva. En este contexto, la generación masiva de datos textuales en
las plataformas de redes sociales constituye una persistente «huella comunica-
tiva». Este rastro digital ofrece una perspectiva inestimable sobre las preferencias
de los usuarios, la percepción de las marcas y el rendimiento de los productos,
lo que posiciona al Análisis de Sentimientos (AS) como una herramienta funda-
mental para descifrar la opinión pública en la era moderna [1][3][4].

En sus inicios, los primeros modelos de análisis de sentimientos procesaban
el texto mediante la tokenización de sus palabras y el uso de diccionarios para
estimar la probabilidad de que un mensaje tuviera una connotación positiva, neg-
ativa o neutra. Esta vectorización, típica de la minería de textos (text-mining),
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permitió abordar el problema desde la perspectiva del aprendizaje automático
(Machine Learning). Representar un texto de manera vectorial posibilitó el salto
hacia algoritmos más complejos, como las redes neuronales recurrentes (RNN)
y las arquitecturas de memoria a corto y largo plazo (LSTM) [5].

Estos modelos sentaron las bases para el procesamiento secuencial; sin em-
bargo, la aparición de la arquitectura Transformer y su mecanismo de autoaten-
ción marcaron un cambio definitivo en este campo [6]. Al asignar numéricamente
una importancia relativa a cada token dentro de una secuencia, los Transformers
facilitan la detección de dependencias semánticas complejas y relaciones con-
textuales de largo alcance que los modelos anteriores tenían dificultades para
capturar.

A pesar de su notable capacidad para capturar el contexto, los algoritmos
basados en Transformers no están exentos de limitaciones. Uno de los desafíos
más críticos radica en la variabilidad y la incertidumbre predictiva intrínseca a es-
tos modelos. Ante un mismo texto de entrada, diferentes arquitecturas preentre-
nadas (o incluso variaciones en el proceso de inferencia) pueden generar distribu-
ciones de probabilidad divergentes. Esta falta de consenso refleja una vaguedad
inherente en la respuesta del modelo, la cual es ignorada por las aproximaciones
tradicionales que fuerzan una clasificación categórica basada en el modelo indi-
vidual de mayor rendimiento.

Para abordar esta problemática, este estudio propone un marco de trabajo
que integra la lógica difusa no solo para modelar la subjetividad del lenguaje
humano, sino para modelar la incertidumbre predictiva de un conjunto de Trans-
formers interpretando las diferentes salidas de los modelos como grados de perte-
nencia borrosas. La integración de las predicciones de múltiples modelos permite
crear un ensamble robusto que capitaliza la divergencia de los algoritmos para
alcanzar un consenso más fiable.

En este contexto, la lógica difusa emerge como un marco complementario
ideal. Si bien el aprendizaje profundo destaca en el reconocimiento de patrones
en grandes volúmenes de datos, la lógica difusa proporciona una base matemática
rigurosa para abordar la incertidumbre y la ambigüedad lingüísticas ([2]). La in-
tegración de estos dos paradigmas permite crear modelos que no solo ofrecen
un alto rendimiento, sino que también son más interpretables, capaces de repre-
sentar las emociones como transiciones graduales en lugar de categorías binarias
rígidas.

El estudio utiliza un corpus especializado de 8768 tuits relacionados con el
conflicto de Gaza. Tras un riguroso proceso de preprocesamiento —que incluyó
la eliminación de duplicados y el filtrado por idioma— se conservó un subcon-
junto final de 4469 tuits en español. Seleccionamos tres Transformers de última
generación: DistilBERT, RoBERTa y ModernBERT. Para cada tuit, los modelos
generan una distribución de probabilidad mediante softmax.

Para sintetizar la predicción final del sentimiento, proponemos un marco
de agregación formal. Sea M = {m1,m2, . . . ,mn} sea el conjunto de n mod-
elos Transformer preentrenados. Para cada tweet t y cada categoría emocional
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k ∈ {l1 = positive, l2 = negative, l3 = neutral}, obtenemos una puntuación
agregada final sagg aplicando un operador de agregación difusa Φ:

sagg(k | t) = Φ (p1(k | t), p2(k | t), . . . , pn(k | t)) (1)

donde pi(k | t) representa el grado de pertenencia (probabilidad normalizada)
asignado por el modelo mi a la clase k. La clasificación final se determina por la
clase que maximiza esta puntuación agregada:

argmax
k∈Y

sagg(k | t) (2)

En este estudio, exploramos varios operadores para Φ, incluyendo un oper-
ador OWA con orness de rango medio, máximo, mínimo y producto.

La integración de la lógica difusa en los flujos de trabajo basados en Trans-
formers mejora significativamente la robustez del análisis de sentimientos en
español. El conjunto OWA navega con éxito por las zonas ”neutrales´´ y las
emociones mixtas del discurso político complejo. En trabajos futuros se explo-
rará el uso de ANFIS (Sistemas de Inferencia Neurodifusa Adaptativa) para
aprender automáticamente reglas de agregación óptimas, reduciendo aún más la
brecha entre el rendimiento neuronal y la interpretabilidad lingüística.
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