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Resumen El desequilibrio de clases dificulta el entrenamiento de mo-
delos supervisados en dominios criticos como la ciberseguridad o el diag-
noéstico médico. Aunque los métodos de sobremuestreo sintético como
SMOTE mitigan este problema, su dependencia exclusiva de criterios
de proximidad geométrica local suele ignorar las relaciones estadisticas
entre atributos, generando instancias inconsistentes. Esta investigacion
propone un nuevo enfoque de sobremuestreo guiado explicitamente por
medidas de dependencia entre variables, asumiendo que la incorporacion
de informacién estructural del espacio de datos produce muestras mas
coherentes con la distribucién real. Avalado por resultados preliminares
prometedores en un Trabajo de Fin de Master previo, el plan de tesis
doctoral abarca desde el disenio formal de estos mecanismos basados en
relevancia estadistica hasta su evaluacién exhaustiva en modelos de diver-
sa complejidad y dominios reales altamente desbalanceados. La principal
aportaciéon del trabajo consiste en introducir mecanismos de generacion
sintética que incorporan informacién sobre la dependencia entre varia-
bles, ajustando el proceso de interpolaciéon en funcién de dicha estructura
estadistica. Con ello se busca reducir la generacion de instancias poco re-
presentativas y mejorar la capacidad de generalizacién de los modelos en
escenarios con desequilibrio de clases.

Keywords: Aprendizaje desbalanceado - SMOTE - Generacién sintéti-
ca de datos - Dependencia entre variables.

1. Introduccion

El aprendizaje automéatico se ha consolidado como una herramienta funda-
mental para la toma de decisiones en miltiples dominios donde los datos presen-
tan un alto grado de complejidad. Sin embargo, uno de los principales retos en
este ambito es el desequilibrio de clases, una situaciéon en la que las categorias
de un conjunto de datos no estan representadas equitativamente, existiendo una
clase mayoritaria con una presencia predominante y una clase minoritaria con



una representacion significativamente reducida. Este problema resulta especial-
mente critico en aplicaciones donde los eventos de interés son poco frecuentes,
como la deteccion de anomalias, el diagnostico médico o el fraude financiero.

Entre las estrategias més utilizadas para abordar este problema se encuen-
tran las técnicas de sobremuestreo, que buscan equilibrar la distribucion de las
clases mediante generacion de nuevas instancias de la clase minoritaria. Métodos
como SMOTE han demostrado ser eficaces en este contexto [1,2], aunque pre-
sentan limitaciones al basarse exclusivamente en criterios de proximidad local,
ignorando las relaciones existentes entre variables.

La hipotesis de esta investigacion es que la incorporacion de informaciéon so-
bre la dependencia entre variables en el proceso de generacion de datos sintéticos
permite mejorar la calidad de las instancias generadas y, en consecuencia, el ren-
dimiento de los modelos de clasificacién en problemas con desequilibrio de clases.
Esta hipotesis ha sido previamente explorada en un estudio inicial realizado en
el marco de un Trabajo de Fin de Méaster, cuyos resultados experimentales mues-
tran mejoras en el rendimiento de los modelos, lo que respalda la viabilidad del
enfoque propuesto para esta tesis doctoral.

En este contexto, el objetivo principal de la tesis es desarrollar nuevas es-
trategias de sobremuestreo que tengan en cuenta la relevancia y relacién entre
atributos, con el fin de generar datos sintéticos mas representativos de la estruc-
tura real de los datos.

Para alcanzar este objetivo se plantean los siguientes subobjetivos:

= Analizar en profundidad las distintas técnicas de sobremuestreo existentes y
sus limitaciones.

= Disenar métodos que integren medidas de dependencia entre variables en el
proceso de generaciéon de datos.

= Evaluar el impacto de estas técnicas en distintos modelos de aprendizaje
automatico.

= Validar su aplicabilidad en diferentes dominios en los que es frecuente un
gran desequilibrio de clases.

La aportacion original de esta investigacion radica en el desarrollo de un enfo-
que de sobremuestreo que integra explicitamente informacion sobre la dependen-
cia entre variables para guiar la generacion de instancias sintéticas, incorporando
asi conocimiento estructural del espacio de datos en el proceso de aprendizaje.
Este enfoque permitira reducir la generaciéon de muestras inconsistentes o poco
representativas, y mejorar la capacidad de los modelos para identificar correcta-
mente la clase minoritaria en escenarios altamente desbalanceados.

2. Antecedentes

El problema del desequilibrio de clases ha sido ampliamente estudiado en el
ambito del aprendizaje automatico [3], dando lugar a multiples estrategias orien-
tadas a la mitigacion del sesgo hacia la clase mayoritaria. Entre estas estrategias,
el remuestreo del conjunto de datos constituye una de las aproximaciones mas



utilizadas, ya que permite modificar la distribuciéon de las clases sin alterar los
algoritmos de aprendizaje.

Las técnicas de remuestreo se dividen principalmente en dos categorias: un-
dersampling y oversampling. Undersampling consiste en reducir el nimero de
instancias de la clase mayoritaria con el objetivo de equilibrar el conjunto de
datos. Si bien esta técnica permite disminuir el coste computacional del entre-
namiento, puede implicar la pérdida de informaciéon relevante. Por otro lado,
oversampling incrementa el nimero de ejemplos de la clase minoritaria, general-
mente mediante la replicaciéon de instancias existentes. Aunque esta aproxima-
cion preserva la informacion disponible, puede inducir sobreajuste debido a la
redundancia de los datos generados.

Con el objetivo de superar estas limitaciones, se han desarrollado métodos
de sobremuestreo més avanzados basados en la generacion de instancias sintéti-
cas. Entre ellos, destaca SMOTE (Synthetic Minority Over-sampling Technique)
[4], que genera nuevas muestras interpolando entre instancias minoritarias y sus
vecinos méas cercanos en el espacio de caracteristicas. Este enfoque mejora la
representatividad de la clase minoritaria sin introducir duplicados exactos, favo-
reciendo la capacidad de generalizacion de los modelos.

A partir de SMOTE han surgido numerosas variantes que buscan adaptarse
a distintos escenarios. Borderline-SMOTE [5] focaliza la generacion de muestras
en las regiones cercanas a la frontera de decisién, donde la clasificaciéon resulta
mas compleja. Este enfoque permite mejorar la sensibilidad del modelo en zonas
criticas del espacio de caracteristicas. Por su parte, ADASYN [6] introduce un
mecanismo adaptativo que ajusta la cantidad de instancias sintéticas en funcién
de la dificultad de aprendizaje de cada ejemplo, priorizando aquellas regiones
donde la clase minoritaria esta peor representada.

Otras propuestas han tratado de mejorar la calidad de las muestras genera-
das mediante la incorporacion de informacion adicional. Safe-Level-SMOTE [7]
introduce el concepto de «nivel de seguridad»de cada instancia, definido en fun-
cion de la proporcion de vecinos minoritarios, con el fin de evitar la generacién
de ejemplos en regiones dominadas por la clase mayoritaria. En una linea simi-
lar, SMOTE-IPF [8] combina SMOTE con un proceso de filtrado iterativo que
elimina instancias ruidosas o mal clasificadas, mejorando la calidad del conjunto
de datos resultante.

Mas recientemente, han surgido enfoques basados en aprendizaje profundo,
como Deep SMOTE [9], que transforman los datos a un espacio latente mediante
redes neuronales antes de generar las muestras sintéticas. Este tipo de métodos
permite capturar estructuras mas complejas en datos de alta dimensionalidad,
aunque a costa de un incremento significativo en la complejidad computacional.
En la linea orientada a la eficiencia computacional, Fast-SMOTE [10] propo-
ne generar instancias sintéticas utilizando la moda, el minimo y el maximo de
cada atributo calculados de forma global sobre la clase minoritaria, evitando
asi la busqueda de vecinos més cercanos y reduciendo la complejidad temporal.
Sin embargo, al igual que SMOTE clésico, este enfoque ignora las dependen-



cias estadisticas entre variables, limitando la representatividad estructural de
las muestras generadas.

A pesar de los avances introducidos por estas técnicas, la mayoria de los
métodos de sobremuestreo contintian basandose en criterios de proximidad local,
sin considerar de forma explicita la dependencia estadistica entre variables. Esta
limitacién puede dar lugar a la generacién de instancias que no respetan las
relaciones intrinsecas del conjunto de datos, introduciendo ruido y reduciendo la
eficacia de los modelos de clasificacion [3].

En este contexto, surge la necesidad de desarrollar nuevas estrategias que
integren informacion sobre la relacion entre atributos en el proceso de generacion
de datos sintéticos. La presente investigacion se sitia en esta linea, proponiendo
un enfoque que incorpora medidas de dependencia entre variables con el objetivo
de generar instancias mas coherentes y representativas de la estructura real de
los datos.

3. Propuesta de investigacion

La presente investigacion aborda el problema del desequilibrio de clases en
tareas de clasificacion mediante una extension de los métodos de sobremuestreo
sintético. En particular, se propone un enfoque que, ademas de considerar la
proximidad local entre instancias, incorpore informacion sobre la dependencia
entre variables durante el proceso de generacién de nuevos ejemplos.

La hipotesis central es que los métodos tradicionales, como SMOTE y sus
variantes, al basarse exclusivamente en criterios geométricos, pueden generar
instancias sintéticas que no respetan las relaciones existentes entre atributos.
Esto puede dar lugar a ejemplos poco representativos o inconsistentes con la
estructura interna de los datos. En este trabajo se plantea que la incorporacion de
medidas de dependencia entre variables puede contribuir a generar muestras mas
coherentes y, por tanto, mejorar el rendimiento en problemas desbalanceados.

3.1. Formalizacién del problema

Sea un conjunto de datos de entrenamiento D = {(x;,y;)}",, donde ca-
da instancia es un vector z; € R?, siendo d la dimensionalidad del espacio de
caracteristicas, y y; € {C’mimC’may} representa la etiqueta de clase. En esce-
narios de desequilibrio severo, la cardinalidad de la clase minoritaria es tal que
|Smin| < |Smay"

Siguiendo el esquema de SMOTE, una nueva instancia sintética se genera a
partir de un ejemplo x; € Sy, ¥ uno de sus vecinos cercanos x; € Spn:

Tnew = Ti + A+ () — ;) (1)

donde A € [0, 1]. Este mecanismo asume que la interpolacion lineal entre instan-
cias cercanas preserva la validez de los datos, sin tener en cuenta el papel que
desempena cada variable en la representaciéon de las instancias.



3.2. Incorporaciéon de dependencias entre variables

La propuesta de investigacion plantea extender el mecanismo clésico de ge-
neracion de instancias sintéticas de SMOTE incorporando informacién sobre la
dependencia entre variables. Mientras que SMOTE aplica una interpolacién uni-
forme en todas las dimensiones del espacio de caracteristicas, la aproximaciéon
propuesta introduce un comportamiento diferenciado para cada atributo en fun-
cion de su relevancia estadistica. De esta manera, la interpolaciéon se realizara
de forma dependiente de cada atributo. Para ello, se define un vector de pesos:

W:(w17w27"'awd) (2)

donde cada peso wy representa el grado de dependencia o relevancia del atributo
f, estimado mediante distintas estrategias. De este modo, la generacién de una
nueva instancia se define componente a componente como:

Tpew = Ti + Af : (zj - mz) (3)
donde:

Ar = g(wy) (4)
y g(+) representa una funciéon de ajuste que controla la variacion permitida en
cada dimensién en funcién de la relevancia del atributo.

Bajo esta formulacién, los atributos con mayor dependencia estadistica pre-
sentaran una menor variabilidad durante la generacién sintética, favoreciendo la
preservacion de las relaciones estructurales presentes en los datos originales. Por
el contrario, las variables menos relevantes permitiran una mayor flexibilidad en
la interpolacion, manteniendo la diversidad de las nuevas instancias generadas.
El proceso completo de generaciéon de instancias, desde el analisis inicial de de-
pendencias hasta la obtenciéon de un conjunto de datos equilibrado, se describe
de forma esquemética en la Figura 1.

3.3. Beneficios esperados

Se espera que esta estrategia permita reducir la generaciéon de instancias sin-
téticas inconsistentes, especialmente en aquellas regiones del espacio de caracte-
risticas donde las relaciones entre variables desempenan un papel determinante
en la definicion de las instancias. Al incorporar informaciéon sobre dependencias
entre atributos, el proceso de sobremuestreo puede evitar la creaciéon de ejemplos
que, aunque validos desde un punto de vista geométrico, resulten poco plausibles
desde una perspectiva estadistica. Esto podria traducirse en una mejor delimita-
cion de la frontera de decision entre clases y en una menor superposicion artificial
entre la clase minoritaria y la mayoritaria.

Como consecuencia, los modelos entrenados sobre estos conjuntos de datos
enriquecidos podrian mejorar su capacidad de generalizacién en escenarios des-
equilibrados, no solo en términos de rendimiento global, sino especialmente en
su habilidad para identificar correctamente instancias de la clase minoritaria.



En particular, se espera una reduccién en el ntiimero de falsos negativos, lo
que resulta critico en muchas aplicaciones donde la detecciéon de la clase mi-
noritaria es prioritaria. La evaluacion del enfoque propuesto se llevara a cabo
mediante métricas especificamente adecuadas para problemas de desequilibrio
de clases [3], tales como Fl-score, G-Mean y el area bajo la curva Precision-
Recall (AUPRC). Estas métricas permitirdn capturar de manera mas precisa
el equilibrio entre precision y exhaustividad en la clase minoritaria, asi como
el comportamiento del modelo en escenarios donde la distribuciéon de clases es
altamente asimétrica. Ademas, se considerara el analisis comparativo frente a
métodos clasicos de sobremuestreo, con el objetivo de cuantificar el impacto real
de la incorporacion de dependencias entre variables en el proceso de generaciéon
sintética.

Dataset Original D:
Identificar Crray y Crmin

Analisis global:
Pesos W

Seleccionar instan-
] ¢
cia x; € Smin

[Hallar k vecinos z; € SmmJ

Modulacién de

Generacion guiada: la variabilidad

R i ele ci
— o . o — D0 segin relevancia
No Tnew = Ti+g(wy)- (v — ;) de atributos

[ Anadir Tpew a Smin J

;Dataset Si Dataset balanceado
balanceado? final D’

Figura 1. Diagrama de flujo del algoritmo de sobremuestreo propuesto.



4. Metodologia y plan de trabajo

4.1. Enfoque metodologico

La presente investigacion sigue un enfoque experimental en el d&mbito de
aprendizaje automético, centrado en el diseno y validacion de nuevas técnicas
de preprocesado de datos para problemas de clasificaciéon desbalanceada. Con
el fin de estructurar el proceso de trabajo de forma sistematica, se adoptara
la metodologia CRISP-DM ( Cross-Industry Standard Process for Data Mining),
un modelo ampliamente utilizado que organiza el ciclo de vida de un proyecto
de mineria de datos en fases iterativas. Este enfoque permitira abordar el pro-
blema de manera progresiva, facilitando la validaciéon continua de las hipotesis
planteadas y la mejora del método propuesto a partir de la evidencia empirica
obtenida.

De forma general, CRISP-DM se compone de las siguientes fases:

1. Comprension del problema: En esta fase se analizaréd en profundidad
el problema del desequilibrio de clases, con especial atencién a sus efectos
en modelos de clasificaciéon supervisada. Se estudiaran las limitaciones de
los métodos de sobremuestreo existentes, como SMOTE y sus variantes,
identificando como principal limitacion la ausencia de consideracion explicita
de las dependencias entre variables. Esta fase permitira justificar la necesidad
de un enfoque que incorpore informacién estructural del espacio de datos.

2. Comprension de los datos: Se realizard una recopilacién y un analisis
exploratorio de los conjuntos de datos utilizados, evaluando aspectos como
el nivel de desequilibrio, la dimensionalidad y la distribuciéon de las variables.
En esta fase también se estudiarén las relaciones entre atributos mediante
medidas estadisticas con el objetivo de identificar patrones de dependencia
relevantes para la futura generacion de instancias sintéticas.

3. Preparacion de los datos: En esta fase se llevara a cabo la transformacion
y adecuacion de los datos para su posterior utilizacién en los modelos de
aprendizaje automatico. Esto incluye el preprocesamiento de las variables,
aplicando técnicas de escalado para asegurar que todas las caracteristicas se
encuentren en rangos comparables y evitar que aquellas con mayor magnitud
dominen el proceso de aprendizaje. Asimismo, se realizara la codificacion de
variables categoéricas mediante técnicas como one-hot encoding, permitiendo
su integracion en los algoritmos de clasificacion.

4. Modelado: Se entrenaran distintos modelos de clasificaciéon supervisada uti-
lizando los conjuntos de datos preprocesados con los diferentes métodos de
sobremuestreo. El objetivo no es tinicamente optimizar el rendimiento pre-
dictivo, sino analizar como la calidad de los datos sintéticos afecta al compor-
tamiento de modelos de distinta complejidad, desde clasificadores tradicio-
nales hasta modelos basados en ensembles, asi como modelos de aprendizaje
profundo.

5. Evaluacion: Se realizara una evaluacion exhaustiva de los modelos mediante
métricas adecuadas para problemas desbalanceados. Ademas, se llevara a



cabo un analisis comparativo entre los métodos propuestos y las técnicas de
referencia, con el objetivo de determinar si la incorporacion de dependencias
entre variables mejora de forma consistente la calidad del aprendizaje.

6. Despliegue: Aunque el enfoque principal de esta investigacion es experi-
mental, esta fase se interpreta desde una perspectiva de transferencia del
conocimiento. Los resultados obtenidos se analizaran en términos de aplica-
bilidad en dominios reales, como salud o ciberseguridad, donde la generaciéon
de datos sintéticos fiables puede tener un impacto directo en sistemas de so-
porte a la decision.

En el contexto de esta investigacion, estas fases se abordaran de forma ite-
rativa, priorizando la preparacion de los datos para introducir el componente
innovador del método, y la posterior fase de evaluacién para su correspondiente
validacion.

4.2. Plan de trabajo

El desarrollo de la tesis se estructurara en distintas fases de investigacion,
cada una de ellas compuesta por un conjunto de tareas especificas orientadas al
cumplimiento de los objetivos planteados. Esta organizacién permitirad abordar
el problema de forma progresiva y facilitar el seguimiento de los hitos alcanzados
durante el desarrollo de la investigacion.

= Fase 1: Analisis del estado del arte y definicién del problema
Tareas:
e Revision bibliografica sobre aprendizaje desbalanceado.
e Estudio de técnicas de sobremuestreo basadas en SMOTE y sus varian-
tes.
e Analisis de enfoques recientes relacionados con generacién de datos sin-
téticos.
e Identificacion de limitaciones asociadas a la ausencia de dependencias
entre variables.
e Definiciéon de la hipdtesis y objetivos de investigacion.
Hito: Identificaciéon del vacio de investigacion y formulacion de la hipotesis
de trabajo.

= Fase 2: Diseno e implementacion de los métodos propuestos

Tareas:

e Definicion formal de los métodos de sobremuestreo propuestos.

e Seleccion de medidas de dependencia entre variables.

e Diseno de los mecanismos de generacién de instancias sintéticas.

e Implementacion de los algoritmos propuestos.

e Validacién inicial del funcionamiento de los métodos.
Hito: Especificacion formal e implementacion funcional de los algoritmos
propuestos.



= Fase 3: Experimentacion

Tareas:

e Seleccion de conjuntos de datos con distintos niveles de desequilibrio.

e Preparacion y preprocesamiento de los datos.

e Configuracion de modelos de aprendizaje automaético.

e Comparaciéon experimental con técnicas de referencia.

e Evaluacion mediante métricas especificas para clases desbalanceadas.
Hito: Obtencién de resultados experimentales en multiples escenarios de eva-
luacion.

= Fase 4: Analisis de resultados
Tareas:
e Analisis estadistico de los resultados obtenidos.
e Comparaciéon del comportamiento de los distintos métodos.
e Evaluacion del impacto de las dependencias entre variables.
e Identificacion de fortalezas y limitaciones del enfoque propuesto.
Hito: Obtencién de conclusiones sobre la efectividad de los métodos propues-
tos.

= Fase 5: Redaccion y difusion de resultados
Tareas:
e Redaccién de articulos cientificos.
e Elaboracién de informes técnicos y documentacion experimental.
e Redaccién de la memoria de tesis doctoral.
e Preparacion de presentaciones y difusion de resultados.
Hito: Finalizacion de la tesis doctoral y publicacion de resultados cientificos.

Para garantizar la viabilidad del proyecto, las fases y tareas detalladas ante-
riormente se han organizado en un cronograma trianual (2026-2028). Esta plani-
ficacion, desglosada por trimestres (Q1-Q4), contempla el solapamiento necesario
entre las etapas de implementacion y experimentacion, asi como la naturaleza
transversal de la labor de difusion cientifica. En la Figura 2 se presenta grafica-
mente dicha distribucién temporal.

El desarrollo de esta tesis doctoral se realiza bajo la direcciéon de la Dra.
Esther-Lydia Silva-Ramirez, siendo Francisco-Blas Martinez-Pareja el doctoran-
do responsable de su ejecucion, con dedicaciéon a tiempo completo. Conforme al
cronograma trianual (2026-2028) descrito en la Figura 2, se estima la defensa de
la tesis para finales de 2028 o principios de 2029.
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Figura 2. Planificacién temporal propuesta.

5. Relevancia

5.1. Relevancia cientifica y académica

La importancia cientifica de esta investigacion radica en su capacidad para
abordar una de las limitaciones mas persistentes del aprendizaje automaético:



la falta de representatividad en la sintesis de datos para clases minoritarias. A
diferencia del estado del arte predominante, centrado principalmente en crite-
rios de proximidad geométrica, esta investigaciéon plantea un cambio de enfoque
hacia la generacion de muestras basada en la estructura estadistica de los datos.
Esta propuesta contribuira al avance del conocimiento al integrar el anéalisis de
dependencias entre varables en el proceso de generacion de datos, ofreciendo una
perspectiva mas rica y fundamentada para el tratamiento del desequilibrio de
clases.

Desde una perspectiva académica, el desarrollo de técnicas que reduzcan el
ruido sintético y respeten la topologia de los datos favorecera la construcciéon
de modelos mas robustos, interpretables y menos sesgados. La integracion de
informacién sobre la dependencia entre variables aportara un enfoque novedoso
que abrira nuevas lineas de investigacion. Asimismo, los resultados de este tra-
bajo contribuiran a reforzar y ampliar el estado del arte en el tratamiento del
desequilibrio de clases dentro del ambito del aprendizaje automatico.

5.2. Transferencia a la sociedad

Mas alla del ambito tedrico, esta investigacion posee un elevado potencial de
transferencia gracias a su aplicabilidad en multiples dominios y contextos. En
una sociedad cada vez méas dependiente de la toma de decisiones automatizada,
la fiabilidad de los resultados obtenidos mediante la aplicacion de la inteligencia
artificial es critica. Al mejorar la deteccion de eventos poco frecuentes, pero de
gran impacto, los resultados de esta investigacion podran integrarse en sistemas
de soporte a la decisién en sectores estratégicos.

En el ambito de la salud, por ejemplo, la capacidad de generar datos sintéti-
cos coherentes facilitara el entrenamiento de modelos para enfermedades raras,
donde la escasez de muestras reales suele ser la principal barrera para el avan-
ce médico. En el sector de la ciberseguridad y las finanzas, un sobremuestreo
més inteligente permitira reducir significativamente los falsos negativos, prote-
giendo infraestructuras criticas y ahorrando costes derivados del fraude o los
ciberataques. En definitiva, la transferencia de esta tecnologia se traducira en
herramientas mas seguras y fiables, aumentando la confianza de la sociedad en
el despliegue de soluciones basadas en Inteligencia Artificial en escenarios donde
el error no es una opcion.
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