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Abstract. La similitud de estilo visual busca comparar iméagenes segin
su apariencia, minimizando la sensibilidad al contenido semantico, una
capacidad cada vez més relevante para recuperacion por estilo, atribucion
y auditoria de generadores modernos de texto a imagen. Este articulo
revisa el panorama actual de la similitud de estilo visual, examinando
conjuntos de datos utilizados habitualmente y organizando las métri-
cas existentes, desde aproximaciones perceptuales genéricas hasta rep-
resentaciones aprendidas especificas de estilo. Para complementar la re-
visién, realizamos una comparacién empirica unificada de métodos rep-
resentativos sobre una coleccién diversa de conjuntos de evaluacién. Me-
diante rendimiento en recuperacién y una métrica de error de estruc-
tura de similitud, analizamos fuga de contenido y robustez entre do-
minios. Los resultados muestran que los métodos dedicados al estilo su-
peran en promedio a los métodos de referencia genéricos; sin embargo, el
rendimiento depende fuertemente del conjunto de datos y se degrada en
colecciones reales exigentes, indicando que la similitud de estilo fiable y
alineada con el juicio humano sigue siendo un problema abierto.

Keywords: Similitud de estilo visual - Desentrelazamiento estilo—contenido
- Conjuntos de datos controlados.

1 Introduccion

Medir la similitud de estilo visual entre imagenes es cada vez mas importante en
vision por computador y multimedia. A diferencia del contenido semantico, el es-
tilo se refiere a la apariencia visual distintiva de una imagen—patrones de pince-
lada, paletas de color, textura, convenciones de renderizado y composicion—que
puede hacer que dos imagenes resulten similares pese a representar sujetos dis-
tintos. En imagenes artisticas, estas caracteristicas suelen asociarse con artistas,
movimientos o géneros, aunque la nocién de estilo visual se aplica también a
otros dominios. Las medidas fiables de similitud de estilo son valiosas para re-
cuperacion basada en estilo [31], asistencia creativa [38] y control de calidad en
procesos de disefio donde debe mantenerse una identidad visual consistente [35].
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Esta necesidad se ve amplificada por los generadores modernos de texto a
imagen [28], capaces de imitar artistas o géneros visuales a gran escala. Sin em-
bargo, el analisis computacional del estilo sigue siendo desafiante: el estilo es
multifactorial y subjetivo, y la frontera entre contenido y estilo suele ser am-
bigua [31,35]. Recientemente se han propuesto nuevos conjuntos para enfatizar
variacion estilistica y evaluacion controlada [35,23], junto con métodos que apren-
den representaciones de estilo para recuperaciéon y atribucion en imagenes reales
y generadas [31,35,41,17|. Esto hace oportuno consolidar qué se ha propuesto,
como se evaltia y qué permanece abierto.

Nos centramos en la similitud de estilo de grano fino, es decir, proximidad
estilistica mas allé de etiquetas categoéricas amplias, que a menudo son demasiado
gruesas para reflejar variaciones sutiles relevantes en recuperacion, atribucion y
evaluacion de modelos generativos. Una métrica efectiva deberia enfatizar pistas
estilisticas, reducir la sensibilidad al contenido seméantico y la composicion, y
seguir siendo significativa entre dominios visuales heterogéneos.

Este articulo revisa conjuntos de datos y métricas de similitud de estilo visual
de grano fino (Secciones 2-3) y compara métodos representativos bajo un pro-
tocolo comin para analizar fuga de contenido, sensibilidad estilistica y robustez
entre dominios (Seccion 5). Nuestras contribuciones son: (i) una revision de con-
juntos de datos para analisis de estilo visual; (ii) una organizacion de métricas de
similitud de estilo; y (iii) una comparacién unificada de métodos representativos.

2 Conjuntos de datos

El progreso en comprensioén del estilo visual y recuperaciéon basada en estilo de-
pende de como se anota el “estilo” y de su entrelazamiento con el contenido.
A diferencia de conjuntos centrados en objetos, el estilo visual rara vez es una
etiqueta objetiva: puede ser categorico (movimiento artistico), basado en iden-
tidad (artista), débilmente supervisado (etiquetas, descripciones textuales o co-
ocurrencia en carteras de obras), o sintético y controlado. Resumimos los con-
juntos mas usados segin su régimen de supervision.

2.1 Colecciones artisticas curadas

Las colecciones artisticas curadas proporcionan metadatos relativamente fiables
(artista, movimiento/estilo, periodo, materiales), aunque sus anotaciones sue-
len ser gruesas y correlacionarse con temas recurrentes. WikiArt es el estandar
de facto, con etiquetas de artista, estilo/movimiento y género; el subconjunto
habitual en [32] incluye mas de 80.000 pinturas de 1.119 artistas y 27 estilos.
WikiStyle+ [19] extiende WikiArt con descripciones textuales de estilo y con-
tenido, permitiendo entrenar y evaluar representaciones condicionadas por texto
y analizar desentrelazamiento contenido—estilo. ArtBench-10 [18] ofrece un con-
junto limpio y balanceado de 10 estilos. Ukiyo-e [15] proporciona impresiones
xilograficas a gran escala con metadatos, y SemArt [7] empareja pinturas con
comentarios y atributos textuales.



Otros conjuntos agregados combinan obras de varias colecciones y metadatos
de catalogo; destacan Art500k [21] y OmniArt [37]. Conjuntos museisticos como
Rijksmuseum Challenge [22] permiten analisis por artista o periodo, aunque no
estan disefiados alrededor de una taxonomia de estilo de grano fino. En cambio,
MET [43] y OpenMIC [16] estan orientados a instancias individuales y son menos
directos para evaluar similitud de estilo, aunque ttiles para patrimonio cultural.

También existen conjuntos especializados y comunitarios. Artistic-Faces [42]
se centra en retratos con puntos de referencia faciales, mientras que StyleBa-
bel [30] ofrece etiquetas libres de estilo y descripciones anotadas por expertos
y colaboradores no expertos, permitiendo recuperaciéon de estilo imagen—imagen
e imagen—texto. Conjuntos de Kaggle/HuggingFace suelen derivar de fuentes
tipo WikiArt (Painting-91 [14], Painter by Numbers [13], MultitaskPainting100k
[3], Artistic Styles [1], WikiArt Movements [27], Painting-style-classification [2],
Impressionist_ Classifier Data [5], Artistic Painting [25] y Best Artworks of
All Time [11]), heredando etiquetas gruesas y entrelazamiento contenido—estilo.
Finalmente, APDDv2 [12] y LAPIS [20] se centran en calidad estética y valo-
raciones subjetivas, utiles para estudiar confusién entre pistas estéticas y estilis-
ticas.

2.2 Conjuntos recopilados de la web y débilmente supervisados

Estos conjuntos aumentan la escala y diversidad, aunque sus etiquetas suelen
ser ruidosas, ambiguas y multietiqueta. ContraStyles [35] se construye filtrando
LAION-Aesthetics 6+ [33] con miles de etiquetas de estilo, produciendo un gran
conjunto para aprendizaje contrastivo de representaciones. BAM y BAM-FG
[40,31] agregan obras generadas por usuarios con pistas de estilo débiles y su-
pervision basada en agrupaciones. NoisyArt [4] aborda reconocimiento de arte
con supervision procedente de la web.

Mas alla de arte, DomainNet [24] evalia comportamiento entre dominios
compartiendo categorias de contenido (pintura, boceto, clipart), aunque sus eti-
quetas acttian como aproximaciones gruesas de estilo. Stylebreeder [45] recopila
millones de imagenes e instrucciones textuales generadas por usuarios sin eti-
quetas explicitas de estilo.

2.3 Conjuntos de evaluacion controlados y sintéticos

Los conjuntos controlados desacoplan explicitamente estilo y contenido, por lo
que son especialmente informativos para diagnosticar fuga de contenido. fruit-
SALAD |[23] varia independientemente conceptos de fruta y estilos en un disefio
10x10. OmniConsistency [36] proporciona estilizaciones emparejadas en 22 esti-
los. ArtSplit [17] sintetiza combinaciones estilo—semantica mediante instrucciones
textuales separadas y Stable Diffusion.



3 Meétricas de estilo

Evaluar similitud de estilo visual es desafiante porque el estilo es multifacto-
rial y subjetivo. Idealmente, una métrica deberia asignar alta similitud a imé&-
genes con caracteristicas estilisticas comunes independientemente del contenido,
y baja similitud cuando los estilos divergen. Los enfoques existentes se agrupan
en métricas perceptuales genéricas y representaciones especificas de estilo.

3.1 Meétricas genéricas de similitud

Los métodos de referencia comunes reutilizan medidas perceptuales no disenadas
para aislar estilo. Métodos IQA de referencia completa como SSIM [39], LPIPS
[44] y DISTS [6] comparan estructura, caracteristicas profundas o estadisticas
de textura. Métricas distribucionales como FID [10] comparan distribuciones de
caracteristicas, pero no producen una distancia consulta—referencia directa. Rep-
resentaciones auto-supervisadas como DINOuv3 [34] se usan para comparacion
imagen—imagen mediante similitud coseno. Asimismo, CLIPScore [9], propuesto
para alineamiento imagen—texto con CLIP [26], se reutiliza comparando embed-
dings visuales (CLIP-I) [29]. En conjunto, estas métricas tienden a confundir
estilo y contenido, motivando métodos especificos de estilo.

3.2 Meétricas especificas de estilo

Las métricas especificas mapean una imagen a una representacion de estilo desti-
nada a capturar apariencia (paleta, textura, pinceladas o renderizado) con menor
sensibilidad al contenido. Esta idea fue popularizada por Neural Style Transfer
(NST) (8], donde las matrices de Gram de caracteristicas CNN capturan es-
tadisticas de textura/color. Trabajos recientes reutilizan modelos generativos:
IntroStyle [17] compara caracteristicas intermedias de modelos de difusion, y
WikiStyle+ [19] aprende codigos contenido/estilo alineando imégenes con de-
scripciones textuales. Sin embargo, estas representaciones no se optimizan ex-
plicitamente para ordenacion discriminativa, motivando métodos supervisados.

ALADIN. ALADIN [31] aprende un embedding discriminativo agregando
estadisticas AdaIN de miiltiples capas en un encoder—decoder, entrenado con
supervision débil de BAM-FG. ALADIN-ViT [30] sustituye el encoder CNN por
un ViT manteniendo el protocolo basado en BAM-FG.

CSD. CSD [35] aprende un embedding ViT con pérdida contrastiva multie-
tiqueta sobre ContraStyles y un término auto-supervisado preservador de estilo
que evita aumentos fotométricos y usa transformaciones espaciales para fomentar
invariancia a la composicion reteniendo textura y paleta.

GOYA. GOYA [41] aprende espacios contenido/estilo usando imagenes sin-
téticas de Stable Diffusion generadas con prompts que especifican ambos atrib-
utos. Codifica imagenes con CLIP congelado y entrena dos MLPs ligeros con
objetivos contrastivos: positivos de contenido por similitud CLIP-texto y posi-
tivos de estilo por mismo estilo de prompt, ademas de una pérdida auxiliar de
clasificaciéon de estilo.



4 Configuraciéon experimental

Evaluamos métodos representativos en un protocolo unificado sobre conjuntos
con distintos regimenes y dominios para caracterizar fuga de contenido, sensibil-
idad estilistica y robustez entre dominios.

4.1 Meétodos de similitud de estilo

Evaluamos métodos representativos.! Comparamos NST Gram, IntroStyle, AL-
ADIN (ALADIN-ViT), CSD (ViT-L) y GOYA, con CLIP-I (CLIP ViT-L/14)
y DINOv3 (ViT-L/16) como métodos de referencia genéricos. Para métodos
basados en embeddings usamos similitud coseno s; ; € [—1,1]. NST Gram e
IntroStyle se formulan como distancias, usadas directamente cuando basta un
ranking especifico del método. Cuando se requiere una escala comin, definimos
s;; € [—1,1] mapeando sus distancias con una escala fija dmax, estimada como
percentil 99 de pares aleatorios en una particién de calibracién independiente
y mantenida constante en todos los conjuntos para evitar utilizar informacion
del conjunto de evaluacion durante la normalizacion. El preprocesado sigue las
implementaciones piublicas.

4.2 Conjuntos de datos

Evaluamos una colecciéon amplia de conjuntos de datos con distintos dominios y
granularidades (Tabla 1).? Excluimos conjuntos sin etiqueta de estilo utilizable o
no disponibles. Si existen etiquetas de estilo/movimiento, las usamos como obje-
tivo; en caso contrario, usamos artista como aproximacion al estilo [35]. Usamos
particiones oficiales de evaluacion cuando existen; si no, el conjunto completo.
Cuando hay etiquetas de concepto, retenemos una tnica imagen por combinacién
estilo—concepto para evitar que contenidos repetidos favorezcan artificialmente
la recuperaciéon por estilo. Para mitigar la variabilidad introducida por esta se-
leccién, repetimos el proceso en 20 muestreos independientes y reportamos el
promedio.

4.3 Meétricas de evaluaciéon

Reportamos dos métricas complementarias.
mAP@5: cada conjunto de datos se divide en 80% base de datos y 20%
consultas, estratificando para que cada etiqueta de consulta aparezca en la base.

! Para evitar confusiéon con las métricas de evaluacion, nos referimos a los enfoques
comparados como “métodos”.

2 Abreviaturas: WA-S (WikiArt estilo), WA-A (WikiArt artista), AB-10 (ArtBench-
10), U-e (Ukiyo-e), SA (SemArt), Rijks (Rijksmuseum), m-MET (mini-
MET), AF (Artistic-Faces), PSC (painting-style-classification), ICD (Impression-
ist_Classifier Data), AP (Artistic Painting), AS (Artistic Styles), BA (Best Art-
works), DN (DomainNet), £SALAD (fruit-SALAD), OC (OmniConsistency).



‘ Déb.
Curados sup.| Controlados
Conjunto de datos| WA-S WA-A AB-10 U-e SA Rijks m-MET Art500k APDDv2 LAPIS AF PSC ICD AP AS BA | DN |-SALAD OC

#Imgs 80.096 80.096 10.000 17.790 1.031 18.896 38.307 43.453 1.002 11.763 160 629 990 4.102 511 8.446(2.070 100 2.605
Etiqueta S A S A A A D A S S A S A A S A G S S
#Estilos 27 1.119 10 149 628 3.028 33.501 4.992 8 26 16 26 10 20 9 50 6 10 22
Concepto No No No No No No No No No No No No No No No No Si St No

Table 1: Conjuntos de datos usados tras preprocesado. #Imgs/#Estilos: ntumero fi-
nal de imagenes/clases. Etiqueta: S=estilo, A=artista, G=dominio/género, ID=obra a
nivel de instancia. Concepto: disponibilidad de etiqueta de contenido.

Déb.
‘ Curados ‘ Sup. Controlados ‘

| WA-S WA-A AB-10 U-e SA Rijks m-MET Art500k APDDv2 LAPIS AF PSC ICD AP AS BA | DN* |fSALAD* OC |Media
NST Gram|,33/,41 28 5 5/ 3

39 ,37/,42

J17/,4016/,39

,1/,42 40|,66/,30| ,55/.35

24,40/,39

ALADIN 121,46/, 16/,07 14/,22 48/, R 30 48/,21
csp 122,63/, 122,15/, 122/,06 ,26/,18 162/, 32,69/, 28 ,59/,22
GOYA 24 ,07/,20 ,21/,23 ,14/,13 ,13/,22 ,50/,22 ,68/,15 ,27/,22 A7/,24 ,65/,22 ,50/,23 ,58/,21,62/,23 44/,21
CLIP-1 30 ,14/.21 ,28/,23 21/,17 ,25/,22 ,60/24 ,64/,22,79/,22 ,40/,23 68/,25 ,82/,22 ,63/,22 ,78/,22,59/,23| ,55/,25 155/,23
DINO 20 ,12/,16 ,27/,20 ,24/,04 ,27/.24 50/,33 ,58/,25 ,75/,14 ,36/,28 ,52/,27 ,70/,25 ,64/,32 ,65/,24|,42/,38| ,13/,27 145/,25

P
IntroStyle |,53/,49 36/, ,33,09/,29 ,30/,40 |15/12 ,19/45  47/48 52/49 48/,38 27/,47 ,52/46 ,68/,46 ,53/48 ,61/46|,65/45| ,97/.28 148/,41

Table 2: Comparacién cuantitativa. Cada celda reporta mAPQ5 / Eag; la negrita
indica el mejor valor por conjunto de datos y métrica. Para compactar la tabla, se omite
el cero inicial en los valores decimales. *DN y f-SALAD: promedio de 20 ejecuciones
tras seleccionar una dnica imagen por par estilo-concepto.

Para cada consulta recuperamos los top-5 vecinos y calculamos mAP@Q5 con-
siderando relevantes las iméagenes con la misma etiqueta de estilo.

Error de similitud de estilo. Comparamos la matriz de similitud predicha
s;,; con una estructura ideal sy, = 1si y; = y; y 0 en caso contrario. Las

]
similitudes negativas se truncan a 0 y se calcula MSE intra- e inter-estilo:

1
Eintr - . (SL‘ - 1)2a
G ) Ty = i) 2 !

(4,0)yi=y;

1
Buter = TG T ], 2=, i)
’ CT I ) ity
Reportamos Eavg = (Eintra + Pinter)/2, donde valores menores indican mayor
acuerdo con la separacién ideal.

5 Resultados

Presentamos resultados cuantitativos (Tabla 2) y matrices de similitud cualita-
tivas (Figura 1), que muestran como cada método estructura relaciones de estilo
en subconjuntos controlados.

La Tabla 2 y la Figura 1 revelan tendencias consistentes. CSD alcanza la
mejor mAP@5 media (0,59), seguido de CLIP-I (0,55). En E,,s, ALADIN y
GOYA logran la mejor media (0,21), con CSD cerca (0,22), mostrando que re-
cuperacion top-k y geometria global capturan aspectos complementarios. Aun
as{, ningin método actia todavia como aproximaciéon universalmente robusta
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Fig. 1: Matrices de similitud de estilo en tres conjuntos de datos. Bloques diagonales
claros indican coherencia intra-estilo; regiones oscuras fuera de la diagonal indican
separacion inter-estilo.

del juicio humano: el rendimiento varia notablemente entre conjuntos de datos
y regimenes de etiquetas, especialmente en SemArt, donde todos obtienen baja
mAP@5.

Los métodos de referencia genéricos CLIP-I y DINO suelen quedar por de-
tras en separacion estilistica, al estar optimizados para representacién semén-
tica o visual general. CLIP-I puede ser competitivo en varios conjuntos curados,
sugiriendo que la recuperacion se beneficia de correlaciones entre estilo y con-
tenido recurrente. DINO rinde bien en algunos conjuntos de datos (mini-MET,
Art500K), pero se degrada en otros. En cambio, métodos especificos como AL-
ADIN, CSD y GOYA tienden a producir menor error y organizacion intra-estilo
maés coherente. NST' Gram obtiene la menor mAP@5 media y el mayor Fyy,g, in-
dicando que textura y paleta no bastan para discriminacién robusta en dominios
heterogéneos.

Los conjuntos de datos controlados, especialmente fruit-SALAD, son clave
para interpretar el comportamiento: al desacoplar estilo y concepto, reducen
atajos semanticos. Aqui, ALADIN y CSD destacan; IntroStyle logra alta recu-
peracion, pero con mayor F,,, sugiriendo una geometria global menos alineada.
El rendimiento més débil de DINO, CLIP-I y NST Gram indica sensibilidad
parcial a objeto, composicién u otras pistas no estilisticas.

En conjunto, las métricas actuales aiin no alcanzan una similitud de estilo
de grano fino alineada con el juicio humano. Persisten dos limitaciones: sepa-
racion incompleta estilo—contenido y robustez limitada entre dominios. Las afir-
maciones sobre “comprension del estilo” deben contextualizarse por el régimen
de evaluacion: buen rendimiento en conjuntos de datos entrelazados no implica
necesariamente similitud fiable de estilo de grano fino.
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Fig. 2: Ejemplos visuales de cuatro conjuntos de evaluacién, mostrando dos estilos por
conjunto y dos imagenes por estilo. Las parejas de imagenes en una misma fila permiten
valorar la consistencia intra-estilo, mientras que la comparacién entre filas dentro de
cada columna ilustra la distincién inter-estilo.

6 Limitaciones de los conjuntos de evaluaciéon actuales

Los resultados muestran que el rendimiento no depende solo del método, sino
también de como cada conjunto de evaluacion define “estilo”. Algunos conjuntos
de datos resultan mas faciles o dificiles para la mayoria de métodos, sugiriendo
etiquetas heterogéneas: transformaciones visuales controladas, movimientos artis-
ticos, identidad de artista, dominios amplios o metadatos museisticos. Asi, una
misma puntuacion puede reflejar sensibilidad estilistica, pero también temas re-
currentes, tipo de objeto, material, autoria o duplicados.

Una segunda limitacién es la correlacién entre estilo y contenido. Muchos
conjuntos curados no fueron disefiados para separar explicitamente ambos fac-
tores, por lo que las etiquetas de estilo pueden estar asociadas a motivos, géneros,
composiciones u objetos concretos. Esto puede favorecer a métodos que capturan
contenido semantico més que estilo visual. En este sentido, fruit-SALAD es es-
pecialmente informativo porque recombina explicitamente estilo y contenido,
proporcionando una evaluaciéon mas directa de la invariancia al contenido.

Una tercera limitacion es el soporte desigual por etiqueta. Muchos conjuntos
reales presentan distribuciones desbalanceadas, con algunas clases muy represen-
tadas y muchas otras con pocas imagenes. Cuando una etiqueta de estilo cuenta
con pocos ejemplos, resulta dificil estimar la consistencia intra-estilo y la tarea
de recuperacion puede depender de similitud a nivel de instancia mas que de
una nocioéon estable de estilo.

Finalmente, los conjuntos también difieren en consistencia intra-estilo y dis-
tincion inter-estilo. Algunas etiquetas agrupan imagenes visualmente coherentes
y bien separadas de otros estilos, mientras que otras cubren regimenes visuales
amplios o heterogéneos. Los conjuntos controlados como fruit-SALAD y Om-
niConsistency suelen ofrecer etiquetas méas definidas, mientras que las colec-
ciones reales pueden contener categorias amplias o correlaciones sujeto—artista.
La Figura 2 ilustra este efecto.



En general, estos conjuntos de evaluacion no deberian interpretarse como in-
tercambiables. Los controlados ofrecen evidencia mas fuerte sobre consistencia
de estilo y desentrelazamiento estilo—contenido; las colecciones grandes curadas o
débilmente supervisadas son ttiles para evaluar robustez bajo ruido de etiquetas
y variabilidad real. El disefio de futuros conjuntos de evaluacién deberia pri-
orizar control de contenido, soporte suficiente por estilo, manejo de duplicados y
definiciones estilisticas mas claras. Asimismo, futuras evaluaciones deberian in-
corporar alineamiento con juicios humanos y analisis de significancia estadistica,
especialmente ante sesgos y ruido de anotacién en colecciones reales.

7 Conclusion

Este articulo reviso la similitud de estilo visual de grano fino, examinando con-
juntos de datos, regimenes de evaluacion y métodos, desde aproximaciones per-
ceptuales genéricas hasta embeddings especificos de estilo. Ademaés, realizamos
una comparacion unificada sobre conjuntos de evaluacion diversos, usando recu-
peracion y error de estructura de similitud para diagnosticar fuga de contenido y
robustez entre dominios. Los resultados muestran que métodos dedicados como
CSD superan consistentemente a métodos de referencia genéricos, aunque el
rendimiento atn estd lejos de una nocién robusta y alineada con el juicio hu-
mano, especialmente en colecciones reales exigentes. Por tanto, las métricas fi-
ables de estilo de grano fino siguen siendo un problema abierto. El trabajo futuro
deberia priorizar conjuntos de evaluacion controlados, protocolos claros de desen-
trelazamiento y objetivos que impongan invariancia al contenido manteniendo
sensibilidad a pistas estilisticas sutiles. También seria valioso estudiar consensos
entre métricas, por ejemplo mediante agregacion de similitudes o combinaciones
de modelos, y utilizar desacuerdos entre métodos para detectar anotaciones rui-
dosas o potencialmente incorrectas.
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