
Detección Estadística del Sesgo Posicional en
Sistemas de Recomendación basados en Grandes

Modelos de Lenguaje

Carlos Peláez-González1[0000−0001−7976−3139],
Andrés Herrera-Poyatos2[0000−0001−9183−5262], y

Francisco Herrera1[0000−0002−7283−312X]

1 Departamento de Ciencias de la Computación e Inteligencia Artificial, Universidad
de Granada, Granada (18010), España

carlosprog@ugr.es
herrera@decsai.ugr.es

2 Departamento de Álgebra, Universidad de Granada, Granada (18010), España
andreshp@ugr.es

Resumen Los sistemas de recomendación basados en grandes modelos
de lenguaje (LLMs) bajo arquitecturas RAG han ganado una relevancia
creciente en plataformas digitales, si bien introducen nuevas fuentes de
sesgo estructural que pueden comprometer su fiabilidad. En particular,
el sesgo posicional, entendido como la dependencia de la recomendación
respecto al orden en que los productos candidatos se presentan en el
prompt, carece hasta la fecha de un marco estadístico riguroso para su
detección en entornos de recomendación, donde la ausencia de etiquetas
de relevancia limita la aplicabilidad de los métodos existentes. En este
trabajo proponemos un marco formal basado en permutaciones que de-
muestra que la ausencia de sesgo posicional implica la uniformidad de la
distribución de probabilidad sobre las posiciones del prompt, y emplea-
mos esta propiedad para construir un test estadístico de bondad de ajus-
te que no requiere etiquetas de relevancia. La evaluación empírica sobre
ocho modelos de última generación pertenecientes a las familias LLaMA,
GPT-OSS y DeepSeek R1 muestra que cuatro de ellos presentan sesgo
posicional estadísticamente significativo, con patrones cualitativos dife-
renciados entre familias, lo que pone de manifiesto que el sesgo posicional
es un fenómeno real y medible en estos sistemas y subraya la necesidad
de incorporar su detección en los procesos de auditoría de sistemas de
recomendación basados en LLMs.

Palabras clave: Sesgo posicional · Grandes modelos de lenguaje · Sis-
temas de recomendación

1. Introducción

Los sistemas de recomendación constituyen un componente fundamental de las
plataformas digitales modernas, con aplicaciones en ámbitos tan diversos como
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el comercio electrónico, el entretenimiento o la recuperación de información.
Con la aparición de los grandes modelos de lenguaje (LLMs), estos sistemas
han experimentado una transformación significativa gracias a su capacidad para
razonar sobre texto en lenguaje natural [11]. Una arquitectura habitual para
implementar este tipo de sistemas es la generación aumentada por recuperación
(RAG), en la que un módulo de recuperación selecciona un conjunto de productos
candidatos y un LLM genera la recomendación final [19]. En este trabajo nos
centramos en el caso de la recomendación Top-1, en el que el sistema selecciona
un único producto de entre los candidatos.

Sin embargo, el uso de LLMs como núcleo de decisión introduce nuevas fuen-
tes de sesgo. Distinguimos entre sesgos injustos, que afectan a grupos de usuarios
definidos por atributos sensibles [5], y sesgos estructurales, que emergen de la
propia formulación del sistema. En este trabajo nos centramos en el sesgo po-
sicional, un tipo de sesgo estructural que se manifiesta cuando la probabilidad
de recomendar un producto depende de la posición que ocupa en el prompt en
lugar de su relevancia respecto a la consulta del usuario.

Aunque el sesgo posicional ha sido estudiado en dominios relacionados co-
mo las preguntas de elección múltiple [17,23] o la evaluación automática [24],
los métodos existentes presentan limitaciones importantes: la mayoría requieren
conjuntos de datos etiquetados con una respuesta correcta [9], condición que
no se satisface en entornos de recomendación, y algunos asumen la uniformidad
de la distribución de posiciones bajo la ausencia de sesgo sin una justificación
formal [13]. Por tanto, las contribuciones de este trabajo son las siguientes:

Proponemos un marco estadístico formal para la detección y análisis de
sesgo posicional en sistemas de recomendación Top-1 basados en LLMs, que
no requiere etiquetas de relevancia e incluye una demostración formal de que
la ausencia de sesgo posicional implica la uniformidad de la distribución de
probabilidad sobre las posiciones del prompt.
Realizamos una evaluación empírica sobre ocho modelos de última genera-
ción pertenecientes a las familias LLaMA, GPT-OSS y DeepSeek R1, em-
pleando un caso de uso de recomendación de productos construido a partir
del conjunto de datos Amazon ML Challenge 2023.

Los resultados muestran que cuatro de los ocho modelos evaluados presentan
sesgo posicional significativo estadísticamente, con patrones diferenciados entre
familias de modelos, subrayando la importancia de incorporar su detección en
los procesos de auditoría de estos sistemas. El resto del artículo se organiza
como sigue: la Sección 2 revisa los trabajos relacionados, la Sección 3 presenta el
marco formal y la metodología propuesta, la Sección 4 describe la configuración
experimental y analiza los resultados, y la Sección 5 resume las conclusiones y
las direcciones de trabajo futuro.

2. Trabajo relacionado

Los sistemas de recomendación conversacionales son aquellos que permiten al
usuario interactuar con el sistema en lenguaje natural, donde la tarea del sis-
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tema es entender las preferencias del mismo para así poder recomendar uno o
más de los productos ofertados en la plataforma donde se implemente. La imple-
mentación de dichos sistemas se ha desarrollado usando diferentes alternativas,
donde los métodos más clásicos emplean sistemas basados en reglas o enfoques
basados en aprendizaje automático. Con el crecimiento de los grandes modelos
de lenguaje (LLMs) y sus capacidades de generalizar a tareas para las que no
han sido diseñados, los sistemas conversacionales se pueden implementar usando
estos modelos como núcleo de la generación de la recomendación [11]. Un ejemplo
de diseño sería usando metodologías basadas en RAG (Generación Aumentada
por Recuperación), cuyo sistema se descompone en dos componentes principales:
recuperación de elementos relacionados en base a una petición y generación de
contenido en base a lo recuperado [19]. La arquitectura basada en RAG se puede
aplicar directamente a un sistema de recomendación, donde la base de datos se
compone de los productos que componen al catálogo. Dicha recomendación pue-
de dar como resultado uno o más productos, los cuales se usarán para proveer
al usuario de una experiencia personalizada.

La implementación de sistemas de recomendación usando modelos de caja
negra en vez de técnicas más interpretables implica que se desconocen las reglas
de decisión por las que un modelo realiza la recomendación. Esto conlleva, entre
otras cosas, la potencial aparición de sesgos difíciles de detectar y mitigar, por
lo que es necesario entender los potenciales sesgos que puede inducir un modelo
de estas características. Dicho entendimiento primero parte de la diferenciación
de los diferentes sesgos, entre los que encontramos dos grandes grupos de sesgos
y a los que denominaremos como sesgos injustos y sesgos estructurales, siendo
los sesgos injustos aquellos que comprometen a grupos protegidos como lo son la
raza o el sexo [5,15], y los sesgos estructurales como todos aquellos que dependen
de la estructura del texto que se le provee al modelo de lenguaje [5].

En este trabajo nos centraremos en el estudio del sesgo posicional, un ti-
po de sesgo estructural que condiciona las reglas de decisión del modelo según
la posición en la que se le proveen los productos dentro del prompt. En térmi-
nos estadísticos, implica una tendencia del modelo a seleccionar determinadas
posiciones con independencia de la relevancia de los productos respecto a los in-
tereses del usuario. Este fenómeno se ha estudiado en tareas como las Preguntas-
Respuestas de elección múltiple [17,23,22], los sistemas basados en RAG [12,10],
la evaluación mediante modelos de lenguaje [24,18] y los sistemas de recomenda-
ción basados en LLMs [9], atribuyéndose habitualmente su origen a los propios
datos de entrenamiento y alineamiento [4,3,20]. A diferencia de las tres primeras
tareas, donde su evaluación suele contar con un conjunto etiquetado, en reco-
mendación resulta más complicada de evaluar por la ambigüedad inherente a
la relevancia de un producto, donde varios candidatos podrían ser igualmente
relevantes [9].

Trabajos relacionados a este ya han estudiado la presencia del sesgo posicio-
nal en los modelos de lenguaje, incluyendo el ámbito específico de la recomen-
dación [14,2]. Sin embargo, estos trabajos o bien requieren conocer la posición
de un ítem objetivo dentro de la lista de candidatos [14], o bien se limitan a una
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caracterización descriptiva del sesgo mediante correlaciones de ranking [2], sin
ofrecer en ningún caso una definición formal de ausencia de sesgo posicional ni
un test de hipótesis que determine su significación estadística. A esto se suman
métricas como RStd [23], que necesita datos etiquetados con una respuesta co-
rrecta, y otras basadas en la divergencia KL frente a la distribución uniforme,
asumida sin justificación formal [13]. En base a estas observaciones, en este tra-
bajo identificamos que el estudio del sesgo posicional necesita de un fundamento
estadístico sólido que permita realizar test de hipótesis.

3. Formulación y metodología

En esta sección formalizamos el problema del sesgo posicional en sistemas de
recomendación basados en LLMs y presentamos la metodología estadística pro-
puesta para su detección. En primer lugar, la Sección 3.1 introduce la arqui-
tectura RAG como marco de referencia y establece la notación probabilística
necesaria para modelar el comportamiento del sistema. A continuación, la Sec-
ción 3.2 describe el test estadístico empleado para detectar el sesgo posicional,
así como la matriz de inspección del sesgo como herramienta de análisis cualitati-
vo. Finalmente, la Sección 3.3 demuestra formalmente que, en ausencia de sesgo
posicional, la distribución de probabilidad sobre las posiciones del prompt es ne-
cesariamente uniforme, justificando así el fundamento teórico de la metodología
propuesta.

3.1. Definiendo un sistema de recomendación basado en LLMs

Un sistema de recomendación basado en LLMs puede implementarse siguiendo
una arquitectura RAG, la cual se descompone en dos etapas principales. En pri-
mer lugar, un módulo de recuperación selecciona los k productos más relevantes
de un catálogo en base a la similitud semántica con la consulta del usuario,
empleando para ello un modelo de embeddings. En segundo lugar, los productos
recuperados se incorporan junto con la consulta del usuario en un prompt, que es
proporcionado al LLM para que genere la recomendación final. Esta arquitectura
permite al LLM razonar sobre un conjunto acotado de candidatos expresados en
lenguaje natural, sin necesidad de acceder directamente al catálogo completo.

Definimos D como una distribución de probabilidad sobre las posibles con-
sultas de usuario del sistema de recomendación y sus k productos asociados, de
forma que muestreamos de D tuplas de la forma (Q,P1, P2, . . . , Pk), donde Q
es una consulta de usuario y P1, P2, . . . , Pk son los k productos más relevantes
seleccionados mediante la arquitectura RAG para dicha consulta. Siendo Sk el
conjunto de todas las permutaciones de {1, 2, . . . , k} y para una instancia X ∼ D
y una permutación σ ∈ Sk, construimos el prompt del sistema de recomendación
presentando los productos en el orden Pσ(1), Pσ(2), . . . , Pσ(k), obteniendo como
resultado una recomendación por parte del LLM. Denotamos por R(X,σ) la po-
sición en el prompt del producto recomendado. Por ejemplo, si R(X,σ) = 1, el
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LLM recomienda el primer producto del prompt, que corresponde a Pσ(1) en la
lista original.

En nuestro análisis, la permutación σ se muestrea de forma uniforme sobre
Sk, denotado σ ∼ U(Sk). El uso de permutaciones aleatorias permite evaluar el
sesgo posicional de la recomendación R, en línea con los principios del contraste
basado en permutaciones [6]. Bajo esta formulación, definimos la distribución de
probabilidad marginal sobre las posiciones del prompt como

p(i) = PrX∼D, σ∼U(Sk)[R(X,σ) = i] , i ∈ {1, 2, . . . , k}, (1)

donde evidentemente se cumple
∑k

i=1 p(i) = 1. La distribución p captura la
tendencia global del modelo a recomendar el producto situado en cada posición
del prompt, promediada sobre todas las consultas posibles y todas las permuta-
ciones. En ausencia de sesgo posicional, esta distribución debería ser uniforme:
p(1) = p(2) = · · · = p(k) = 1/k, ya que ninguna posición del prompt debería
ser sistemáticamente preferida con independencia del contenido semántico de los
productos. Esta propiedad se demuestra formalmente en la Sección 3.3.

3.2. Metodología para la detección de sesgo posicional

Para detectar el sesgo posicional, proponemos contrastar la hipótesis nula de que
la distribución p definida en la Ecuación 1 es uniforme. Como se demuestra en la
Sección 3.3, esta hipótesis es equivalente a la ausencia de sesgo posicional. Para
ello, empleamos el contraste de bondad de ajuste Chi-cuadrado sobre muestras
de p, el cual requiere un número mínimo de k · 30 muestras para garantizar la
validez asintótica del test.

Como alternativa más directa, existe un contraste basado en la matriz de
contingencia de las variables Y y σ, donde Y = σ(R(X,σ)) representa el índice
original del producto recomendado. Bajo la ausencia de sesgo posicional, estas
dos variables deberían ser estadísticamente independientes, lo que puede con-
trastarse mediante el test Chi-cuadrado de independencia sobre dicha matriz. Si
bien este enfoque es más directo comparado con el test de uniformidad, el medir
la independencia con dicha matriz requiere un número significativamente mayor
de muestras para garantizar que cada celda de la matriz de contingencia conten-
ga un mínimo de 5 observaciones, condición necesaria para la validez asintótica
del test.

Más allá de la detección estadística, resulta de interés caracterizar cualitati-
vamente el patrón de sesgo posicional observado. Con este fin, introducimos la
matriz de inspección del sesgo, donde cada fila i representa un producto según
su posición original en la lista ordenada devuelta por el módulo de recuperación,
y cada columna j representa una posición del prompt tras aplicar la permuta-
ción. La celda (i, j) recoge la media del número de veces que el producto i es
recomendado cuando la permutación lo sitúa en la posición j del prompt, esto
es,

Ai,j =
1

(k − 1)!

∑
σ∈Sk :σ(i)=j

(∑
X∼D

1[R(X,σ) = j]

)
. (2)
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Esta matriz permite identificar qué posiciones del prompt son sistemáticamente
favorecidas o penalizadas por el modelo con independencia del producto concre-
to que las ocupe. Interpretada por columnas, una columna j con valores glo-
balmente elevados indica una preferencia posicional positiva hacia la posición
j, mientras que valores globalmente reducidos revelan una tendencia negativa.
Esta visualización complementa el contraste estadístico definido, ofreciendo una
descripción cualitativa de la estructura del sesgo detectado.

3.3. Uniformidad bajo la ausencia de sesgo posicional

En esta sección demostramos formalmente que, en ausencia de sesgo posicional,
la distribución p definida en la Ecuación 1 es uniforme. Comenzamos formali-
zando la ausencia de sesgo posicional.

Definición 1. Decimos que una función de recomendación R está libre de sesgo
posicional respecto a una distribución D si, para casi toda instancia X ∼ D,
existe una función g(X) ∈ {1, . . . , k} tal que el producto recomendado es el
mismo para cualquier permutación, esto es,

σ(R(X,σ)) = g(X) ∀σ ∈ Sk.

Esta definición expresa que, en ausencia de sesgo posicional, la recomendación
del modelo debe depender únicamente del contenido semántico de los productos
y de la consulta del usuario, y no del orden en que los productos se presentan
en el prompt.

Proposición 1. En ausencia de sesgo posicional en el sentido de la Defini-
ción 1, se tiene que p(i) = 1

k para todo i ∈ {1, 2, . . . , k}.

Demostración. Fijamos una instancia X = x. Por la Definición 1, existe un índice
g(x) ∈ {1, . . . , k} tal que σ(R(x, σ)) = g(x) para toda permutación σ ∈ Sk, lo
que equivale a que R(x, σ) = σ−1(g(x)). Por tanto, para cualquier posición
i ∈ {1, . . . , k}, tenemos que

p(i | X = x) = Eσ∼U(Sk)1[R(x, σ) = i]

= Eσ∼U(Sk)1
[
σ−1(g(x)) = i

]
= Eσ∼U(Sk)1[g(x) = σ(i)]

=
1

k
,

donde la última igualdad se debe a que, al promediar sobre todas las permutacio-
nes uniformes, σ(i) toma cada valor de {1, . . . , k} con la misma probabilidad 1

k ,
con independencia del valor fijo g(x). Marginalizando finalmente sobre X ∼ D
obtenemos p(i) = EX∼D[p(i | X)] = 1

k para todo i ∈ {1, . . . , k}. □

La Proposición 1 justifica el uso del contraste de bondad de ajuste Chi-
cuadrado frente a la distribución uniforme como test estadístico para la detección
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de sesgo posicional: si el sistema está libre de sesgo, p es necesariamente uniforme,
por lo que una desviación significativa detectada por el contraste constituye
evidencia de sesgo posicional. El recíproco no se sostiene necesariamente, pues
un modelo sesgado podría, en casos particulares, dar lugar a una distribución
agregada uniforme, por lo que el no rechazo de la hipótesis nula no garantiza la
ausencia de sesgo, sino únicamente la falta de evidencia frente a esta forma de
sesgo.

4. Experimentación y resultados

En esta sección presentamos la evaluación empírica del sesgo posicional en siste-
mas de recomendación basados en LLMs, siguiendo la metodología descrita en
la Sección 3.2. En primer lugar, la Sección 4.1 describe la configuración expe-
rimental, incluyendo la construcción del conjunto de datos de evaluación y los
detalles de implementación del sistema. A continuación, la Sección 4.2 presenta
los resultados obtenidos, organizados en dos bloques: la aplicación del test esta-
dístico de uniformidad y el análisis cualitativo del sesgo mediante la matriz de
inspección.

4.1. Configuración experimental

El conjunto de datos de evaluación se construye a partir de dos fuentes prin-
cipales. Por un lado, se generan 720 consultas de usuario sintéticas mediante
plantillas que cubren distintas categorías de productos y preferencias de usuario.
Por otro lado, el catálogo de productos se obtiene del conjunto de datos Ama-
zon ML Challenge 2023 3, del que se muestrean 50,000 productos, cada uno de
ellos con un título y una descripción. A partir de estas dos fuentes, se constru-
ye el conjunto de datos RAG aplicando el esquema de recuperación descrito en
la Sección 3.1, empleando el modelo de embeddings BAAI [21] para calcular la
similitud semántica entre las consultas y los títulos de los productos y seleccio-
nando los k = 5 más similares para cada consulta. Esto resulta en 720 tuplas de
la forma (Q,P1, P2, P3, P4, P5). Para cada una de estas tuplas, se consideran las
120 permutaciones posibles de los 5 productos candidatos, lo que resulta en un
total de 720 · 120 = 86,400 instancias de evaluación.

Los modelos evaluados en este trabajo pertenecen a cuatro familias de LLMs
de última generación. En primer lugar, la familia LLaMA 3.1, representada por
sus variantes de 8B y 70B parámetros [7]. En segundo lugar, LLaMA 4 Scout [1].
En tercer lugar, la familia GPT-OSS, con sus variantes de 20B y 120B paráme-
tros [16]. Finalmente, la familia DeepSeek R1, representada por tres variantes:
la destilación sobre LLaMA de 8B parámetros y las destilaciones sobre Qwen
de 7B y 32B parámetros [8]. Todos los modelos se evalúan con temperatura
cero, garantizando así el determinismo de las recomendaciones y permitiendo
aislar el efecto del orden de los productos de cualquier variabilidad estocástica
introducida por el proceso de generación.
3 Disponible en

https://www.kaggle.com/datasets/ashisparida/amazon-ml-challenge-2023

https://www.kaggle.com/datasets/ashisparida/amazon-ml-challenge-2023
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Tabla 1. Resultados del test de bondad de ajuste Chi-cuadrado aplicado sobre la
distribución empírica p(i) para cada modelo evaluado. El p-valor se estima como la
mediana de 500 iteraciones de bootstrap, seleccionando en cada una de ellas una per-
mutación por consulta. Los valores en negrita indican un α inferior a 0,05.

Model name p-valor

DeepSeek R1 32B (Qwen) 0.366757
DeepSeek R1 7B (Qwen) 0.000080

DeepSeek R1 8B (LLaMA) 0.359945
LLaMA 3.1 8B 0.305323
LLaMA 4 Scout 0.250782
GPT-OSS 120B 0.029484
GPT-OSS 20B 0.000181
LLaMA 3.1 70B 0.002477

4.2. Resultados y análisis

Aplicación del test estadístico Para evaluar la presencia de sesgo posicional,
aplicamos la metodología descrita en la Sección 3.3 sobre las 86,400 instancias
del conjunto de evaluación. Dado que el test de bondad de ajuste Chi-cuadrado
requiere muestras independientes de p, no podemos emplear directamente todas
las permutaciones de cada consulta de forma simultánea. En su lugar, estima-
mos el p-valor mediante un procedimiento de bootstrap: en cada iteración, se
selecciona aleatoriamente una permutación por consulta, obteniendo 720 mues-
tras independientes de p, y se aplica el test Chi-cuadrado. Este procedimiento se
repite 500 veces, reportando la mediana de los p-valores como estimación final,
robusta frente a la variabilidad del muestreo aleatorio de permutaciones. Los
resultados se recogen en la Tabla 1.

A partir de la Tabla 1, se observa que 4 de los 8 modelos evaluados son
detectados como posicionalmente sesgados bajo el umbral de significación es-
tándar α = 0,05. Cabe destacar que este resultado se obtiene a partir de un
conjunto de tan solo 720 consultas con sus respectivas permutaciones, lo que
pone de manifiesto la eficiencia en términos de muestras de la metodología pro-
puesta. Los modelos detectados como posicionalmente sesgados son DeepSeek
R1 7B (Qwen), GPT-OSS 120B, GPT-OSS 20B y LLaMA 3.1 70B, mientras
que los cuatro modelos restantes no presentan evidencia estadística suficiente
para rechazar la hipótesis nula de uniformidad.

La Figura 1 muestra la distribución empírica de probabilidad p(i) para cada
modelo evaluado, permitiendo visualizar cualitativamente los patrones de ses-
go posicional detectados. Se observa que los modelos de la familia GPT-OSS
y LLaMA 3.1 70B muestran una clara tendencia a seleccionar productos situa-
dos en las primeras posiciones del prompt. El modelo DeepSeek R1 7B (Qwen)
presenta una preferencia marcada por la segunda posición, mientras que los mo-
delos no detectados como sesgados muestran distribuciones más próximas a la
uniformidad.
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Figura 1. Distribución empírica p(i) para cada modelo evaluado, donde cada barra
indica la probabilidad de recomendar el producto en la posición i del prompt. En
ausencia de sesgo posicional, todas las barras deberían tener altura 1/k.
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Figura 2. Matriz de inspección del sesgo posicional definida en la Ecuación 2 para
cada modelo evaluado. Cada fila i representa un producto según su posición original
en el ranking del módulo de recuperación, y cada columna j representa una posición
del prompt tras aplicar la permutación.

En conjunto, estos resultados confirman que el sesgo posicional es un fenó-
meno estadísticamente detectable en varios modelos de última generación, cuya
dirección y magnitud varían considerablemente entre familias, lo que sugiere un
papel relevante de las diferencias arquitectónicas o de entrenamiento.

Inspección del sesgo posicional Para caracterizar cualitativamente la es-
tructura del sesgo posicional detectado, analizamos la matriz de inspección del
sesgo descrita en la Sección 3.2, cuyos resultados se muestran en la Figura 2 para
todos los modelos evaluados.

Los patrones observados en la Figura 2 son consistentes con los descritos en
el apartado anterior. Los modelos de la familia GPT-OSS muestran una clara
preferencia por los productos situados en las primeras posiciones del prompt
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con independencia del producto concreto que las ocupe, mientras que LLaMA
3.1 8B, pese a no presentar un sesgo posicional estadísticamente detectable,
exhibe el patrón contrario, favoreciendo sistemáticamente las últimas posiciones.
Estos resultados son coherentes con observaciones previas sobre cómo los LLMs
atienden a diferentes regiones del prompt, donde la información situada al inicio
o al final suele tener mayor influencia en la decisión del modelo [12].

Adicionalmente, se observa que los productos situados en las primeras posi-
ciones antes de aplicar la permutación, es decir, los productos mejor valorados
por el módulo de recuperación, tienden a ser seleccionados con mayor frecuencia
con independencia de la posición a la que sean desplazados por la permutación.
Este comportamiento es esperable, dado que el módulo de recuperación ordena
los productos por similitud semántica con la consulta, por lo que los productos
más relevantes son también los más frecuentemente recomendados por el LLM.

En definitiva, la matriz de inspección del sesgo confirma y enriquece los re-
sultados obtenidos mediante el test estadístico, permitiendo identificar no solo
la presencia de sesgo posicional sino también su dirección y estructura, lo que
constituye información valiosa de cara al diseño y auditoría de sistemas de reco-
mendación basados en LLMs.

5. Conclusiones y trabajo futuro

En este trabajo se ha propuesto un marco estadístico para detectar y analizar
el sesgo posicional en sistemas de recomendación basados en LLMs bajo arqui-
tecturas RAG. La propuesta se basa en permutar aleatoriamente los productos
candidatos dentro del prompt y estudiar la distribución de las posiciones seleccio-
nadas por el modelo. A partir de una formalización probabilística, se demuestra
que, en ausencia de sesgo posicional, dicha distribución debe ser uniforme, lo que
justifica el uso de un test de bondad de ajuste Chi-cuadrado como mecanismo
de detección sin necesidad de etiquetas externas de relevancia.

La evaluación empírica sobre ocho modelos de las familias LLaMA, GPT-OSS
y DeepSeek R1 muestra que cuatro presentan sesgo posicional estadísticamente
significativo. La matriz de inspección propuesta revela además patrones diferen-
ciados entre modelos, desde una clara preferencia por las primeras posiciones
hasta distribuciones próximas a la uniformidad. Estos resultados evidencian que
el sesgo posicional es un fenómeno real, medible y dependiente del modelo, por
lo que debería considerarse en auditorías de sistemas de recomendación basados
en LLMs.

Como limitación principal, cabe señalar que la Proposición 1 se deriva direc-
tamente de la simetría del muestreo uniforme de permutaciones; no obstante, su
formalización resulta necesaria, pues trabajos previos han asumido dicha unifor-
midad sin justificación explícita (Sección 2). Además, el marco propuesto adopta
una definición estricta de ausencia de sesgo posicional, basada en la invariancia
de la recomendación frente a permutaciones, que no incorpora la relevancia se-
mántica de los productos y no distingue completamente entre una preferencia
estructural por ciertas posiciones y una regla de decisión estable asociada a di-
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ferencias reales de relevancia. Como trabajo futuro, resulta necesario incorporar
estimaciones de relevancia o preferencias humanas, así como evaluar el sesgo
en escenarios Top-k, distintos tamaños de lista candidata y sistemas RAG en
dominios reales.
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