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Resumen El crecimiento de las plataformas de aprendizaje en línea
ha impulsado el uso de sistemas de recomendación educativa para me-
jorar la experiencia de aprendizaje y facilitar la selección de recursos
formativos. Sin embargo, la dispersión y heterogeneidad de la informa-
ción disponible dificultan la generación de recomendaciones precisas. En
este trabajo se propone un modelo híbrido de recomendación educativa
que integra interacciones usuario-ítem, atributos de usuarios e ítems y
la evolución temporal de las preferencias. La arquitectura combina un
codificador basado en grafos, codificadores neuronales de atributos, un
módulo secuencial de autoatención, una función de puntuación no lineal y
un mecanismo de aprendizaje contrastivo para mejorar la robustez de las
representaciones. El modelo se evalúa sobre el conjunto de datos MARS y
se compara con métodos representativos de recomendación colaborativa,
recomendación basada en grafos, recomendación secuencial y aprendi-
zaje autosupervisado. Los resultados muestran que, aunque los modelos
secuenciales obtienen mejores valores en la métrica Hit, la propuesta ob-
tiene mejores resultados en las métricas NDCG y MRR, indicando una
mayor capacidad para priorizar recursos relevantes en las primeras posi-
ciones, lo cual es especialmente relevante en entornos educativos.

Keywords: Sistemas de recomendación educativa · modelos híbridos ·
modelos secuenciales · modelos basados en grafos · aprendizaje contras-
tivo

1. Introducción

El crecimiento de las plataformas de aprendizaje en línea y, en particular, de
los MOOCs (Massive Open Online Courses), ha ampliado de forma significativa
el acceso a recursos educativos. Sin embargo, esta abundancia de contenidos tam-
bién genera nuevos desafíos: los estudiantes deben elegir entre una gran cantidad
de cursos, materiales y trayectorias posibles, lo que puede producir sobrecarga
de información y dificultar la selección de recursos adecuados a sus necesidades,
conocimientos previos e intereses [8].



En este contexto, los sistemas de recomendación educativa permiten perso-
nalizar la experiencia de aprendizaje y ayudar al estudiante a descubrir recursos
relevantes [15]. A diferencia de otros dominios, la recomendación educativa no
solo busca maximizar la probabilidad de interacción, sino también apoyar pro-
cesos de aprendizaje efectivos. Por ello, resulta importante considerar el perfil
del estudiante, su historial de interacción, las características de los recursos y,
cuando sea posible, el contexto en el que se produce la interacción [9].

En los últimos años, se han propuesto modelos de recomendación educati-
va basados en aprendizaje profundo, grafos y arquitecturas secuenciales [1,11].
Los enfoques neuronales permiten capturar relaciones no lineales entre usua-
rios e ítems [6]; los modelos basados en grafos aprovechan la estructura de las
interacciones y las relaciones entre entidades [5,19]; y las arquitecturas secuen-
ciales modelan la evolución temporal de las preferencias a partir del historial del
estudiante [7,16]. Asimismo, algunos trabajos incorporan grafos de conocimien-
to e información contextual para enriquecer las representaciones y adaptar las
recomendaciones a las características del proceso educativo [24,23].

A pesar de estos avances, los sistemas de recomendación educativa continúan
enfrentándose a importantes limitaciones [9]. Los datos suelen ser dispersos, mu-
chos estudiantes interactúan con pocos recursos y la información disponible pue-
de ser heterogénea, incluyendo atributos estructurados, contexto y descripciones
textuales. Además, persisten problemas relacionados con la integración conjunta
de estas fuentes de información, la falta de conjuntos de datos y protocolos de
evaluación homogéneos, la interpretabilidad, la equidad y la presencia de ses-
gos, especialmente relevantes cuando las recomendaciones pueden influir en las
trayectorias formativas de los estudiantes [18,3]. En este trabajo se propone un
modelo híbrido de recomendación educativa que integra información heterogé-
nea y se adapta a las fuentes disponibles en cada caso. El modelo combina un
codificador basado en grafos para capturar la estructura colaborativa, codifica-
dores de atributos para explotar la información disponible de usuarios e ítems
y un módulo secuencial para modelar la evolución temporal de las preferen-
cias. Además, incorpora una función de puntuación no lineal y un mecanismo de
aprendizaje contrastivo orientado a mejorar la robustez de las representaciones.
El modelo se evalúa sobre el conjunto de datos MARS [4] y se compara con
métodos representativos de distintas familias del estado del arte, obteniendo los
mejores valores de NDCG y MRR. Tanto el código como los datos utilizados se
encuentran disponibles en la plataforma GitHub.3

El resto del artículo se estructura de la siguiente manera: la Sección 2 presenta
el trabajo relacionado, la Sección 3 describe el modelo propuesto, la Sección 4
detalla el estudio experimental, la Sección 5 analiza los resultados obtenidos y,
finalmente, la Sección 6 recoge las conclusiones y líneas futuras de investigación.

3 https://github.com/Pacatro/EDuRec



2. Trabajo relacionado

El crecimiento exponencial de los recursos educativos en plataformas en línea,
especialmente en entornos MOOC, ha convertido a los sistemas de recomenda-
ción en una herramienta clave para personalizar el aprendizaje y mejorar la
experiencia de los estudiantes [8]. En los últimos años, la recomendación edu-
cativa ha evolucionado desde enfoques tradicionales basados solamente en las
interacciones usuario-ítem hacia modelos más avanzados que integran aprendi-
zaje profundo, grafos de conocimiento y análisis secuencial del comportamiento
[17,15].

La Tabla 1 muestra los principales enfoques en los sistemas de recomendación
educativa. Inicialmente, los métodos basados en filtrado colaborativo inferían
preferencias a partir del historial de interacciones [20], aunque presentan limita-
ciones como la dispersión de datos, el arranque en frío y la falta de información
semántica. Para superarlas, surgieron modelos de aprendizaje profundo, como
NCF [6], capaces de capturar interacciones no lineales.

Tabla 1. Resumen de enfoques de sistemas de recomendación en entornos educativos.

Enfoque Descripción Referencia Limitaciones
Filtrado
colaborativo

Basados en interacciones
usuario–ítem y modelado no
lineal de preferencias.

CF [20], NCF
[6]

Alta dispersión, arranque
en frío y escasa información
semántica.

Grafos de
conocimiento
y GNN

Incorporan relaciones se-
mánticas para enriquecer las
representaciones.

FKGCF [21],
POCR [22],
MKCR [1]

Dependencia de grafos
complejos y alto coste de
construcción y mantenimien-
to.

Modelos
secuenciales

Capturan la evolución
temporal de las preferencias
y la progresión del aprendi-
zaje.

RNN, LSTM,
KSCR [2]

Dificultad para modelar
dependencias largas y rela-
ciones complejas en secuen-
cias extensas.

Enfoques
híbridos

Combinan grafos con
atributos, contexto y otras
fuentes de información hete-
rogénea.

DEKGCI [24],
IDRMI [23]

Integración incompleta,
dispersión y alta complejidad
del modelado.

Posteriormente, los enfoques basados en grafos de conocimiento y GNN, como
FKGCF [21], POCR [22] y MKCR [1], han permitido enriquecer las represen-
taciones mediante relaciones semánticas, mientras que los modelos secuenciales
(RNN, LSTM, KSCR [2]) han abordado la naturaleza dinámica de las prefe-
rencias. Más recientemente, los enfoques híbridos, como DEKGCI [24] e IDRMI
[23], combinan múltiples fuentes de información para mejorar tanto la precisión
como la explicabilidad.

A pesar de estos avances, la integración conjunta de múltiples fuentes de
información, el modelado temporal a largo plazo y la robustez ante datos dis-
persos continúan siendo retos abiertos [11]. En este contexto, la propuesta de
este trabajo combina información colaborativa mediante LightGCN [5], atribu-
tos estructurados y representaciones textuales, junto con un modelado secuencial



basado en SASRec [7]. Además, incorpora una función de puntuación no lineal
basada en una MLP y una regularización contrastiva mediante InfoNCE [13],
integrando todas las fuentes de información en un entrenamiento conjunto end-
to-end.

3. Método propuesto

Se propone una arquitectura híbrida de recomendación educativa que in-
tegra tres fuentes de información complementarias: la estructura colaborativa
de las interacciones usuario-ítem, los atributos de usuarios e ítems y la evolu-
ción secuencial de las preferencias. Para ello, combina un codificador basado
en LightGCN, codificadores neuronales de atributos y un módulo secuencial de
autoatención basado en SASRec.

Las representaciones generadas por estos componentes se proyectan en un
espacio latente común y se integran para estimar la relevancia de los recursos
mediante una función de puntuación no lineal. Además, durante el entrenamiento
se aplica aprendizaje contrastivo sobre el grafo de interacciones para mejorar la
robustez de las representaciones frente al ruido y la dispersión de los datos. La
Figura 1 muestra la arquitectura general del método.

Figura 1. Arquitectura general del modelo propuesto.



3.1. Representación e integración de señales

Sea U el conjunto de usuarios, I el conjunto de ítems y R el conjunto de
interacciones. El objetivo es aprender una función s(u, i) que asigne puntuaciones
elevadas a los ítems relevantes para cada usuario.

Los datos se organizan en tablas de usuarios, ítems e interacciones. Estas
últimas se utilizan para definir la relevancia, construir el grafo colaborativo y
generar los historiales secuenciales. En conjuntos con valoraciones explícitas, una
interacción se considera positiva cuando su valoración es igual o superior a la
valoración media del usuario en el conjunto de entrenamiento:

yu,i = I [ru,i ≥ r̄u] , (1)

donde ru,i es la valoración observada y r̄u su media de entrenamiento. En
datos implícitos, todas las interacciones observadas se consideran positivas. La
división en entrenamiento, validación y prueba se realiza por usuario, reservan-
do las interacciones más recientes para evaluación cuando existe información
temporal.

Los atributos numéricos se imputan y escalan, mientras que los categóricos
y multietiqueta se transforman en representaciones discretas. Los textos de los
ítems se codifican utilizando el modelo paraphrase-MiniLM-L3-v2 [12]. Así, xu

representa los atributos del usuario, y xstruct
i y xtext

i los atributos estructurados
y textuales del ítem.

El problema se formula como predicción del siguiente ítem. Para cada inter-
acción positiva se construye una consulta con las L interacciones anteriores:

q =
(
u, hitems

u , hctx
u ,mu, i

+
)
, (2)

donde hitems
u es el historial de ítems, hctx

u la información contextual, mu la
máscara de posiciones válidas e i+ el ítem objetivo.

Todas las señales se proyectan en un espacio latente de dimensión d. Los
codificadores de atributos generan:

cu = ϕU (xu), ci = ϕI(x
struct
i ), (3)

donde ϕU y ϕI son los codificadores de atributos.
Finalmente, las señales colaborativas, de atributos y secuencial se combinan

mediante suma residual y normalización. En el caso de los ítems, también se
incorpora la proyección textual Wtextx

text
i , que se omite cuando no existe texto

disponible:

zu = LN(gu + cu + hu) , zi = LN
(
gi + ci +Wtextx

text
i

)
. (4)

Las representaciones finales zu y zi integran la información utilizada para
estimar la relevancia de cada par usuario-ítem.



Codificador colaborativo basado en grafo. Las interacciones positivas se
representan mediante un grafo bipartito cuyos nodos corresponden a usuarios
e ítems y cuyas aristas indican las relaciones observadas entre ellos. Sobre este
grafo se aplica un codificador inspirado en LightGCN [5], que propaga infor-
mación entre nodos conectados a lo largo de varias capas. El módulo produce
los embeddings gu y gi, que resumen la estructura global de las interacciones y
permiten capturar similitudes entre usuarios con patrones de consumo próximos
y entre ítems utilizados por perfiles similares.

Codificadores de atributos. Los atributos de usuarios e ítems se procesan
mediante codificadores neuronales independientes. Estos módulos transforman
información heterogénea, como variables numéricas, categóricas y multietiqueta,
en las representaciones latentes cu y ci. Estas señales permiten caracterizar usua-
rios e ítems incluso cuando disponen de pocas interacciones y complementan la
información obtenida del grafo colaborativo.

Codificador secuencial. La evolución temporal de las preferencias se modela
mediante un codificador basado en SASRec [7]. El módulo recibe la secuencia
ordenada de ítems del historial, junto con sus posiciones, la máscara de elementos
válidos y la información contextual disponible. Su salida hu se obtiene a partir
de la última posición válida de la secuencia y resume los intereses recientes del
usuario.

3.2. Función de puntuación

Para calcular la relevancia de un ítem candidato, las representaciones finales
del usuario y del ítem se concatenan:

ou,i = zu∥zi, (5)

donde ∥ representa la concatenación de vectores. El vector resultante se pro-
cesa mediante una red neuronal multicapa:

s(u, i) = fθ (ou,i) + bi, (6)

donde fθ es una MLP parametrizada por θ y bi es un sesgo específico del
ítem. A diferencia de una función basada únicamente en el producto escalar, esta
formulación permite modelar relaciones no lineales entre las señales colaborativa,
secuencial y de atributos.

Durante la inferencia, se calcula s(u, i) para los ítems candidatos y estos se
ordenan de mayor a menor puntuación para generar la lista de recomendaciones.

3.3. Entrenamiento

Todos los parámetros de la arquitectura se optimizan conjuntamente me-
diante una función objetivo compuesta por una pérdida de recomendación y una



regularización contrastiva. Para cada consulta q, la pérdida de recomendación
favorece que el ítem positivo i+ obtenga una puntuación superior a la de los
demás candidatos:

Lrec = −
∑
q∈Q

log
exp (s(u, i+))∑

j∈Cq

exp (s(u, j))
, (7)

donde Q es el conjunto de consultas de entrenamiento y Cq contiene el ítem
positivo y los ítems negativos considerados para la consulta.

Además, durante el entrenamiento se generan dos vistas alternativas del grafo
mediante la eliminación aleatoria de aristas. Ambas vistas se procesan con el
codificador colaborativo y las representaciones resultantes se comparan mediante
una pérdida InfoNCE [13], aplicada tanto a los nodos de usuario como a los nodos
de ítem. Este objetivo aproxima las representaciones de un mismo nodo obtenidas
a partir de las dos vistas y las separa de las correspondientes a otros nodos,
mejorando su estabilidad frente a pequeñas perturbaciones de la estructura de
interacción.

La función objetivo completa se define como:

L = Lrec + αLgcl, (8)

donde Lgcl es la pérdida contrastiva sobre el grafo y α controla su contribución
respecto a la pérdida principal. Las perturbaciones del grafo y la regularización
contrastiva se utilizan únicamente durante el entrenamiento. En validación y
prueba se emplea el grafo original y las recomendaciones se generan directamente
a partir de las puntuaciones del modelo.

4. Estudio experimental

En esta sección se describen el conjunto de datos, los modelos de referencia,
las métricas y la configuración empleados para evaluar el modelo propuesto.

4.1. Conjunto de datos utilizado

La evaluación experimental se realizó con MARS [4], un conjunto de datos
procedente de Mandarine Academy, una plataforma de formación en línea con
recursos educativos como tutoriales, casos de uso y webcasts. El conjunto incluye
versiones en francés e inglés y se estructura en usuarios, ítems e interacciones.
Sus principales características se resumen en la Tabla 2.

Las interacciones con valoración incluyen el porcentaje de visualización del
recurso, convertido a una escala de 1 a 10. En este estudio se utilizaron ex-
clusivamente estas interacciones, mientras que la fecha asociada a cada evento
se empleó para ordenar los historiales de usuario y construir las secuencias de
entrada del modelo.



Tabla 2. Resumen del conjunto de datos MARS.

Característica Francés Inglés
Usuarios totales 121.345 9.902
Ítems totales 1.451 1.167
Interacciones con valoración 85.339 3.659
Usuarios con valoración 9.789 822
Ítems con valoración 1.350 776
Interacciones de navegación 253.827 21.908

4.2. Modelos evaluados

El modelo propuesto se comparó con siete métodos de referencia de la librería
RecBole [25]. La selección incluye diferentes familias de sistemas de recomen-
dación. En particular, se incluyen enfoques basados en similitud (ItemKNN)
[14], filtrado colaborativo neuronal (NeuMF) [6], modelos basados en grafos
(LightGCN) [5], autoencoders (MultiVAE) [10], aprendizaje contrastivo sobre
grafos (SGL) [19] y modelos secuenciales (SASRec [7], BERT4Rec [16]). Esta se-
lección permite cubrir las principales estrategias de modelado del estado del arte
y, al mismo tiempo, contextualizar el rendimiento de la propuesta frente a enfo-
ques que explotan de manera independiente señales colaborativas, estructurales
y secuenciales, así como estrategias autosupervisadas.

4.3. Métricas de evaluación

La evaluación se plantea como una tarea de recomendación top-k, conside-
rando k ∈ {5, 10, 20}. Se utilizan las siguientes métricas:

NDCG@k: mide la calidad global de la ordenación, penalizando que los ítems
relevantes aparezcan en posiciones bajas.
MRR@k: evalúa la posición del primer ítem relevante, favoreciendo que apa-
rezca al inicio del ranking.
Hit@k: indica si al menos uno de los ítems relevantes para el usuario aparece
entre las primeras k recomendaciones.

En todas las métricas, los valores mayores indican un mejor rendimiento.
NDCG@20 se utilizó como criterio principal para seleccionar el mejor punto de
entrenamiento.

4.4. Configuración de los experimentos

El modelo propuesto utilizó atributos de usuarios e ítems, el grafo de inter-
acciones e historiales secuenciales, con representaciones de dimensión 128, dos
capas de LightGCN y un módulo secuencial de dos bloques, cuatro cabezas de
atención, dimensión interna 512, dropout de 0,15 e historiales de hasta 50 in-
teracciones. El aprendizaje contrastivo empleó una eliminación de aristas con



probabilidad de 0,2, temperatura de 0,15, reducción media y un peso de 0,05 en
la pérdida total.

Todos los modelos se entrenaron durante un máximo de 150 épocas, con una
tasa de aprendizaje de 2 · 10−4, weight decay de 10−4, un tamaño de batch de
128 y parada temprana con una paciencia de 5 épocas, considerando una mejora
mínima de 0,001 en NDCG@20. Se utilizaron las mismas particiones y valores
k ∈ {5, 10, 20}, respetando el orden temporal en los modelos secuenciales.

El objetivo de estos experimentos fue proporcionar una validación inicial de
la propuesta y analizar su comportamiento frente a distintos enfoques represen-
tativos del estado del arte. Todos los modelos se evaluaron bajo una configu-
ración común, dejando para trabajos futuros una optimización más exhaustiva
de hiperparámetros y un análisis detallado de los distintos componentes de la
arquitectura.

5. Resultados y discusión

Los resultados obtenidos sobre el conjunto de datos MARS se muestran en la
Tabla 3. De forma general, se observa que los modelos que incorporan informa-
ción secuencial logran un rendimiento superior a aquellos basados únicamente
en interacciones estáticas, como los enfoques colaborativos, de reconstrucción o
basados exclusivamente en grafos. Este comportamiento evidencia que el orden
temporal de las interacciones constituye una señal relevante en este dominio y
que modelar la evolución de las preferencias resulta clave para obtener recomen-
daciones precisas.

En este contexto, el modelo propuesto alcanza los mejores valores de NDCG
y MRR en todos los puntos de corte evaluados, aunque las diferencias respecto
a los modelos secuenciales son relativamente reducidas. Este resultado refleja
una mayor capacidad para ordenar los recursos relevantes y situarlos en las
primeras posiciones de la lista de recomendación. En la métrica Hit, los modelos
secuenciales, en particular SASRec, obtienen los valores más altos, si bien las
diferencias respecto al modelo propuesto son también reducidas, especialmente
para valores bajos de k.

Estos resultados sugieren que la principal diferencia entre estos modelos no
reside tanto en su capacidad para localizar recursos relevantes, sino en la posi-
ción asignada a dichos recursos. Mientras que SASRec alcanza una proporción
ligeramente mayor de usuarios cuando se consideran listas más extensas, el mo-
delo propuesto prioriza mejor los elementos relevantes dentro del ranking, como
reflejan los resultados de NDCG y MRR. En un entorno educativo, esta carac-
terística resulta especialmente valiosa, ya que los estudiantes suelen concentrar
su atención en los primeros recursos presentados. En este contexto, no solo es
importante que la lista contenga elementos relevantes, sino que estos aparezcan
en las primeras posiciones para aumentar su visibilidad y facilitar su selección.

Aun con su carácter preliminar, los resultados obtenidos sugieren que la pro-
puesta es prometedora. Se espera que una evaluación experimental más exhausti-
va, junto con un ajuste más específico y un análisis de ablación detallado, permita



evaluar con mayor precisión su capacidad de adaptación a distintos conjuntos
de datos y niveles de información disponible, así como su comportamiento en un
conjunto más amplio de métricas. Este aspecto resulta especialmente relevante
en el ámbito educativo, donde la heterogeneidad de los datos y de las fuentes de
información dificulta tanto la construcción como la evaluación y comparación de
sistemas de recomendación en un mismo contexto.

Tabla 3. Resultados sobre MARS. Los mejores resultados de cada métrica se muestran
en negrita.

NDCG MRR Hit
Modelo @5 @10 @20 @5 @10 @20 @5 @10 @20
Propuesta 0,4544 0,4717 0,4875 0,4194 0,4219 0,4227 0,5108 0,5647 0,6273
ItemKNN 0,2041 0,2245 0,2414 0,2019 0,2110 0,2157 0,2923 0,3593 0,4265
NeuMF 0,1947 0,2203 0,2436 0,1954 0,2082 0,2146 0,3028 0,3994 0,4925
LightGCN 0,1895 0,2151 0,2397 0,1870 0,1992 0,2059 0,3002 0,3936 0,4912
MultiVAE 0,2065 0,2325 0,2587 0,2055 0,2178 0,2252 0,3205 0,4123 0,5189
SGL 0,1858 0,2121 0,2337 0,1847 0,1973 0,2031 0,2954 0,3886 0,4751
SASRec 0,4280 0,4514 0,4681 0,4003 0,4100 0,4147 0,5113 0,5834 0,6494
BERT4Rec 0,4297 0,4487 0,4624 0,4088 0,4166 0,4203 0,4925 0,5514 0,6057

6. Conclusiones

En este trabajo se ha presentado un modelo híbrido de recomendación edu-
cativa que integra información colaborativa, atributos de usuarios e ítems y el
comportamiento secuencial de los estudiantes en una arquitectura unificada. La
combinación de estas señales, junto con un mecanismo de fusión en un espacio
latente común, permite obtener representaciones más completas que capturan
tanto las preferencias generales del usuario como sus intereses recientes y las
características de los recursos educativos. Asimismo, el aprendizaje contrastivo
se incorpora con el objetivo de mejorar la robustez de las representaciones en
escenarios con alta dispersión de datos. Los resultados sobre MARS muestran
que los modelos secuenciales superan a los enfoques estáticos, evidenciando la
importancia de la dinámica temporal. La propuesta obtiene los mejores valores
de NDCG y MRR, con diferencias reducidas frente a los modelos secuenciales,
mientras que estos últimos, especialmente SASRec, destacan ligeramente en Hit.
En conjunto, el modelo propuesto mejora la priorización de recursos relevan-
tes en las primeras posiciones del ranking, aspecto clave en entornos educativos
donde la atención se concentra en los primeros resultados.

Como trabajo futuro, se plantea ampliar el estudio experimental con otros
conjuntos de datos, métricas y modelos, así como analizar en detalle la contribu-
ción de cada componente de la propuesta mediante estudios de ablación. Final-
mente, sería de interés explorar estrategias que permitan mejorar el rendimiento
y considerar criterios adicionales como la diversidad, la progresión educativa, la
explicabilidad y la equidad de las recomendaciones.
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