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Resumen Este resumen esta basado en el articulo [4]. Presenta la pro-
puesta WinStat, una familia de codificaciones posicionales que utiliza
estadisticas de ventanas locales para el forecasting de series temporales
mediante Transformers. Las codificaciones clasicas carecen de adaptabi-
lidad o imponen costes prohibitivos. WinStat resuelve esto incorporando
seméantica temporal local explicita en cada representacion. Sus variantes
hibridas (WinStatFlex, WinStatTPE) aprenden mezclas ponderadas de
estadisticas locales junto a senales absolutas y semanticas. La evaluacion
en cuatro benchmarks demuestra que capturar dinamicas de rezago y mo-
mentos estadisticos reduce el error cuadratico medio y absoluto medio
entre un 10 % y un 30 % frente al estado del arte, validando su robustez
mediante pruebas de shuffling.
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1. Introducciéon y Limitaciones del Estado del Arte

El forecasting de series temporales (TSF) es vital en sectores como la energia
[5] v el clima. Aunque los Transformers [7| mitigaron los problemas de memoria
a largo plazo de las redes recurrentes, introdujeron un cuello de botella: la inyec-
cion de informacion posicional [9]. Dado que la auto-atencion es invariante a las
permutaciones, enfoques previos han empleado codificaciones absolutas (APE)
que carecen de adaptabilidad [7], entrenables (LPE) que sobreajustan [1], o rela-
tivas que exigen memoria cuadratica. Modelos hibridos como TUPE [3] o RoPE
[6] aportan expresividad, pero no asimilan bien las dinamicas locales del TSF
multivariante, lo que explica por qué modelos lineales simples a veces superan a
Transformers complejos [8].



2. La Familia WinStat: Posicién Semantica Local

Para enriquecer la semantica local, WinStat inyecta estadisticos extraidos de
la propia serie temporal original X. Bajo la premisa de estacionariedad local,
y partiendo los datos originales, la variante base extrae ventanas de manera
deslizante W, con longitud fija w, y centrada con respecto a la posicién ¢. De ella,
extrae un vector de momentos s; = [y, oy, MM, mM4X]. Para cada (x), genera
un embedding enriquecido: Z; = [x;]| s¢], obteniendo asi la serie enriquecida

X. Finalmente, para capturar la velocidad de cambio, la variante WinStatLag
anade caracteristicas adicionales mediante diferencias de rezago explicitas 6,‘% ) =
|z; — 2¢_¢,|, donde el parametro /; representa la distancia temporal al instante
actual ¢, consolidando toda la informacion en la serie temporal definitiva X fi7e!,
WinStatFlex generaliza esto ponderando multiples codificaciones simultaneas
(XPE XLPE XtAPE) mediante una distribucion aprendida @ = Softmax(w):

XTmal —apg - X by - XPE 4 iy - XEPE gy - XHAPE (1)

WinStat TPE reemplaza X*4PF por un nicleo de similitud gaussiana [2]. Teo-
ricamente, este enriquecimiento altera la geometria de la atencion: al depender
de distribuciones estadisticas, la formulacion introduce un margen semantico
determinista que separa queries y keys de posiciones con valores crudos enga-
nosamente idénticos pero regimenes distintos.

3. Resultados y Discusiéon Analitica

Para aislar empiricamente el efecto de la codificacion posicional, se emplea un
backbone tipo Informer [9] con auto-atenciéon completa (vanilla) O(L?), garanti-
zando que no se distorsione la localidad espacial de las estadisticas de ventana.

3.1. Configuraciéon Experimental y Protocolo de Evaluacion

El protocolo de validacion consiste en una particion tipo last block (70/30)
aplicada sobre cuatro entornos heterogéneos: HPC, ETT, NYC y TINA. Asi-
mismo, se utiliza la heuristica w € [|L/4],|L/3]] para la estabilizacion de la
ventana estadistica. Bajo estas condiciones, las configuraciones WinStat se eva-
lhan frente a modelos de referencia como el Informer original, APE sinusoidal
pura, la omision de PE (No PE), TUPE [3| y RoPE [6].

3.2. Superioridad Predictiva (MSE/MAE)

En la comparativa global, WinStatFlex y WinStatTPE emergen como las
arquitecturas dominantes. En escenarios como HPC y ETTh1, ambas variantes
reducen notablemente el error cuadratico medio (MSE), frente a Informer base,
logrando reducciones medias ente 10 % — 30 %, y alcanzando hasta un 90 % de
mejora en contextos de alta precision. Para ETTh2, el ranking evidencia las



carencias de otros enfoques del estado del arte: WinStatFlex lidera, mientras que
otros como ROPE quedan relegados a la dltima posicién. El comportamiento de
la familia WinStat se adapta a la naturaleza subyacente del problema:

= En los registros de movilidad urbana (NYC), WinStat base logra el mejor
rendimiento, subrayando que este escenario es particularmente sensible a la
inyeccién pura de informacién estadistica local.

= En el entorno industrial de TINA, WinStatLag despunta sobre el resto, evi-
denciando también el potencial bajo alta dimensionalidad.

Para formalizar estadisticamente estos hallazgos, se aplica un Test Bayesiano
de Signos y Rangos con un intervalo de equivalencia practica (ROPE threshold)
de 0,05. Este analisis certifica que WinStatFlex marca diferencias significativas
a los esquemas No PE, APFE (sinusoidal) y al Informer original, desplazando
toda la masa de probabilidad fuera de los limites de equivalencia.

3.3. Analisis de Pesos de Ponderacion

El mecanismo de atencion Softmaz integrado en WinStatFlex y WinStatT-
PE permite inspeccionar qué componentes dominan la representacion. El anélisis
arroja un patrén concluyente: el componente estadistico (Stats) adquiere con-
sistentemente el mayor peso relativo. En entornos altamente ruidosos y masivos
como TINA, el tensor estadistico abarca el 38,77 % de la importancia en WinS-
tatFlex. En HPC, capturé un 32,09 %. Este hallazgo ratifica que la distribucién
estadistica del contexto local ofrece descriptores predictivos muy superiores al
mero indice temporal geométrico.

3.4. Test de Coste Computacional

Integrar calculo de ventanas conlleva costes. El perfilado de GPU en las series
ETTh demuestra que WinStatFlex y WinStatTPE incrementan el tiempo por
época un ~ 33% respecto a Informer. Sin embargo, el consumo de memoria
VRAM se mantiene constante, ya que el célculo dindmico en ventana no exige
retenciéon a largo plazo de datos auxiliares.

4. Validacion Semantica (Shuffling)

La asimilacién del orden temporal se verifica perturbando aleatoriamente las
entradas del decodificador [8]. Mientras que un modelo con fuerte dependencia
cronologica deberia colapsar, los modelos de referencia (Informer base, TUPE y
ROPE) apenas sufren fluctuaciones o muestran mejoras anoémalas, evidenciando
la debilidad de su informacién secuencial.

Por el contrario, la familia WinStat sufre penalizaciones drasticas. En el da-
taset NYC, la degradacién del MSE para WinStatFlex frente al desorden de
la secuencia es de una magnitud de 102. Esta vulnerabilidad frente al shuf-
fling demuestra empiricamente que WinStatFlex y WinStatTPE han acoplado
profundamente sus predicciones a la estructura ordinal y a la coherencia de la
semantica temporal inyectada.



5. Conclusiones

A diferencia de los Transformers tradicionales, cuyos esquemas posicionales
ignoran la realidad del dataset, la familia WinStat corrige este déficit integrando
matematicamente el contexto estadistico local (s;) y la inercia dinamica (d;) en
el PE. Mediante ponderaciones normalizadas y entrenables, WinStatFlex adapta
su foco, produciendo caidas del MSE de entre un 10 % y un 30 % sobre lineas base
robustas, consolidando un margen seméantico que clarifica el espacio atencional.
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