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2. Antecedentes

Los sistemas de recomendacién son herramientas de gran valor que ayudan
a sus usuarios a seleccionar las mejores opciones entre un gran abanico de po-
sibilidades. Ya sean series, libros, o incluso documentos oficiales, estos sistemas
aprenden de los usuarios para ayudarles en sus procesos de toma de decision.
Sin embargo, no todos los sistemas de recomendacién son iguales ya que deben
adaptarse a los datos o usuarios con los que deben tratar, y por tanto, deben
desarrollarse con un objetivo en mente. Este fue el razonamiento de la empresa
Tracasa Instrumental, encargada del disenio y creacion de los sistemas de gestion
procesal para el Gobierno de Navarra, cuando vio que su gestor procesal, AVAN-
TIUS, disponia de una gran cantidad de plantillas judiciales a disposicion de sus
usuarios. Debido a la complejidad de los datos de carécter judicial, en esta tesis
doctoral, se recoge todo el proceso de diseno, creacién y anélisis de un sistema
de apoyo a la tramitacién guiada basada en modelos de aprendizaje profundo,
asi como los retos y objetivos secundarios que han ido surgiendo durante su de-
sarrollo y que han acabado derivando en diferentes areas de estudio. Estas areas
incluyen la imputacion de datos faltantes [1], la fusién de informacion mediante
funciones de agregacion [2,3] y la cuantificacion de incertidumbre [4].



3.

Objetivos

El objetivo principal de esta tesis doctoral es la creaciéon de un sistema de

ayuda a la gestion procesal basado en modelos de aprendizaje profundo. Con
este objetivo en mente, el trabajo se desglosa en los siguientes objetivos:

4.

Estudio de los sistemas de recuperaciéon de informacion presentes en la lite-
ratura.

Diseno y propuesta de una nueva familia de operadores de agregacion dise-
nados para la imputacién de datos faltantes para conjuntos de datos que no
siguen una distribucién normal.

Desarrollo de una arquitectura, basada en modelos de transformer, para la
prediccion de procesamientos judiciales.

Estudio y aplicacion de métodos de fusién de informacion para diferentes
fuentes de informacion.

Estudio y aplicacion de métodos de cuantificacién de la incertidumbre en
modelos de aprendizaje profundo para analizar el sistema desarrollado.

Metodologia y Plan de Trabajo

Las tareas desarrolladas se pueden agrupar en tres marcos diferentes: el mode-

lo de ayuda a la gestion procesal, imputacion de datos faltantes y cuantificaciéon
de incertidumbre. Todas estas tareas y su planificaciéon quedan recogidas en el
cronograma incluido en la Tabla 1.



1" Ano 2° Ano 3° Ano 4°" Ano

1°" Sem.

2° Sem. 1° Sem. 2° Sem. 1°" Sem. 2° Sem. 1°" Sem. 2° Sem.

Analisis y planificacion del proyecto
Analisis de las bases de datos
Extraccion de datos

Analisis calidad de datos

Desarrollo del modelo de ayuda a la
gestion procesal

Testeo del modelo de ayuda a la ges-
tién procesal

Analisis de la incertidumbre del mo-
delo de gestion procesal

Analisis literatura de imputacion de
datos

Analisis literatura de funciones de
agregacion

Estudio, propuesta y desarrollo de
nuevos operadores de agregacion

Sustitucién de los nuevos operado-
res en framework de imputacion de

datos

Estudio de la literatura de cuantifi-
cacion de incertidumbre

Estancia de investigacion

Aplicaciéon de modelos de cuantifi-
cacion de incertidumbre

Redaccion de la tesis

Publicacion y defensa

Tabla 1. Cronograma del d

esarrol

o de la tesis doctoral. Cada fase toma un color

distinto en el diagrama, representando los objetivos de la tesis. En verde las fases
relacionadas con la creacién del sistema de gestién procesal, en naranja las fases re-
lacionadas con la imputacion de datos faltantes, en azul las fases relacionadas con la
cuantificacion de incertidumbre y en rojo las fases relacionadas con la redaccién y de-

fensa de la tesis doctoral.



4.1.

A continuacién se desglosa en mayor detalle cada una de ellas.

Modelo de ayuda a la gestion procesal

El modelo de ayuda a la gestiéon procesal es el objetivo principal de la tesis.

Para ofrecer una solucion a este problema se decidié trabajar en la elaboracion de
un sistema de recomendacién que proporcionase los mejores documentos a trami-
tar en cada paso del proceso. Para ello, se ha hecho uso de modelos transformer
y mecanismos de fusiéon de informaciéon para combinar las diferentes fuentes de
datos. El modelo resultante no solo aprende haciendo uso del histérico de trami-
taciones previas, sino que es capaz de diferenciar entre diferentes usuarios y sus
diferentes tendencias. Eso ha permitido generar un modelo que aprende como
tramita el usuario y ofrece recomendaciones ajustadas a cada uno.

Las tareas que se han llevado a cabo para realizar esta parte del trabajo han

sido:

Analisis y planificacion del proyecto: durante esta fase se realizo6 un
estudio detallado del proceso de gestiéon procesal y de las necesidades de los
usuarios finales del sistema.

Analisis de la base de datos: se llevo a cabo un estudio exhaustivo de
la estructura y contenido de las bases de datos utilizadas en el proyecto.
Este proceso permitio6 identificar las entidades relevantes para la tramitacion
judicial.

Extraccion de datos: se desarrollaron los procedimientos necesarios para
la recopilacién y transformacion de los datos procedentes de los sistemas
de gestion procesal. Como resultado, se construyd un conjunto de datos es-
tructurado que integra informacion historica de expedientes e informacion
identificativa de los usuarios.

Anailisis de la calidad de los datos: se evalud la calidad de los datos
extraidos mediante el estudio de aspectos como la completitud, consistencia
y presencia de valores anémalos.

Desarrollo del modelo de ayuda a la tramitaciéon: se disené e imple-
ment6é una arquitectura basada en modelos transformer y mecanismos de
fusion de informacion capaces de integrar multiples fuentes de datos. El mo-
delo desarrollado aprende a partir del historico de tramitaciones realizadas y
de las caracteristicas de los usuarios, permitiendo generar recomendaciones
personalizadas sobre los documentos més adecuados para tramitar en cada
etapa del procedimiento.

Test del modelo de ayuda a la tramitacion: se realizaron diferentes ex-
perimentos para evaluar el rendimiento del sistema propuesto en escenarios
representativos de uso real. La evaluacion incluy6 el analisis de métricas de
recomendacién, permitiendo validar la capacidad del modelo para propor-
cionar recomendaciones relevantes.

Las tareas que quedan pendientes de realizar son:



= Analisis de la incertidumbre del modelo de gestion procesal: esta
tarea se centrara en la aplicacion y evaluaciéon de técnicas de cuantificacion
de incertidumbre sobre el modelo desarrollado. El objetivo serd estimar la
confianza asociada a las recomendaciones generadas, identificar situaciones
en las que el sistema presenta una mayor incertidumbre y estudiar mecanis-
mos que permitan comunicar dicha informacién al usuario final. Este analisis
contribuird a incrementar la transparencia, robustez y fiabilidad del sistema
de ayuda a la tramitacién en un dominio critico como el judicial.

4.2. Imputacion de datos faltantes

La calidad de los datos constituye uno de los factores mas determinantes en el
desarrollo de sistemas de inteligencia artificial fiables. En particular, la presencia
de valores faltantes representa un problema habitual en numerosos dominios. La
utilizacién de conjuntos de datos incompletos puede introducir sesgos, reducir la
capacidad predictiva de los modelos y comprometer la fiabilidad de los sistemas
de apoyo a la toma de decisiones.

Con el objetivo de mitigar estos problemas, una de las lineas de investigaciéon
de esta tesis se centra en el estudio y desarrollo de técnicas de imputacion de
datos faltantes. Mas concretamente, se investiga cémo el uso de operadores de
agregacion avanzados puede contribuir a mejorar la calidad de las imputacio-
nes realizadas, especialmente en escenarios caracterizados por distribuciones de
datos complejas. Las actividades desarrolladas en esta linea se describen a con-
tinuacion:

= Analisis de la literatura de imputaciéon de datos faltantes: se ha
realizado una revision sistemética de la literatura cientifica relacionada con
la imputacion de datos faltantes, prestando especial atencion a los métodos
basados en aprendizaje automatico e inteligencia artificial. Este estudio ha
permitido identificar las principales técnicas empleadas para el tratamiento
de informacién incompleta, asi como sus ventajas, limitaciones y ambitos de
aplicacion.

= Analisis de la literatura de funciones de agregacion: esta tarea ha
abordado el estudio de las principales funciones y operadores de agregacion
utilizados en inteligencia artificial, poniendo especial interés en los Ordered
Weighted Averaging (OWA) y sus modificaciones. Este estudio ha permiti-
do encontrar un hueco de interés en la literatura de los operadores Induced
Ordered Weighted Averaging (IOWA), directamente relacionado con las ca-
racteristicas de los datos del proyecto [5-12].

= Propuesta y desarrollo de nuevos operadores de agregacién para la
imputacion de datos faltantes: tras el analisis realizado en la tarea an-
terior, se descubrié que no existia literatura previa de los operadores IOWA
donde se tuviese en cuenta la distribucién de los datos de entrada, carac-
teristica importante para nuestro proyecto debido a la gran variedad en la
distribucion de nuestros datos. Esto ha resultado en la propuesta de una
nueva familia de operadores, basados en los IOWA que han sido disenados
teniendo en mente la distribuciéon de los datos de entrada.



= Sustituciéon de los nuevos operadores en arquitecturas existentes de
imputacion de datos: los operadores propuestos han sido incorporados en
arquitecturas de imputacién de datos con el fin de evaluar su impacto sobre
el rendimiento de los modelos.

Este objetivo de la tesis ha resultado en la publicacién del siguiente trabajo
en la revista Applied Soft Computing [13]

4.3. Cuantificacién de incertidumbre

La gestion de la incertidumbre constituye un aspecto fundamental en el de-
sarrollo de sistemas de inteligencia artificial para la asistencia a la tramitacion
judicial. En este contexto, la calidad de los datos de entrada y las capacidades
del modelo influyen directamente en la fiabilidad de las recomendaciones genera-
das. Sin embargo, incluso cuando se dispone de mecanismos de imputacion para
tratar datos incompletos y de modelos avanzados, persisten fuentes de incerti-
dumbre derivadas tanto de la informacion disponible como de las limitaciones
inherentes al propio modelo. La identificacién, cuantificacién y comunicaciéon de
esta incertidumbre resultan esenciales para garantizar un uso responsable de la
tecnologia, permitiendo detectar situaciones en las que las predicciones pueden
ser menos fiables.

Con este objetivo en mente, se han realizado las siguientes tareas:

= Estudio de la literatura: se ha estudiado la literatura actual de
cuantificacion de incertidumbre para modelos de TA: Se ha realiza-
do una revisiéon exhaustiva de la literatura cientifica sobre cuantificacion de
incertidumbre en modelos de inteligencia artificial, con especial atencién a
los modelos de lenguaje de gran escala (LLMs). Este estudio ha permitido
identificar y analizar diferentes familias de enfoques para la estimacion de la
incertidumbre, incluyendo métodos basados en las probabilidades generadas
por el modelo, técnicas de muestreo y agregacion de respuestas, aproxima-
ciones fundamentadas en la consistencia seméntica de las predicciones, asi
como modificaciones en las arquitecturas orientadas a obtener estimaciones
de confianza mas fiables. Los conocimientos obtenidos a partir de esta revi-
sién serviran como base para la seleccién, implementacion y evaluacién de
las técnicas méas adecuadas en el contexto de la asistencia a la tramitacion
judicial [4,14-24].

Las tareas que estan en desarrollo actualmente:

= Aplicacion de modelos de cuantificaciéon de incertidumbre en da-
tasets judiciales: esta tarea comprende la implementaciéon y adaptacion
de diferentes técnicas de cuantificacion de incertidumbre sobre los conjun-
tos de datos judiciales seleccionados. El objetivo es analizar la capacidad
de estos métodos para estimar la confianza de las predicciones generadas en
escenarios reales de tramitacion judicial. Posteriormente, se llevara a cabo



una evaluaciéon comparativa exhaustiva de los modelos, considerando mé-
tricas relacionadas tanto con el rendimiento predictivo como con la calidad
de las estimaciones de incertidumbre. Los resultados obtenidos permitiran
identificar las técnicas méas adecuadas para su integraciéon en sistemas de
asistencia judicial basados en inteligencia artificial, favoreciendo una toma
de decisiones més transparente y fiable.

5. Resultados

Actualmente, esta tesis doctoral ha resultado en articulo, publicado en la
revista Applied Soft Computing, titulado "lRIOWA: Restricted Induced Ordered
Weighted Averaging operators, applied to missing data imputation.”. En este
trabajo se ha introducido una nueva familia de operadores de agregacién, basados
en los operadores "Induced Ordered Weighted Averaging” (IOWA), especialmente
diseniados para el tratamiento de datos con distribuciones no uniformes para la
imputacién de datos faltantes, siendo esta aplicacion uno de los objetivos de la
tesis doctoral.

6. Relevancia

La relevancia de esta tesis doctoral se puede observar tanto en el plano cien-
tifico como en su aplicacion.

Desde el punto de vista cientifico, la investigacion realizada durante esta te-
sis doctoral ha resultado en el desarrollo de una nueva familia de operadores de
agregacion disenados para la imputaciéon de datos faltantes y con caracteristicas
previamente no presentes en operadores similares. Al mismo tiempo, el trabajo
que actualmente se esta llevando acabo en el estudio para cuantificar la incer-
tidumbre en LLMs aplicados en el &mbito judicial plantea un nuevo camino de
estudio que no habia sido tratado hasta ahora.

Sin embargo, la mayor aportacion de este trabajo viene desde su aplicacion
en el sistema de gestion procesal AVANTIUS, donde se prevé que entre en fun-
cionamiento durante los préximos meses. El modelo propuesto ya ha salido de
la fase de desarrollo en laboratorio y se encuentra a la espera de sus primeras
pruebas con usuarios reales.
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