Inteligencia Artificial Explicable para Resolver la
Heterogeneidad en el Aprendizaje Federado

Mario Garcia-Marquez', Nuria Rodriguez-Barroso!, Francisco Herrera!, and
M.V. Luzoén?

! Departamento de Ciencias de la Computacién e Inteligencia Artificial, Universidad
de Granada, Granada, Espana

Instituto Andaluz Interuniversitario en Ciencia de Datos e Inteligencia

Computacional (DaSCI)
{mariogmarq, rbnuria}@ugr.es, herrera@decsai.ugr.es
2 Departamento de Lenguajes y Sistemas Informaticos, Universidad de Granada,
Granada, Espana

Instituto Andaluz Interuniversitario en Ciencia de Datos e Inteligencia

Computacional (DaSCI)
luzon@ugr.es

Resumen El Aprendizaje Federado permite el entrenamiento colabo-
rativo de modelos sin compartir datos, convirtiéndolo en una solucion
prometedora para aplicaciones sensibles a la privacidad. Sin embargo,
su rendimiento a menudo se degrada debido a datos no-IID entre los
clientes, lo que provoca una deriva del modelo y fronteras de decision
inconsistentes. Planteamos la hipotesis de que esta degradacién esta cau-
sada en parte por la desalineaciéon de las caracteristicas aprendidas por
los diferentes clientes. Para abordar este desafio, proponemos la Ponde-
racion de Relevancia de Conceptos Federada, FedPRC, un mecanismo
de agregacion novedoso que aprovecha la Propagacion de Relevancia de
Conceptos para ponderar las contribuciones de los clientes, basandose
en la relevancia de sus caracteristicas aprendidas. Al aprovechar un pe-
queno conjunto de validacién en el servidor para identificar las caracte-
risticas que son consistentemente relevantes entre los clientes, FedPRC
mitiga eficazmente los efectos adversos de la heterogeneidad de los da-
tos, produciendo representaciones globales més robustas y alineadas. Los
resultados experimentales muestran que FedPRC iguala o supera a los
métodos de optimizacion federados del estado del arte, a la vez que pro-
porciona una mayor robustez frente a la heterogeneidad, una alineacién
de caracteristicas mas fuerte y una mejor interpretabilidad del modelo.
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1. Introduccion

El rapido desarrollo de la Inteligencia Artificial (IA) ha revolucionado nume-
rosos sectores, desde la salud hasta las finanzas, permitiendo niveles sin prece-
dentes de automatizacion y capacidad de toma de decisiones [I9]. Sin embargo,



este progreso ha generado una creciente preocupacion en torno a la privacidad de
los datos y la concentracion de informacion sensible en repositorios centralizados.
Estas preocupaciones han impulsado marcos regulatorios, como el Reglamento
General de Proteccion de Datos (GDPR) [I] y la Ley de IA (AI Act) [9] en
Europa, y regulaciones similares en todo el mundo [21], a imponer restricciones
estrictas sobre cémo se pueden recopilar, almacenar y procesar los datos sensi-
bles. En respuesta a estas presiones regulatorias y a las limitaciones inherentes de
los paradigmas de aprendizaje centralizado, el Aprendizaje Federado (AF) [18]
ha surgido como un enfoque destacado que permite a multiples partes entrenar
de manera colaborativa modelos de aprendizaje automatico sin transferir sus
datos a una autoridad central.

A pesar de sus ventajas para preservar la privacidad, el AF se enfrenta a
un desafio critico: los datos que poseen los clientes individuales suelen ser no-
IID [125]. Esta heterogeneidad se manifiesta de multiples formas, incluyendo
diferencias en las distribuciones de etiquetas entre clientes, variaciones en los
espacios de caracteristicas y cantidades desiguales de datos, lo que provoca una
degradacion significativa del rendimiento en comparacién con los escenarios de
aprendizaje centralizado. Los algoritmos de optimizacion tradicionales disenados
bajo la hipétesis IID, como FedAvg [20], con frecuencia no logran converger a
soluciones satisfactorias en entornos heterogéneos, mostrando en su lugar pun-
tos de convergencia suboptimos o inconsistentes [I6]. Aunque se han propuesto
algoritmos especializados, como FedProx [I6], FedNova [23] y FedDyn [2], para
mitigar este desafio mediante diversas estrategias de regularizaciéon y norma-
lizacion, el problema fundamental de la deriva del modelo (model drift) sigue
estando en gran medida sin resolver, especialmente en escenarios de heteroge-
neidad extrema.

Planteamos la hipotesis de que gran parte de la degradacién del rendimiento
en el AF heterogéneo se debe a la desalineacion de las caracteristicas aprendidas
entre los clientes. Especificamente, mientras que los extractores de caracteristicas
aprenden de forma natural representaciones diversas adaptadas a las distribu-
ciones de datos locales [§], las cabezas de clasificacion resultantes se desalinean
cada vez mas, lo que genera fronteras de decisién inconsistentes en toda la red. Si
los clientes pudieran alinear sus caracteristicas aprendidas con una comprensiéon
comun de qué caracteristicas son universalmente relevantes, conjeturamos que la
generalizaciéon mejoraria, ya que el modelo global exhibirfa una mayor robustez
frente a los cambios en la distribucién local.

Para validar esta hipotesis y abordar el desafio de la heterogeneidad, propo-
nemos la Ponderacion de Relevancia de Conceptos Federada (FedPRC), una
propuesta novedosa que aprovecha la relevancia de los conceptos para guiar la
agregacion federada. Mas precisamente, la innovacion central de FedPRC es el
uso de la herramienta de Propopagacion de Relevancia de Conceptos (CRP) [3],
una técnica de Inteligencia Artificial Explicable (XAI) que descompone las pre-
dicciones del modelo para cuantificar la importancia de las caracteristicas la-
tentes individuales, para ponderar las contribuciones de cada cliente durante la
agregacion de la cabeza de clasificacion. Al anclar las decisiones de agregacion a



un pequeno conjunto de datos de validacion en el servidor y calcular puntuacio-
nes de relevancia para el clasificador de cada cliente, FedPRC promueve el uso
de caracteristicas que son consistentemente tutiles en toda la red, a la vez que
suprime las caracteristicas especificas de cada cliente. Este enfoque transforma
una herramienta de interpretabilidad post-hoc en una parte activa del proceso
de aprendizaje.

Para evaluar rigurosamente FedPRC, disenamos nuestro analisis experimen-
tal para responder a cuatro preguntas de investigacion centrales: como se compa-
ra la propuesta con los estados del arte bajo diferentes tipos de heterogeneidad
(PI1), su resiliencia ante sesgos mixtos complejos (PI2), su robustez bajo des-
equilibrios extremos (PI3), y su capacidad para mejorar la alineacion de carac-
teristicas y la interpretabilidad (PI4). Con el fin de responder a estas preguntas,
llevamos a cabo experimentos exhaustivos empleando CIFAR-10 con un sesgo de
etiquetas extremo para estresar los escenarios de desequilibrio, y la suite de con-
juntos de datos CelebA (Smiling, Makeup y Attractive), que presenta mezclas
realistas de sesgo de etiqueta, caracteristicas y cantidad. Comparamos FedPRC
con un conjunto diverso de métodos de referencia que representan el estado del
arte en técnicas de optimizacion federada: FedAvg [20] como el método base
fundacional, FedProx [16] y FedNova [23] como métodos destacados sensibles
a la heterogeneidad, y FedDyn [2] como un enfoque reciente de regularizacion
dindmica. Nuestros resultados demuestran que FedPRC logra un rendimiento
altamente competitivo en términos de precisién y pérdida en todos los escena-
rios y, fundamentalmente, produce modelos globales mas significativos desde el
punto de vista seméantico e interpretables.

El resto de este trabajo se estructura de la siguiente manera. La Seccion 2]
detalla los antecedentes esenciales de AF, no-IID y CRP. La Seccién [3] intro-
duce la propuesta FedPRC. La Seccion [4] describe el entorno experimental. La
Seccion [p| presenta y analiza los resultados empiricos obtenidos. Finalmente, la
Seccion [f] expone las conclusiones, limitaciones y trabajo futuro.

2. Antecedentes

Esta seccion describe los conceptos fundamentales del AF, la heterogeneidad
estadistica de los datos (no-IID) y de CRP.

El AF entrena colaborativamente un modelo global G entre n clientes sin
transferir datos [20]. En una configuracion sincrona, cada ronda de aprendizaje
t implica que los clientes optimizan los modelos locales Lt = go f (donde f es el
extractor de caracteristicas y g la cabeza de clasificacion) utilizando conjuntos
de datos privados D;. El servidor agrega los pesos actualizados V! a través
de una regla de agregacion A (por ejemplo, FedAvg) para producir V_Cf“ =
AVE, .., V), que se devuelve a los clientes [I8]. E1 AF funciona a través de dos
etapas distintas: (1) una Etapa de Entrenamiento, donde cada cliente entrena
un modelo local con datos privados y envia sus pesos al servidor, y (2) una
Etapa de Inferencia, donde los clientes realizan predicciones de forma cooperativa
utilizando el modelo global entrenado.



En escenarios del mundo real, las distribuciones de datos de los clientes
P;(z,y) suelen ser no-IID (P;(z,y) # P;(x,y)), lo que degrada la convergencia
de la agregacion estandar. La heterogeneidad se manifiesta de tres formas [12]: (1)
sesgo de etiquetas (P;(y) # P;(y)), (2) sesgo de caracteristicas (P;(x) # P;(z))
y (3) sesgo de cantidad (|D;| # |D;|). Aunque los algoritmos del estado del ar-
te abordan la heterogeneidad estadistica (por ejemplo, FedProx [16] mediante
restricciones proximales de proximidad, FedNova [23] mediante actualizaciones
normalizadas de los clientes y FedDyn [2] mediante regularizacion dinamica), la
deriva del modelo de los clientes sigue siendo un cuello de botella persistente
bajo sesgos estadisticos extremos.

Para abordar esta deriva, nuestra propuesta integra conceptos de XAI. Con-
cretamente, CRP [3]. CRP cierra la brecha entre las atribuciones locales a nivel
de pixel y la semantica global de los conceptos. Extendiendo la Propagacion
de Relevancia por Capas [4], que distribuye la salida de una prediccion f(x)
hasta obtener puntuaciones de relevancia de entrada, CRP aisla y rastrea los
conceptos latentes de los canales. Al condicionar el paso hacia atras (backward
pass) en filtros de capas latentes especificos, CRP calcula mapas de relevancia
condicional R(z|f) que cuantifican la importancia de representaciones latentes
especificas para la decisiéon final.

3. FedPRC: Ponderacion de Relevancia de Conceptos
Federada

En esta secciéon presentamos nuestra propuesta: FedRPC. Intuitivamente,
FedPRC intenta incentivar a los clientes a utilizar caracteristicas que sean tutiles
globalmente, a la vez que evita el uso de caracteristicas especificas que solo son
utiles para un cliente especifico, con el fin de lograr una mejor generalizacion.
Esta idea se basa en hallazgos empiricos que muestran que en redes heterogéneas,
mientras que los extractores de caracteristicas (f) aprenden representaciones
diversas, la desalineacion a menudo se manifiesta de manera mas severa en las
fronteras de decision (g) [14]. Por lo tanto, permitimos que f se agregue de
manera natural, pero imponemos restricciones estrictas basadas en la relevancia
sobre g para alinear la frontera de decision del modelo global.

Para que FedPRC pueda funcionar, requiere de dos condiciones principales:
(1) que el servidor disponga de un pequetio conjunto de datos etiquetado Dg, que
contiene una representacion minima de todas las clases (siendo este mantenido
de forma privada en el servidor para evitar filtraciones), y (2) que los modelos
locales se descompongan como go f, donde g es una cabeza de clasificacién lineal,
tal que g(l‘) = [<glax>7 R <g|etiquetas|a I>] para x, g; € R=.

En cada ronda, cuando los parametros locales se envian al servidor, podemos
recuperar los modelos locales (ya que estan parametrizados por sus parametros
V;). El mecanismo FedPRC propuesto consiste en una agregacion ponderada
para la ultima capa g que potencia las entradas con alta relevancia para todos
los clientes. Para un g; dado, la agregacion ponderada se define por la relevancia
normalizada en la Ec.[l} donde g;; es la j-ésima columna para el i-ésimo cliente,



que también corresponde al limite de decision para la j-ésima clase para dicho
cliente.

77 méx|R(g;;]0)| — min |R(gi;|0)|
Ademas, se desearia prestar més atencion a aquellos clientes que logran un
mejor rendimiento. Para ello, calculamos la relevancia ponderada de un cliente,
que es un escalar, multiplicando su relevancia normalizada por la probabilidad
de clasificar correctamente la muestra, como se muestra en la Ec. [2]

ePT‘ed,;j -
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Finalmente, definimos los parametros de la cabeza del modelo global agregado

como la suma ponderada de las diferentes fronteras de decisién de los clientes.
El procedimiento para un g.; dado se muestra en la Ec. @

gtJ!rJJl Z Wij - Z 9] (3)
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Para el resto de la red, simplemente aplicamos FedAvg como se muestra en
la Ec. @
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Al escalar la relevancia y aplicar una funcién softmax a las predicciones, se
garantiza que w;; esté en el intervalo [0, 1]. De este modo, cada frontera del mo-
delo global es de hecho una combinaciéon convexa de las fronteras de decision de
los clientes, lo que permite la estabilidad numérica. De esta manera, FedPRC
produce una alineacion de las fronteras de decisién. Al aprovechar el conjunto
de datos de anclaje del servidor Dg como un validador de referencia (ground-
truth) para la relevancia de las caracteristicas, suprimimos dinamicamente los
sesgos especificos de los clientes que suelen surgir en la capa de clasificaciéon final
debido a la heterogeneidad de los datos. En consecuencia, el modelo global no se
construye simplemente promediando pardmetros diversos, sino integrando selec-
tivamente solo aquellos componentes de decisién que demuestran una relevancia
de conceptos robusta, consistente y aplicable, mejorando asi significativamente el
rendimiento de generalizacion en entornos no-IID sin comprometer la privacidad

de los clientes locales.

4. Entorno Experimental

En esta seccion, describimos el entorno experimental utilizado para evaluar
FedPRC. Explicamos los conjuntos de datos y modelos empleados en la Sec-
cion definimos los métodos de referencia del estado del arte para la com-
paracion en la Seccién y proporcionamos los detalles de implementacion
necesarios para la reproducibilidad en la Seccion [£:3]



4.1. Conjuntos de Datos y Modelos

Para la evaluacion, empleamos cuatro bancos de pruebas de clasificacion de
imégenes distribuidos entre los clientes para reflejar entornos no-IID realistas:
(1) CIFAR-10 [15], particionado entre 500 clientes mediante una distribucion de
Dirichlet (o = 0.1) para simular un sesgo de etiquetas severo [23]; (2) CelebA-
S [I7], configurado como una tarea de clasificacion binaria para el atributo Smi-
ling (Sonriente) particionado por el ID de la celebridad (filtrando clientes con
> 30 muestras, dando como resultado 1,800 clientes), creando una mezcla com-
pleja de sesgos de etiquetas, caracteristicas y cantidad; (3) CelebA-M, utili-
zando la misma particion dirigida al atributo Heavy Makeup (Maquillaje); y (4)
CelebA-A, dirigido al atributo subjetivo Attractive (Atractivo). Para todos los
experimentos, el conjunto del servidor Dg consiste en un minimo de 3 mues-
tras por clase seleccionadas al azar y eliminadas del conjunto de prueba para
garantizar que no haya filtracion de datos.

4.2. Métodos de Referencia

Para validar el rendimiento de FedPRC, lo comparamos con varios algoritmos
del estado del arte disefiados para mitigar la heterogeneidad de los datos: (1)
FedAvg [20] como base fundacional; (2) FedProx [I6], que introduce regulari-
zacion proximal para limitar la deriva local; (3) FedNova [23], que normaliza las
actualizaciones para corregir inconsistencias del objetivo local; y (4) FedDyn [2],
que emplea penalizaciones dindmicas para alinear asintoticamente los objetivos
locales con el global.

4.3. Detalles de Implementacion

Los experimentos estan implementados en la libreria FLEXible [T 1]E| con Py-
Torch [22], empleando una red ResNet-18 [10] entrenada desde cero. El entre-
namiento local utiliza el optimizador Adam (tasa de aprendizaje 0.001) durante
5 épocas por ronda, para un total de 100 rondas. Los clientes se seleccionan
aleatoriamente en cada ronda. Reportamos la media y desviacion estandar de la
precisiéon y pérdida sobre 5 ejecuciones con semillas aleatorias distintas.

5. Resultados y Analisis

En esta seccion, presentamos una evaluacion cuantitativa y cualitativa de
FedPRC. Primero formalizamos los objetivos de nuestro analisis a través de
un conjunto de preguntas de investigacion en la Seccion [5.1] luego discutimos
los resultados empiricos obtenidos en varios entornos heterogéneos en la Sec-
cion [5.2] Finalmente, senalamos algunas limitaciones de nuestra propuesta en la

Seccion (.31
3 lhttps://github.com/FLEXible-FL/FLEXible
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5.1. Preguntas de Investigacion

Para evaluar rigurosamente la efectividad de FedPRC, nuestro analisis busca
responder a cuatro preguntas de investigacion clave: Rendimiento Compa-
rativo (PI1): ;Como se compara FedPRC con los métodos de referencia del
estado del arte bajo sesgos de etiquetas, caracteristicas y cantidad? Resilien-
cia ante sesgos mixto (PI2): ;Ofrece la ponderacion basada en la relevancia
una ventaja en escenarios complejos de sesgos mixtos? Robustez ante des-
equilibrios extremos (PI3): ;Mantiene FedPRC la estabilidad bajo un sesgo
de etiquetas extremo donde otros métodos regularizados fallan? Alineacién de
caracteristicas e interpretabilidad (PI4): ;Genera la agregacién ponderada
por relevancia caracteristicas globales mejor alineadas y seménticamente signifi-
cativas?

5.2. Analisis Experimental

Esta seccion proporciona una evaluacion cuantitativa de los experimentos. El
rendimiento de FedPRC se evaltua frente a los métodos de referencia del estado
del arte en cuatro conjuntos de datos heterogéneos, tal como se establece en la
configuracion experimental. Los resultados principales se resumen en la Tabla[T]
que reporta la precision y pérdida finales y promedio para cada método.

Tabla 1: Resultados obtenidos para los conjuntos de datos especificados, mos-
trando las métricas de precision y pérdida. Los mejores resultados para cada
conjunto de datos se marcan en negrita. Los segundos mejores resultados estan
subrayados.

Precision Pérdida Precision Pérdida
Conjunto Datos Método Final Final Prom. Prom.

FedAvg 0.9040 + 0.01 0.2828 + 0.04 0.9052 + 0.01 0.2680 + 0.03
FedProx 0.8982 £ 0.01 0.2523 £ 0.02 0.8902 £ 0.02 0.2731 + 0.04
CelebA-S FedNova 0.9091 £+ 0.00 0.2481 4+ 0.01 0.9057 + 0.00 0.2634 + 0.02
FedDyn 0.8675 £ 0.03 0.3190 £ 0.07 0.8716 £ 0.02 0.3102 £ 0.05
FedPRC 0.9080 £+ 0.00 0.2406 £+ 0.01 0.9068 £ 0.00 0.2424 + 0.01

FedAvg 0.6575 + 0.12 0.7701 + 0.39 0.6481 + 0.09 0.7291 + 0.22
FedProx 0.6715 £ 0.09 0.6085 £ 0.11 0.7000 + 0.06 0.5893 + 0.10
CelebA-A FedNova 0.6328 & 0.11 0.7856 + 0.33 0.6408 + 0.10 0.7989 + 0.32
FedDyn 0.6863 £ 0.09 0.5846 £ 0.10 0.6513 £+ 0.08 0.6750 + 0.18
FedPRC 0.7127 £ 0.05 0.5898 + 0.08 0.6768 + 0.07 0.6579 + 0.15

FedAvg 0.5951 4+ 0.00 1.3467 + 0.28 0.6258 + 0.05 1.1750 + 0.41
FedProx 0.4994 £ 0.17 0.8190 £ 0.21 0.4940 £+ 0.10 0.8229 + 0.21
CelebA-M FedNova 0.6664 4+ 0.08 0.9561 + 0.39 0.6299 + 0.06 1.2453 + 0.50
FedDyn 0.4206 £ 0.03 1.0977 £+ 0.24 0.4743 £+ 0.11 1.0033 £ 0.32
FedPRC 0.7277 £+ 0.11 0.5622 + 0.16 0.7543 + 0.09 0.5215 + 0.15

FedAvg 0.6841 4+ 0.03 0.9634 + 0.09 0.6607 + 0.06 1.0231 + 0.18
FedProx 0.6080 £ 0.02 1.0350 £ 0.05 0.6056 + 0.03 1.0586 + 0.06
CIFAR-10 FedNova 0.6732 4+ 0.05 0.9963 + 0.22 0.6767 + 0.05 0.9619 + 0.17
FedDyn 0.0892 £ 0.02 7.8660 £ 2.55 0.0961 £+ 0.02 6.7141 £+ 1.57
FedPRC 0.6842 £+ 0.04 1.0058 + 0.16 0.6807 £+ 0.03 1.0486 + 0.12




Rendimiento Comparativo (PI1). Analizando los resultados de la Tabla [1} ob-
servamos que FedPRC logra resultados competitivos o superiores en todos los
escenarios evaluados. Especificamente, se posiciona de manera consistente como
el método con mejor rendimiento o mantiene una distancia marginal con respec-
to al resultado superior (siendo la mayoria de las veces el segundo mejor método
con un pequenio margen de diferencia frente al mejor rendimiento) en los cuatro
entornos heterogéneos. Esta estabilidad es particularmente notable dado que los
métodos de referencia exhiben fluctuaciones significativas de rendimiento depen-
diendo del conjunto de datos y de la naturaleza especifica del sesgo de los datos.
La ponderacion basada en la relevancia de FedPRC actua eficazmente como un
regularizador global que garantiza que el limite de decisién permanezca robusto
independientemente del cambio en la distribuciéon subyacente.

Resiliencia ante Sesgos Mixtos (PI2). La suite de conjuntos de datos CelebA
(CelebA-S, CelebA-M y CelebA-A) proporciona un banco de pruebas realista
para entornos no-I1D, ya que cada conjunto de celebridades incorpora una mezcla
de sesgos de etiquetas, caracteristicas y cantidad. Como se observa en la Tabla [T}
FedPRC demuestra una resiliencia notable en estos escenarios complejos. En
CelebA-M, nuestro enfoque proporciona un salto significativo en el rendimiento,
superando a FedAvg por mas de 13 puntos porcentuales en precision y reduciendo
eficazmente a la mitad la pérdida final en comparacion con la mayoria de los
métodos de referencia. También podemos verlo en el caso de CIFAR-10, donde
bajo un sesgo de etiquetas severo, FedPRC es estable en situaciones donde una
determinada clase puede no haber sido vista por ningin cliente. En este caso,
nuestro método simplemente mantendria la frontera de decision igual a la de la
ronda anterior, dado que ningtn cliente la ha actualizado.

Curiosamente, FedPRC demuestra una robustez significativa incluso al tratar
con atributos altamente subjetivos como Attractive (Atractivo) en CelebA-A. A
pesar de la ambigiiedad conceptual inherente a esta etiqueta en comparaciéon con
atributos fisicamente distintos, nuestra propuesta sigue siendo altamente compe-
titiva. Esto subraya la capacidad de nuestra propuesta: aunque FedPRC promue-
ve la alineacién de conceptos visuales objetivos, retiene fuertes capacidades de
generalizacion incluso cuando las caracteristicas semanticamente plausibles son
menos distintas, validando la versatilidad de nuestro esquema de ponderacion
basado en relevancia.

Robustez ante Desequilibrios Extremos (PI3). Para evaluar la robustez bajo un
sesgo de etiquetas extremo, consideramos el conjunto de datos CIFAR-10 con
una distribucién de Dirichlet de @ = 0.1, cuyos resultados se muestran en la
Tabla[l] En esta configuraciéon, FedPRC alcanza una precision al estado del arte
(0.6842 £ 0.04). Una observacion critica es el colapso de FedDyn, que no logra
converger y produce una precision de aproximadamente el 9%, rindiendo por
debajo de un clasificador aleatorio. Mientras que FedDyn ha reportado éxito en
entornos menos extremos (« € {0.3,0.5}) [2], su fallo aqui resalta el peligro de
una regularizacion dindmica agresiva en presencia de un sesgo de etiquetas seve-
ro. Mas precisamente, observamos que la precisién se queda estancada alrededor



de 0.1 durante la mayoria de las rondas con perturbaciones sutiles, lo que denota
el fracaso del aprendizaje. FedPRC, por el contrario, mantiene la estabilidad al
anclar las representaciones al conjunto de datos del servidor Dg, evitando que
el limite de decisiéon colapse.

Alineacion de Caracteristicas e Interpretabilidad (PI4). Mas alla de las mé-
tricas cuantitativas, investigamos si FedPRC conduce a una mejor alineacion
seméntica del modelo global. Un subproducto considerable de nuestra agrega-
cion ponderada por relevancia es la producciéon de caracteristicas méas claras y
més significativas desde el punto de vista semantico. Esto se confirma al analizar
los mapas de calor de CRP en la Fig. [l| para el atributo “Smiling” (Sonriente)
en CelebA-S. Para que una muestra se clasifique correctamente como “Sonrien-
te”, la relevancia deberia concentrarse alrededor de la boca y la parte inferior
del rostro del sujeto. Como se muestra en la figura, FedPRC produce mapas
de calor que estan estrictamente alineados con estos conceptos intrinsecos de la
tarea. En cambio, FedNova, que es el método de referencia méas cercano, produce
mapas de calor que se enfocan en el fondo o el cabello. Esto sugiere que la guia
semantica proporcionada por FedPRC mejora el enfoque en las caracteristicas
seménticamente plausibles. Esta propiedad es crucial para el despliegue del AF
en dominios criticos para la seguridad como la salud, donde la interpretabilidad
y fidelidad del modelo son primordiales.

a »

(a) Imagen original de
la particion de prueba
de CelebA.

(c) Caracteristicas de FedNova en CelebA-S

Figural: Mapas de calor de las 5 caracteristicas mas relevantes para la clasi-
ficacion correcta de una muestra dada, extraidos con CRP. FedPRC ofrece un
mapa més util, mostrando una alineaciéon adecuada de las caracteristicas para
permitir la generalizacion.

5.3. Limitaciones y Consideraciones Practicas

Aunque FedPRC proporciona un rendimiento empirico robusto, depende de
que el servidor disponga de un pequeno conjunto de validacion etiquetado Dg.



Esto presenta ciertas limitaciones: (1) Consideraciones de privacidad: La pre-
sencia de Dg puede desviarse de los modelos puros de AF. Sin embargo, esto
es altamente factible en el AF cross-silo (por ejemplo, hospitales, bancos, etc.),
donde a menudo se dispone de datos de validacion. Ademéas, Dg nunca sale del
servidor, preservando la privacidad del cliente. (2) Sesgo de seleccion de datos:
Las muestras elegidas para Dg influyen en qué conceptos se agregan. (3) Afir-
maciones de alineacién semantica: Nuestra evaluaciéon de la alineacién seméntica
(PI4) es principalmente cualitativa, ya que el calculo de métricas de explicabili-
dad cuantitativas (por ejemplo, puntuaciones de insercion/eliminacién o pointing
game) en todos los clientes y datos introduce un cuello de botella computacional
masivo.

A pesar de estas advertencias, los conjuntos de datos de validaciéon son al-
tamente practicos y se utilizan comtunmente en entornos reales de AF para de-
puracion, validacién o cumplimiento. FedPRC aprovecha este recurso existente
para mejorar la alineacion del modelo global.

6. Conclusiones

Este trabajo presenta FedPRC, un mecanismo de optimizaciéon novedoso que
utiliza la CRP para resolver la deriva del modelo bajo heterogeneidad estadis-
tica de datos en el AF. Al anclar los pesos de los clientes a un conjunto de
validacion del servidor Dg y calcular atribuciones a nivel de concepto mediante
CRP, FedPRC agrega la cabeza del clasificador potenciando selectivamente los
conceptos universalmente relevantes y suprimiendo los artefactos especificos de
los clientes.

FedPRC logra un rendimiento competitivo o superior en todos los conjun-
tos de datos evaluados, ofreciendo ganancias de precision de hasta el 13% en la
suite CelebA y manteniendo la estabilidad (precision del 68.4 % en CIFAR-10,
a = 0.1) donde las regularizaciones dinamicas del estado del arte colapsan. Ade-
més, nuestro enfoque alinea de forma natural las caracteristicas globales con los
conceptos intrinsecos de la tarea (por ejemplo, la parte inferior del rostro para
la clasificacion de sonrisas), demostrando que los mecanismos de explicabilidad
post-hoc pueden actuar como ingredientes activos durante el propio proceso de
aprendizaje. Las direcciones futuras incluyen la exploracion de métodos alterna-
tivos de atribucion XAI (como SHAP o pesos de atencién) y la vinculacion de
FedPRC con explicaciones causales basadas en conceptos [TUT316].
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