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Resumen Esta tesis doctoral propone el desarrollo de un framework de
aprendizaje no supervisado adaptativo para el analisis de datos comple-
jos, partiendo de la hipotesis de que es posible reducir la dependencia
de decisiones manuales en el proceso de clustering mediante la combi-
nacién de mecanismos adaptativos de validacién, técnicas de ensemble y
modelos fundacionales tabulares como generadores de representaciones
latentes.

Como primera contribucion de esta tesis, se ha desarrollado un frame-
work inicial de ensemble de clustering jerarquico basado en indices de
validacién interna, actualmente en revision en Information Fusion, que
demuestra mejoras consistentes respecto al clustering jerarquico clasico y
evidencia limitaciones abiertas en la seleccion automatica de criterios de
validacién y la estimacion del ntiimero de clasteres, motivando las lineas
de investigacién propuestas.

A partir de esta base, la tesis tiene como objetivo general desarrollar
un framework generalizable y reproducible de aprendizaje no supervi-
sado que integre mecanismos adaptativos de ensemble de clustering, el
analisis de la relacion entre las propiedades estructurales de los datos y
el comportamiento de los indices de validacion interna, y la exploracion
del potencial de los modelos fundacionales tabulares como generadores
de representaciones latentes. La propuesta serd validada en dominios
cientificos con escasez o ausencia de etiquetas, incluyendo aplicaciones
relacionadas con datos ambientales, biomédicos y/o energéticos.

Keywords: Aprendizaje no supervisado - Clustering - Ensemble - Mo-
delos fundacionales tabulares



1. Introduccion

Esta secciéon presenta la motivacion cientifica de la tesis, su enfoque diferen-
cial respecto al estado del arte y las contribuciones principales que se esperan
obtener.

1.1. Contexto y Motivacion

El aprendizaje no supervisado constituye una de las dreas fundamentales de
la inteligencia artificial, especialmente en aquellos escenarios donde la dispo-
nibilidad de etiquetas es limitada, costosa o inexistente. Entre las principales
técnicas de aprendizaje no supervisado destacan los algoritmos de clustering,
que permiten identificar patrones, estructuras latentes y grupos de comporta-
miento similares en conjuntos de datos complejos, facilitando el descubrimiento
de conocimiento y el anéalisis exploratorio de grandes volimenes de informacion.

Esta capacidad resulta fundamental en numerosos dominios cientificos y apli-
cados, como la salud, la energia o el medioambiente, donde la disponibilidad de
grandes cantidades de datos contrasta con la ausencia de etiquetas fiables o de
conocimiento previo suficiente para identificar las estructuras subyacentes pre-
sentes en los datos. En estos contextos, los métodos de clustering constituyen una
herramienta esencial para apoyar la generacién de hipétesis, la caracterizacion
de fenémenos complejos y la toma de decisiones basada en datos.

A pesar de su importancia, este tipo de algoritmos presenta limitaciones me-
todologicas que dificultan su aplicaciéon sistematica en conjuntos de datos com-
plejos. Los resultados obtenidos dependen frecuentemente de decisiones tomadas
por el investigador, como la eleccién del algoritmo de clustering en cuestion, la
configuracion de sus parametros, la selecciéon de criterios de validacion o el cri-
terio para determinar el namero de clusteres. Estas decisiones suelen apoyarse
en heuristicas o conocimiento experto, lo que dificulta la reproducibilidad de los
analisis y limita la transferencia de las metodologias entre distintos dominios de
aplicacion.

A estas limitaciones se suman los desafios derivados de la creciente comple-
jidad de los datos actuales, caracterizados por alta dimensionalidad, heteroge-
neidad, ruido y relaciones no lineales entre variables. En este contexto, surge
la necesidad de desarrollar metodologias més adaptativas, capaces de aprender
representaciones informativas de los datos, descubrir automéaticamente su estruc-
tura interna y reducir la dependencia de decisiones manuales durante el proceso
de analisis.

1.2. Enfoque Diferencial y Contribuciones Esperadas

Esta tesis da continuidad a diversas lineas de investigacion desarrolladas por
el grupo Minerva, cuya trayectoria en aprendizaje no supervisado y aprendizaje
profundo aplicado a dominios cientificos complejos ha evidenciado dos necesida-
des recurrentes: obtener representaciones informativas de los datos e identificar
automéaticamente patrones complejos en ausencia de etiquetas.



Desde una perspectiva metodologica, gran parte de las limitaciones actuales
del clustering pueden interpretarse como consecuencia de tres decisiones funda-
mentales que siguen dependiendo en gran medida del criterio del investigador:
como representar los datos, como evaluar la calidad de las particiones obtenidas
y como determinar la estructura de agrupamiento méas adecuada. Aunque estos
problemas han sido ampliamente estudiados, la literatura los aborda habitual-
mente de forma independiente, dando lugar a soluciones parciales que resultan
dificiles de combinar y transferir entre dominios.

La originalidad de esta tesis reside en plantear que estas tres decisiones funda-
mentales no deben abordarse como problemas independientes, sino como compo-
nentes interrelacionados de un mismo proceso de descubrimiento de estructura.
La hipotesis subyacente es que las propiedades intrinsecas de los datos, junto con
representaciones latentes capaces de capturar informacion estructural relevante,
contienen informacién suficiente para guiar de forma adaptativa la evaluacion,
combinacion e identificaciéon de estructuras de agrupamiento. Bajo esta premisa,
la tesis propone un marco de aprendizaje no supervisado adaptativo que combina
técnicas de ensemble de clustering, mecanismos de validacién interna y modelos
fundacionales tabulares dentro de una arquitectura unificada. Este enfoque per-
sigue reducir la dependencia de decisiones manuales, mejorar la reproducibilidad
de los anélisis y facilitar la transferencia de metodologias entre dominios.

Para ello, las contribuciones previstas abordan de forma secuencial los distin-
tos componentes necesarios para reducir la dependencia de decisiones manuales
en el proceso de clustering, desde la generacion y evaluacion de particiones hasta
el aprendizaje de representaciones y su integraciéon en un framework unificado:

= Un framework de ensemble de clustering jerdrquico basado en indices de va-
lidacién interna de clustering (CVIs), que establece el punto de partida para
el desarrollo posterior de mecanismos adaptativos de evaluacién, consenso y
descubrimiento de estructura, con implementacion disponible en repositorio
publico.

= Mecanismos adaptativos capaces de relacionar las propiedades estructurales
de los datos con el comportamiento de los indices de validacién interna y las
estrategias de consenso, permitiendo automatizar la selecciéon de criterios de
evaluacion y la estimacion de la estructura de agrupamiento mas adecuada.

= Un estudio sisteméatico del potencial de los modelos fundacionales tabula-
res como generadores de representaciones latentes para el descubrimiento
de estructura en datos complejos, analizando su capacidad para capturar
informacién relevante para algoritmos de clustering.

= La integracion de los avances metodologicos desarrollados en un framework
unificado de aprendizaje no supervisado adaptativo, capaz de combinar me-
canismos de representacion, validacién y consenso dentro de un mismo pro-
ceso de descubrimiento de estructura, validado en dominios cientificos reales
con escasez o ausencia de etiquetas. También disponible en un repositorio
publico.



2. Estado del Arte

Esta seccioén revisa los principales enfoques relacionados con la investigacion
propuesta, identificando las limitaciones que motivan las contribuciones de esta
tesis.

2.1. Algoritmos de Clustering, Métodos Ensemble y Evaluacion de
la Calidad de las Particiones

Los algoritmos de clustering constituyen una herramienta fundamental para
el analisis exploratorio de datos y el descubrimiento de estructura en escenarios
sin etiquetas. A pesar de su amplia utilizacion, la seleccion del algoritmo, la
configuraciéon de sus parametros y la determinaciéon del ntmero de clasteres
contintian dependiendo en gran medida de heuristicas o conocimiento experto,
comprometiendo la reproducibilidad y la transferencia de metodologias entre
dominios [1][2][3].

Los métodos de ensemble de clustering combinan multiples particiones ge-
neradas bajo distintas configuraciones con el objetivo de obtener soluciones mas
estables y representativas que las proporcionadas por un tnico algoritmo [4][5].

La seleccién de las particiones més representativas dentro de un ensemble
requiere criterios de calidad que no dependan de etiquetas externas. En este
contexto, los CVIs internos desempenan un papel fundamental, ya que permiten
evaluar caracteristicas de las particiones a partir de los propios datos [6][7]. Sin
embargo, el comportamiento de los CVIs varia significativamente en funcion de
las propiedades estructurales del conjunto de datos, como la dimensionalidad,
el ruido o la forma de los clisteres, lo que dificulta la seleccion automatica del
criterio mas adecuado [8]. Esta dependencia contextual de los CVIs constituye
una de las limitaciones abiertas mas relevantes del campo y uno de los problemas
a abordar en esta tesis.

2.2. Aprendizaje de Representaciones y Modelos Fundacionales
Tabulares

El aprendizaje de representaciones ha transformado el clustering en domi-
nios no estructurados como imagen o texto, donde técnicas como los autoencoders
profundos permiten proyectar los datos en espacios latentes més apropiados para
el agrupamiento [9][10]. Sin embargo, su aplicacion a datos tabulares presenta
desafios especificos derivados de la heterogeneidad de las variables y la ausencia
de invarianzas estructurales, que limitan la efectividad de los enfoques desarro-
llados en otros escenarios.

En este contexto, los modelos fundacionales tabulares representan una linea
emergente de investigacién con un potencial todavia escasamente explorado en
escenarios no supervisados. TabPFN [11] introdujo un enfoque basado en trans-
formers preentrenados sobre millones de tareas sintéticas capaz de resolver ta-
reas de clasificacién tabular en una tnica pasada hacia delante, sin necesidad de
fine-tuning. Su sucesor TabPFNv2 amplia considerablemente el rango operativo,



mientras que TabICL extiende estas capacidades a conjuntos de datos de mayor
tamafio mediante aprendizaje en contexto [12]. Mas recientemente, TabPFNv3
ha mejorado la escalabilidad y el rendimiento de esta familia de modelos, exten-
diendo su aplicabilidad a conjuntos de datos de mayor tamano y modalidades
tabulares mas complejas [13]. Estos modelos generan representaciones latentes
durante la inferencia que, en principio, reflejan informacién estructural aprendi-
da durante el preentrenamiento.

Sin embargo, los embeddings producidos por arquitecturas Transformer pre-
sentan un problema conocido de anisotropia: los vectores tienden a concentrarse
en un cono estrecho del espacio latente, lo que distorsiona las medidas de simili-
tud y perjudica el rendimiento de los algoritmos de clustering clasicos aplicados
directamente sobre ellos [14]. Trabajos recientes como ZEUS han demostrado que
es posible preentrenar un modelo fundacional para inferir asignaciones de cluster
en datos sintéticos y generalizar a datos reales, superando a algoritmos clasicos
y enfoques de deep clustering [15], pero la aplicacion sistematica de modelos
como TabPFN o TabICL como generadores de representaciones para clustering
adaptativo permanece practicamente inexplorada.

2.3. Limitaciones Identificadas y Oportunidad de Investigacion

La revision del estado del arte identifica tres limitaciones principales: (i)
la ausencia de mecanismos adaptativos para seleccionar indices de validacion
interna en funcion de las propiedades de los datos, (ii) la dificultad de inferir
automéaticamente la estructura de agrupamiento mas adecuada, y (iii) la falta
de estudios sistematicos sobre el uso de modelos fundacionales tabulares como
generadores de representaciones para clustering.

Aunque estas lineas han sido estudiadas de forma independiente, no exis-
ten marcos que las integren dentro de un mismo proceso de aprendizaje no
supervisado. Esta tesis aborda conjuntamente estos tres problemas mediante la
combinaciéon de ensemble clustering, validacién adaptativa y modelos fundacio-
nales tabulares, con el objetivo de desarrollar metodologias mas reproducibles y
transferibles entre dominios.

3. Hipoétesis y Objetivos

Esta seccién presenta la hipotesis central de la tesis y las preguntas de in-
vestigacion derivadas, asi como el objetivo general y los subobjetivos especificos
que estructuran su desarrollo.

3.1. Hipotesis de Partida y Preguntas de Investigacion

La hipotesis central de esta tesis es que las propiedades estructurales de los
datos contienen informacion suficiente para guiar de forma adaptativa decisiones
fundamentales del proceso de clustering, incluyendo la evaluacién de particiones,
la identificaciéon de la estructura de agrupamiento y el uso de representaciones



més informativas. Como consecuencia, es posible desarrollar metodologias de
aprendizaje no supervisado mas eficaces, reproducibles y transferibles que re-
duzcan la dependencia de decisiones manuales asumidas por el investigador.

A partir de esta hipotesis, se plantean tres preguntas de investigacion que
estructuran el desarrollo de la tesis:

1. ;Es posible modelar la relaciéon entre las propiedades estructurales de un
conjunto de datos y el comportamiento de distintos CVIs internos, de for-
ma que dicha informacién permita automatizar decisiones tradicionalmente
dependientes del experto durante el proceso de clustering?

2. (Puede la informacién contenida en multiples particiones de un mismo con-
junto de datos utilizarse para inferir de forma mas fiable su estructura de
agrupamiento, incluyendo la identificacion automatica del ntimero de clis-
teres y la seleccion de soluciones més estables y representativas?

3. (Pueden los modelos fundacionales tabulares generar representaciones la-
tentes que capturen informacion estructural relevante para el agrupamiento,
facilitando la identificacion de patrones complejos que no resultan evidentes
en el espacio original de los datos?

La hipotesis se considerara respaldada si los mecanismos propuestos permi-
ten seleccionar de forma adaptativa estrategias de representacion, validacion y
consenso que conduzcan a resultados comparables o superiores a los obtenidos
mediante enfoques de referencia, manteniendo su capacidad de transferencia en-
tre distintos dominios sin requerir una configuracion especifica para cada uno de
ellos.

3.2. Objetivo General

El objetivo principal de esta tesis es desarrollar un framework generalizable
y reproducible de aprendizaje no supervisado adaptativo, capaz de adaptarse a
diferentes tipos de datos y apoyar procesos de descubrimiento de conocimiento
en escenarios con ausencia de etiquetas, mediante la combinacion de técnicas de
ensemble de clustering y modelos fundacionales tabulares.

3.3. Subobjetivos

= SO1. Desarrollar mecanismos adaptativos de clustering mediante técnicas
ensemble como primera aproximacion para el descubrimiento automaético de
estructuras.

= SO2. Analizar la relacién entre las propiedades estructurales de los datos,
los CVIs y los mecanismos de consenso para apoyar estrategias adaptativas
de clustering.

= SO3. Evaluar el potencial de los modelos fundacionales tabulares como ge-
neradores de representaciones para clustering.

= SOA4. Integrar los avances desarrollados en un framework unificado de apren-
dizaje no supervisado adaptativo.

= SO5. Validar las metodologias propuestas en dominios cientificos caracteri-
zados por datos complejos y escasez de etiquetas.



4. Metodologia y Plan de Trabajo

Esta seccion describe la estrategia metodolégica y los paquetes de trabajo
que estructuran el desarrollo de la tesis.

4.1. Metodologia General

La investigacién seguird una metodologia experimental iterativa basada en
la revision continua del estado del arte, el desarrollo y la evaluacién de nuevas
metodologias de clustering. Cada paquete de trabajo comenzara con una revision
especifica de la literatura relacionada con el problema a abordar.

4.2. Visién General del Framework Unificado Propuesto

El framework propuesto integra tres componentes principales: (i) un modulo
de ensemble de clustering jerarquico basado en una medida de distancia adapta-
tiva respaldada por indices de validacion interna, (ii) mecanismos adaptativos de
validacion y consenso guiados por las propiedades estructurales de los datos, y
(iii) aprendizaje de representaciones mediante modelos fundacionales tabulares.

4.3. PT1: Framework de Ensemble de Clustering Jerarquico

Objetivo. Desarrollar un framework inicial de ensemble de clustering jerar-
quico basado en CVIs internos que mejore la calidad y estabilidad del clustering
jerarquico clasico mediante mecanismos de selecciéon de particiones y construc-
cion de una medida de distancia adaptativa.

Tareas principales:

= T1.1. Diseno e implementacién del framework: generacién de particiones
jerarquicas bajo distintas configuraciones, selecciéon mediante CVIs internos
y construcciéon de la medida de distancia adaptativa.

= T1.2. Experimentaciéon sobre conjuntos de datos de referencia, anélisis de la
relacién entre CVIs internos y medidas de evaluacién externas.

Hito: Articulo cientifico que presenta el framework, su experimentacion y vali-
dacion asociadas, y las conclusiones derivadas de la investigacion [16]. (Contri-
bucion actualmente en revision.)

4.4. PT2: Analisis Adaptativo de CVIs y Mecanismos de Consenso

Objetivo. Analizar la relacion entre las propiedades estructurales de los
datos, el comportamiento de los CVIs internos y los mecanismos de consenso,
con el fin de mejorar estrategias adaptativas en clustering.



Tareas principales:

= T2.1. Analisis sistematico de la relacion entre las caracteristicas estructurales
de los datos y el comportamiento de distintos CVIs internos.

= T2.2. Estudio del impacto de distintas estrategias de consenso sobre la cali-
dad y estabilidad de las particiones obtenidas.

= T2.3. Desarrollo de mecanismos adaptativos para la seleccién y combinacion
de CVIs y estrategias de consenso en funcién de las propiedades del conjunto
de datos.

Hito: Articulo cientifico sobre las relaciones entre caracteristicas estructurales de
los datos, CVIs internos y mecanismos de consenso para clustering adaptativo.

4.5. PT3: Modelos Fundacionales Tabulares para Representacion
en Clustering

Objetivo. Investigar el uso de modelos fundacionales tabulares como gene-
radores de representaciones latentes para mejorar el rendimiento, estabilidad e
interpretabilidad del clustering en datos complejos.

Tareas principales:

= T3.1. Disefio de flujos de procesamiento para extraccion de representaciones
latentes en escenarios no supervisados.

= T3.2. Comparacion entre clustering sobre caracteristicas originales, sobre
representaciones clasicas y sobre embeddings de modelos fundacionales.

Hito: Articulo cientifico sobre modelos fundacionales tabulares como mecanismo
de representacion para clustering adaptativo.

4.6. PT4: Framework Unificado de Aprendizaje No Supervisado
Adaptativo

Objetivo. Integrar los componentes desarrollados en un framework adapta-
tivo para el anélisis no supervisado de datos complejos.

Tareas principales:

= T4.1. Diseno de una arquitectura modular que integre ensemble de clus-
tering, aprendizaje de representaciones, validaciéon adaptativa y anélisis de
resultados.

s T4.2. Evaluaciéon del framework frente a métodos tradicionales y enfoques
recientes.

Hito: Articulo cientifico sobre el framework unificado de aprendizaje no super-
visado adaptativo.



Cuadro 1. Dominios de validacién previstos y posibles casos de estudio.

Dominio Posibles casos de estudio

Ambiental Calidad del aire y distribuciones de tamano de particulas atmosféri-
cas, en linea con trabajos previos del grupo Minerva sobre contami-
naciéon atmosférica y series temporales multivariantes [17].

Biomédico Identificacién de perfiles clinicos y subgrupos de pacientes a partir
de datos heterogéneos con disponibilidad limitada de etiquetas, in-
cluyendo potenciales aplicaciones en reproducciéon asistida.

Energético Analisis de patrones de consumo, precios de mercado y datos proce-
dentes de sistemas SCADA para la identificacién de comportamientos
caracteristicos y situaciones anoémalas [18].

4.7. PT5: Transferencia y Validacién Multidominio

Objetivo. Validar el framework en dominios cientificos reales con datos com-
plejos y escasez o ausencia de etiquetas, evaluando su capacidad de generalizacion
y transferencia.

Tareas principales:

= T5.1. Recopilaciéon, limpieza y anélisis exploratorio de datos reales en los
dominios ambiental, biomédico y/o energético, en posible colaboracion con
expertos de cada &rea.

= T5.2. Evaluacién técnica de los agrupamientos obtenidos.

= T5.3. Interpretacion de los clusteres y anélisis de su utilidad cientifica y/o
aplicada.

Hito: Articulo cientifico de aplicacion en al menos uno de los dominios conside-
rados.

4.8. Estrategia Experimental y Dominios de Aplicacion

La validacion experimental se realizard en dos fases complementarias. En
primer lugar, se utilizaran conjuntos de datos benchmark procedentes de repo-
sitorios como UCI, OpenML y colecciones sintéticas controladas para analizar
el comportamiento de las metodologias bajo diferentes condiciones de dimen-
sionalidad, ruido y complejidad estructural. En segundo lugar, las propuestas
desarrolladas se evaluaran en dominios cientificos reales alineados con la trayec-
toria investigadora del grupo Minerva, seleccionados por la complejidad de sus
datos y la escasez de etiquetas disponibles (Tabla 1).

4.9. Cronograma

La tesis esta diseniada para desarrollarse en un periodo de cuatro anos. La
Tabla 2 resume la distribucion prevista de actividades por semestres.



Cuadro 2. Cronograma previsto de la tesis por semestres. Las columnas sombreadas
corresponden a semestres completados a junio de 2026.

Actividad S1 S2 S3 S4 S5 S6 S7 S8
Revision del estado del arte e o o o o o o o
PT1: Ensemble de clustering jerarquico e e

PT2: CVIs adaptativos o o o

PT3: Modelos fundacionales

PT4: Framework unificado e o o

PT5: Validacién multidominio e o o o
Redacciéon de tesis e o o
Publicaciones P1 P2 P3 P4 P5
Defensa °

5. Estado Actual de la Investigacion

Como primera contribucion de la tesis, se ha completado el PT1 (Seccion 4.3):
un framework de ensemble de clustering jerarquico basado en una medida de
distancia adaptativa, con implementacién disponible en un repositorio publico.
Los resultados muestran mejoras consistentes respecto al clustering jerarquico
tradicional y evidencian relaciones relevantes entre CVlIs internos y métricas
externas de evaluacion. El trabajo correspondiente se encuentra actualmente en
revision en Information Fusion [16].

Las cuestiones abiertas identificadas en este trabajo, entre ellas la seleccion
automatica de criterios de validacion y el papel del aprendizaje de representacio-
nes, constituyen la base sobre la que se desarrollaran PT2, PT3 y PT4 conforme
al cronograma establecido (Seccion 4.9).

6. Relevancia e Impacto Esperado

Esta seccion discute la importancia de la investigacién propuesta tanto desde
el punto de vista cientifico y metodolégico como desde su potencial de transfe-
rencia y aplicacién en problemas reales de relevancia social.

6.1. Impacto Cientifico y Metodolbgico

El aprendizaje no supervisado es, paraddjicamente, una de las areas mas
utilizadas y menos consolidadas de la inteligencia artificial. Su uso esta amplia-
mente extendido en la practica cientifica, pero la ausencia de etiquetas impide
aplicar los mecanismos habituales de validaciéon y comparacion, lo que dificulta
el progreso acumulativo del campo y genera una dependencia persistente del cri-
terio experto. La investigacion propuesta contribuye a reducir esta subjetividad:
si es posible anticipar qué criterio de validacién o qué representacion funciona
mejor en funcién de las propiedades de los datos, el analisis no supervisado deja
de ser un arte para acercarse a una disciplina reproducible y transferible.



El interés cientifico de conectar modelos fundacionales tabulares con cluste-
ring no reside Gnicamente en la mejora de rendimiento que puedan ofrecer, sino
en la pregunta de fondo que plantea: ;qué aprenden realmente estos modelos
sobre la estructura de los datos cuando se preentrenan para clasificaciéon? Res-
ponder a esta pregunta en el dominio tabular, donde no existen las invarianzas
naturales del texto o la imagen, tiene implicaciones que van mas allé del cluste-
ring y pueden informar el diseno de futuros modelos fundacionales para datos
estructurados.

6.2. Transferencia a la Sociedad y Aplicabilidad en Dominios Reales

Los dominios de aplicacién previstos comparten una caracteristica comun:
son areas donde los datos existen en abundancia pero el conocimiento etiquetado
es costoso, escaso o inviable de obtener a escala. Esto convierte al aprendizaje no
supervisado adaptativo en una herramienta estratégica, no meramente técnica,
para el avance cientifico en salud, medioambiente y energia. La disponibilidad de
un framework abierto, documentado y validado en problemas reales puede ade-
més democratizar el acceso a estas metodologias para grupos de investigacion sin
grandes recursos computacionales, amplificando el impacto de las contribuciones
més alla del &mbito académico inmediato.
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