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Resumen La estimacion de la vida ttil restante, o Remaining Useful
Life (RUL), constituye una de las tareas fundamentales del mantenimien-
to predictivo. A menudo, este problema se plantea como una tarea de
regresion supervisada, en la que a partir de una secuencia registrada
en un instante temporal (t), se estima el tiempo restante hasta la ocu-
rrencia de un fallo operativo (7%). No obstante, en entornos reales, la
estimacion de la RUL esta condicionada por la incertidumbre derivada
de la incertidumbre en los procesos de degradaciéon, la heterogeneidad
en las condiciones de operacién y de la disponibilidad limitada de datos
de fallo. Para abordar tanto la incertiumbre, como la heterogeneidad, la
literatura reciente ha recurrido a modelos de deep learning cada vez mas
sofisticados, y con mas parametros capaces de aprender representacio-
nes internas complejas e identificar patrones intrincados. Sin embargo,
estos modelos requieren grandes volimenes de datos etiquetados para
lograr un entrenamiento robusto. Frente a esta limitacién, los métodos
semisupervisados se presentan como una alternativa prometedora, ya que
permiten aprovechar datos no etiquetados o parcialmente etiquetados pa-
ra mejorar el aprendizaje del modelo. En esta revision, nos enfocamos
en modelos que utilizan esta informacién para construir representaciones
latentes mas informativas, lo que facilita la estimacién posterior de la
RUL. Tras un analisis exhaustivo de la literatura, identificamos varias
lineas metodolodgicas relevantes y las comparamos experimentalmente en
conjuntos de datos de motores de aeronaves con distintos niveles de cen-
sura. Los resultados evidencian que el aprendizaje basado en contraste
es una de las alternativas méas prometedoras dentro del estado del arte.

Keywords: Aprendizaje de representaciones - Deep Learning - Remaining Use-
ful Life.

1. Introduccion

El correcto funcionamiento de activos médicos, industriales y de transporte
resulta esencial para la sociedad actual, por lo que las estrategias de manteni-



miento desempenan un papel clave en la seguridad, disponibilidad y eficiencia de
estos sistemas. Tradicionalmente, estas estrategias se han organizado en torno
a dos enfoques principales: el mantenimiento correctivo, que actia una vez pro-
ducido el fallo, y el mantenimiento preventivo, que programa intervenciones a
partir del conocimiento previo sobre los procesos de degradacion. Sin embargo,
ambos enfoques presentan limitaciones importantes: el primero puede implicar
costes elevados y riesgos operativos, mientras que el segundo puede conducir a
intervenciones innecesarias o tardias debido a la incertidumbre asociada al uso,
la carga y las condiciones de operaciéon de la maquinaria. En este contexto, el
mantenimiento predictivo basado en datos ha adquirido una relevancia creciente
gracias al desarrollo del Big Data, el internet de las cosas y la inteligencia artifi-
cial. La disponibilidad de datos operativos e histéricos permite entrenar modelos
capaces de estimar indicadores del estado de salud de los activos, entre los que
destaca la vida 1util restante o Remaining Useful Life (RUL). Actualmente, los
enfoques basados en datos dominan la literatura de RUL y suelen formular este
problema como una tarea de regresién, donde una secuencia de observaciones
procedentes de sensores, se utiliza para estimar el tiempo restante hasta el fallo.
En los modelos modernos de aprendizaje profundo, esta funcién suele descompo-
nerse en dos etapas: un codificador, encargado de transformar la entrada en una
representacién latente compacta, y un regresor que utiliza dicha representacién
para obtener la prediccién final. Bajo esta formulacién, el rendimiento del siste-
ma depende en gran medida de la calidad de la representacién latente aprendida.
Por ello, el aprendizaje de representaciones se ha convertido en una linea clave
dentro de la estimacién de RUL, ya que busca construir espacios latentes capa-
ces de reflejar la estructura de degradaciéon de los activos y facilitar predicciones
mas precisas y robustas.

En este contexto, las principales aportaciones de este trabajo son las siguien-
tes. 1) se presenta una revision sistematica de métodos recientes de aprendizaje
profundo orientados a la estimacion de la vida util restante, centrada especifi-
camente en enfoques que aprenden representaciones latentes a partir de datos
operativos. i), se propone una taxonomia que organiza la literatura segun el
mecanismo utilizado para construir dichas representaciones, diferenciando entre
aprendizaje directo, métodos basados en reconstruccién y enfoques contrastivos.
ii1) se realiza una comparacion experimental de modelos representativos sobre
conjuntos de datos de motores de aeronaves bajo distintos niveles de censura,
evaluando tanto el rendimiento predictivo como el coste computacional.

El resto del articulo se organiza como sigue: primero se describe la metodologia
de revisién sistematica empleada; a continuacién, se presenta la taxonomia de
métodos de aprendizaje de representaciones para RUL; posteriormente, se de-
tallan los enfoques basados en aprendizaje directo, reconstruccion y contraste;
después, se expone la evaluacion experimental y la discusiéon de resultados; vy,
por ultimo, se recogen las principales conclusiones y lineas de trabajo futuro.



2. Revisidn literaria sistematica

En esta seccion se describe la metodologia empleada para la seleccién de
los articulos incluidos en la revision, las fuentes de informacion consultadas, la
estrategia de busqueda utilizada y el procedimiento seguido para su seleccion.

2.1. Objetivo y criterios de seleccion

El objetivo de esta revision es identificar las principales corrientes de apren-
dizaje de representaciones mediante técnicas de aprendizaje profundo aplicadas
a la estimacion de la RUL en sistemas complejos que carecen de conocimiento
explicito sobre sus procesos de degradacién. Se incluyeron tnicamente articulos
de revista revisados por pares publicados entre 2021 y 2026 que propusieran
metodologias propias, validadas experimentalmente, para la estimacion directa
de la RUL mediante aprendizaje profundo orientado a la obtencion de represen-
taciones latentes. Se excluyeron congresos, revisiones, tesis y trabajos centrados
en otras tareas relacionadas, asi como métodos sin validaciéon experimental, ba-
sados en dominios externos o que emplearan informacién explicita del proceso
de degradacion.

2.2. Fuentes de informacidén y estrategia de bisqueda

El estudio se realiz6 a partir de tres fuentes principales de informacién bi-
bliogréfica: IEEE Xplore, Scopus y Google Scholar, esta ultima empleada como
apoyo para identificar trabajos potencialmente relevantes no detectados en las
etapas anteriores. Sobre estas fuentes se aplicd la siguiente cadena de busque-
da, disenada para recuperar articulos alineados con los criterios de inclusion y
exclusiéon definidos previamente:

(“remaining useful life” OR RUL) AND (“manifold learning” OR embedding
OR “contrastive learning” OR “representation learning” OR “metric learning”)

2.3. Proceso de seleccion y cribado

El proceso completo de seleccién de articulos se resume en la Figura 1, don-
de se muestran las fuentes consultadas y el numero de trabajos recuperados,
seleccionados y descartados en cada etapa. La seleccion final se obtuvo mediante
un cribado secuencial que incluy6 la exclusion de documentos no publicados en
revistas revisadas por pares (cribado documental), la aplicacion de los criterios
de inclusién y exclusion al titulo (cribado por titulo) y al resumen (cribado por
resumen), y, finalmente, la lectura completa de los trabajos que superaron las
fases anteriores, sobre los que se volvi6 a aplicar el cribado definido previamente
(lectura y cribado final). En esta etapa final, aparecieron numerosos descartes
debido al uso de conocimiento fisico o informacién explicita de degradacién no
siempre visible en titulo o resumen.
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Figura 1: Descripcién de la imagen

3. Aprendizaje profundo de representaciones en
problemas de estimacién de la vida 1til restante

En esta seccién se presenta una taxonomia de los trabajos identificados me-
diante la metodologia descrita anteriormente. El objetivo de esta clasificacion
es agrupar los métodos segtn el mecanismo utilizado para aprender representa-
ciones utiles para la estimacion de la vida util restante (RUL). Para ello, cada
nivel de la taxonomia responde a una cuestién concreta sobre las caracteristicas
de los métodos analizados: en primer lugar, a partir de qué tarea se aprenden
las representaciones; en segundo lugar, qué tareas auxiliares se utilizan cuando
el aprendizaje no se realiza directamente sobre la estimacién de RUL; y, final-
mente, cémo se define la similitud entre muestras en los métodos contrastivos.
La clasificacion resultante se muestra en la Figura 2.

4. Aprendizaje directo

En este tipo de enfoques se busca aprender una funcion parametrizada RUL =
fo(x), capaz de estimar la RUL a partir de las observaciones disponibles (x). En
los modelos profundos, esta funcién suele descomponerse en dos bloques princi-
pales. El primero corresponde a un codificador (g4), encargado de transformar
los datos de entrada (x) en una representacion latente de menor dimension (z),
tal que z = g4(x), mientras que un segundo bloque, denominado regresor (ry,),

utiliza dicha representacion para estimar la RUL, RUL = 2y (gs(x)). De esta
forma, el problema de aprendizaje consiste en encontrar los parametros (¢) y
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Figura2: Taxonomia desarrollada

(¥)) que permitan obtener representaciones informativas para la tarea de pre-
diccion. Habitualmente, estos parametros se optimizan mediante algoritmos de
retropropagaciéon minimizando una funciéon de pérdida que depende directamen-
te de la disponibilidad de etiquetas asociadas a cada instancia del conjunto de
entrenamiento.

La literatura ha propuesto numerosas arquitecturas para implementar el co-
dificador. Entre las primeras aproximaciones destacan las redes convolucionales
(CNN) [9], o arquitecturas recurrentes, especialmente las redes Long Short-Term
Memory (LSTM) [5,16], sin embargo, su limitacién para capturar patrones a
largo plazo, ha hecho que la literatura vire hacia arquitecturas basadas en me-
canismos de atencion y transformers [10,15,21].

Los modelos supervisados obtienen buenos resultados, pero dependen de dis-
poner de suficientes trayectorias de fallo etiquetadas para aprender representa-
ciones utiles. Este efecto se ilustra en la Figura 3, donde se comparan mediante
una proyeccion PCA los espacios latentes aprendidos por una red LSTM entrena-
da sobre C-MAPSS con distintas cantidades de trayectorias de fallo. Cuando el
modelo dispone de més ejemplos etiquetados 3b, las representaciones muestran
una estructura méas coherente con la progresiéon de la degradacion. En cambio,
al reducir drasticamente la cantidad de datos 3a etiquetados, el espacio latente
pierde parte de dicha estructura, dificultando la estimacién precisa de la RUL.

5. Aprendizaje basado en tareas auxiliares

Para obordar el problema anteriormente expuesto y disminuir la dependencia
de instancias etiquetadas se investigan estos enfoques donde en vez de buscar
una representacion en base a la tarea de prediccion final, buscamos preentrenar
los modelos usando solo la informacién disponible. De esta forma, los modelos
de extracciéon de representaciones se preentrenan usando la mayor parte de la
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Figura3: Comparacion de los espacios latentes obtenidos mediante PCA para
distintos niveles de disponibilidad de datos de fallo.

informacioén con etiquetas limitadas y posteriormente se refinan bajo el conjunto
de datos etiquetados mas limitado final.

5.1. Reconstruccién

Una de las primeras estrategias propuestas consiste en aprender representa-
ciones mediante tareas de reconstruccion. Estos métodos se basan en un codifica-
dor (g4) que transforma las observaciones de entrada (x) en una representacion
latente, z = g4(x). Sin embargo, a diferencia de los enfoques supervisados, la re-
presentacion latente se utiliza para alimentar un decodificador (dg), encargado
de reconstruir la sefial original, X = dy (2).

Uno de los primeros trabajos en esta linea fue propuesto por [14], quienes
emplearon maquinas de Boltzmann restringidas (RBM) para modelar la distri-
bucién de los datos sin requerir informacién sobre el fallo. Las representaciones
aprendidas durante esta etapa de preentrenamiento eran posteriormente utiliza-
das como entrada para un modelo de regresiéon de RUL.

Posteriormente, el uso de autoencoders (AE) se convirtié en una de las apro-
ximaciones mas populares dentro del aprendizaje semisupervisado para RUL.
Estos modelos aprenden representaciones compactas minimizando el error de re-
construcciéon de las observaciones originales [6,7]. Con el objetivo de capturar
mejor la incertidumbre inherente al proceso de degradacién, surgieron posterior-
mente los variational autoencoders (VAE), que modelan explicitamente una dis-
tribucién probabilistica en el espacio latente mediante una regularizaciéon basada
en la divergencia de Kullback-Leibler [3,4,11].

etiquetados, los métodos basados en reconstruccién presentan una limita-
cion especialmente relevante en escenarios con una elevada proporciéon de datos
censurados. Dado que el entrenamiento estd dominado por los estados de funcio-
namiento normal, que suelen ser los més abundantes, las representaciones apren-
didas tienden a reflejar principalmente los patrones més frecuentes del conjunto
de datos. Como consecuencia, las regiones correspondientes a estados avanzados



de degradacion, que contienen la informacién mas relevante para la estimacién
de RUL, pueden quedar insuficientemente representadas en el espacio latente.

5.2. Contraste

La hipétesis fundamental del aprendizaje contrastivo establece que dos ejem-
plos que representen estados de degradaciénimilares deberian poseer represen-
taciones latentes cercanas en el espacio de caracteristicas, mientras que obser-
vaciones correspondientes a estados de degradacion significativamente distintos
deberian situarse alejadas entre si.

Aprendizaje basado en pares positivos-negativos Una primera familia
de métodos construye explicitamente pares positivos y negativos para guiar el
aprendizaje contrastivo. Entre las estrategias mas habituales se encuentran aque-
llas basadas en la proximidad temporal. Bajo esta hipétesis, dos observaciones
obtenidas en instantes cercanos dentro de una misma trayectoria de degradacién
deberian corresponder a estados de salud similares y, por tanto, sus representa-
ciones latentes deberian situarse proximas entre si. De esta forma, las muestras
comprendidas dentro de una ventana temporal definida alrededor de un instante
(t) se consideran ejemplos positivos, las mas alejadas, como negativas [8,18,24].
Otra linea de investigacion persigue aumentar la robustez de las representaciones
frente al ruido. En estos enfoques, a partir de una observacion (x) se generan
multiples vistas mediante distintas modificaciones de la sefial. Estas vistas se con-
sideran ejemplos positivos entre si, mientras que las observaciones procedentes
de otras trayectorias actian como ejemplos negativos [1,22,23].

Aprendizaje basado en distancia temporal En lugar de limitarse a cla-
sificar pares de muestras como positivas o negativas, estos enfoques intentan
preservar en el espacio latente la distancia existente entre distintos estados de
degradacion. Bajo esta hipotesis, dadas dos observaciones (x;) y (x;), obtenidas
en los instantes (¢;) y (¢;) de una misma trayectoria de fallo, la distancia entre sus
representaciones latentes (z;) y (z;) deberia reflejar la separacion temporal exis-
tente entre ambas observaciones. Las diferencias entre los métodos propuestos
se encuentran principalmente en la forma de cuantificar esta relaciéon. Algunos
trabajos emplean distancias euclideas o similitud coseno entre representaciones,
mientras que otros utilizan funciones de puntuacién aprendidas especificamente
para modelar la progresion de la degradacién y preservar la estructura temporal
del proceso [12,13,17].

6. Evaluacién experimental

Para entender mejor los efectos précticos de los distintos métodos de apren-
dizaje de representaciones en RUL mediante modelos de deep learning, dise-
namos estos experimentos alrededor de la siguiente pregunta: ;Qué modelos



obtienen los mejores resultados en sistemas complejos con alta incertidumbre,
independientemente del nivel de censura? Para esto, cogeremos los conjuntos

de datos méas usados en los articulos revisados que aborden sistemas comple-
jos, sobre los que aplicaremos los trabajos que consideramos més relevantes del
total de los revisados. En la siguiente web se recoge informacién adicional a
cerca de los conjuntos de datos, métodos seleccionados, y resultados obtenidos:
https://www.uco.es/kdis/revision-sistematica-de-metodos-de-aprendizaje-profundo-
aplicado-a-la-estimacion-de-la-vida-util-restante/

6.1. Conjuntos de datos

Tras analizar los conjuntos de datos empleados en los articulos revisados,
contemplamos que el 57 % de los conjuntos de datos usados se corresponden a
motores de aeronaves, el 26.5 % a rodamientos industriales, y el 16 % restante a
otros elementos industriales méas diversos como baterias, discos duros, o fresado-
ras. De entre todos los conjuntos de datos seleccionamos los basados en motores
de aeronaves ya que son los mas usados en la literatura ademas de ser sistemas
complejos con multiples componentes y condiciones de uso cambiantes, estos se
corresponden con los repositorias CMapss [19] con datos de vuelos simulados algo
simplistas y el conjunto N-CMapss [2] que opera bajo situaciones més realistas.
Ademés para contemplar como responden los modelos a datos faltantes se estu-
dian bajo distintos niveles de censura, estudiando casos sin datos censurados, un
25 % de trayectorias censuradas, 50 %, 75 % y un 99 %, siendo este ultimo dejar
solo una trayectoria etiquetada y las demas sin etiquetar. Mas informacién acer-
ca del procedimiento de censura y de los conjuntos utilizados puede encontrarse
en la web anteriormente expuesta.

6.2. Seleccion de modelos

La seleccién de modelos se ha realizado atendiendo al ntmero de citas, la
relevancia en la literatura y los resultados experimentales reportados. De esta
forma, los métodos contrastivos, CBHRL [23], USL-LSTM [12] y SS-CL [13], se
han seleccionado por ser trabajos altamente citados y representativos de esta
linea. Los modelos basados en reconstruccion, RBM [14] y autoencoder [25],
se incluyen por su impacto y relevancia, destacando el RBM como uno de los
precursores del aprendizaje semisupervisado aplicado al RUL, pese a ser anterior
al periodo principal de la revisiéon. Finalmente, se considera también un modelo
basado en atencion [20], por su relevancia, buenos resultados y uso ligero de
mecanismos de atencién, lo que puede reducir el riesgo de sobreentrenamiento.

6.3. Resultados y discusién del rendimiento de los modelos

En esta seccion se analiza el rendimiento de los modelos descritos anterior-
mente sobre los conjuntos de datos y niveles de censura definidos previamente.
Para ello, cada modelo se ha ejecutado cinco veces sobre cada combinacién de
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conjunto de datos y nivel de censura, los resultados correspondientes pueden
consultarse en la web indicada en la introduccién de esta seccion.

En primer lugar, la Figura 4 muestra un analisis basado en el test de Nemenyi,
una prueba comparativa no paramétrica que permite estudiar las diferencias
entre los métodos considerados. En esta figura se presenta un ranking medio de
los modelos, liderado por USL-LSTM, junto con una distancia critica que permite
determinar si las diferencias son estadisticamente significativas. Los resultados
muestran la existencia de dos grupos principales, siendo el grupo con mejor
rendimiento el formado por los enfoques basados en aprendizaje contrastivo. Por
el contrario, el modelo de regresion directa obtiene el peor ranking, aunque sin
presentar diferencias con respecto al segundo grupo detectado.

CD (1.0882)
1 2 3 4 5 6
L 1 1 1 1 1
USL-LSTM (2.5208) — ——— RD-atencién (3.9792)
SS-CL (3.3542) RBM (3.8333)
CBHRL (3.5) AE (3.8125)

Figura4: Test de Nemenyi sobre el RMSE de los modelos obtenidos

La Figura 5 muestra que el modelo de regresién directa presenta el menor
tiempo de entrenamiento, especialmente en escenarios con alta censura, al dis-
poner de menos datos efectivos, aunque esto también limita su rendimiento. Los
métodos basados en reconstruccién y USL-LSTM presentan tiempos intermedios,
mientras que los enfoques contrastivos suelen requerir mayor coste computacio-
nal debido a las comparaciones entre multiples ejemplos dentro de cada batch.

CD (1.0882)
1 2 3 4 5 6
L I L L |
RD-atencién (1.4364) CBHRL (5.2)
USL-LSTM (3.0) L S5-CL(4.6182)
RBM (3.3091) AE (3.4364)

Figurab: Test de Nemenyi sobre el tiempo de entrenamiento de los modelos
obtenidos

Por dltimo, la Figura 6 muestra el anélisis correspondiente a los tiempos de
inferencia. En este caso, no se observan diferencias relevantes entre los distin-
tos métodos, ya que todos ellos siguen una arquitectura general basada en un
codificador seguido de un regresor. Por tanto, aunque existen diferencias en las
estrategias de entrenamiento, las variaciones en el coste computacional durante
la inferencia son reducidas.



CD (1.0882)

1 2 3 4 5 6
L 1 1 1 1 1
AE (2.6667) SS-CL (4.2917)
USL-LSTM (3.0417) RBM (4.1042)
CBHRL (3.2083) RD-atencidn (3.6875)

Figura 6: Test de Nemenyi sobre el tiempo de inferencia de los modelos obtenidos

7. Conclusiones y trabajo futuro

En esta revision se han analizado las principales lineas de aprendizaje profun-
do de representaciones para abordar los problemas de incertidumbre y censura en
la estimacion de la vida tutil restante (RUL). Los enfoques entrenados de extremo
a extremo pueden aprender representaciones tutiles, pero dependen fuertemente
de datos etiquetados, lo que limita su aplicacién en escenarios con censura. Por
ello, los métodos semisupervisados, especialmente los basados en reconstruccién
y aprendizaje contrastivo, constituyen una alternativa relevante.

La comparacién experimental sobre C-MAPSS y N-CMAPSS muestra que los
métodos contrastivos obtienen los mejores resultados, destacando USL-LSTM
con un rendimiento estadisticamente superior al resto. No obstante, estos en-
foques suelen requerir mayor coste computacional debido a las comparaciones
entre ejemplos dentro de cada batch, aunque una estrategia adecuada de mues-
treo puede reducir este impacto. Como trabajo futuro, se plantea ampliar la
comparativa con més modelos, conjuntos de datos y condiciones experimentales.
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