Cuantificacién y mitigacion de sesgos en modelos
de aprendizaje automéatico en observaciéon de la
Tierra

Yue Uriarte Alfaro, José Antonio Sanz Delgado y Mikel Galar Idoate

Departamento de Estadistica, Informatica y Matematicas, Institute of Smart Cities
(ISC), Universidad Publica de Navarra (UPNA), Campus de Arrosadia s/n,
Pamplona, 31006, Navarra, Espana
yue.uriarte@unavarra.es

Fecha de inicio: Noviembre de 2025

Resumen Los modelos de aprendizaje automatico pueden heredar ses-
gos presentes en los datos de entrenamiento, lo que puede dar lugar a
decisiones discriminatorias y a un rendimiento desigual entre distintos
grupos o contextos. Algunos de estos sesgos, como el sesgo demogréafico,
han sido ampliamente estudiados en aplicaciones como el reconocimiento
facial o el analisis de emociones, donde se han desarrollado métricas y
metodologias consolidadas para su deteccién, cuantificacién y mitigacion.
Sin embargo, en otros &mbitos pueden surgir tipos de sesgo con implica-
ciones igualmente relevantes que atin no han recibido la misma atenciéon
en la literatura. Este es el caso de la observacion de la Tierra, donde la
creciente integracion de modelos de aprendizaje profundo en aplicaciones
de alto impacto social basadas en imagenes, como la gestion territorial, el
anélisis climético o la monitorizacién del uso del suelo, resalta la necesi-
dad de identificar y analizar posibles fuentes de sesgo especificas. En este
contexto, este trabajo tratara de identificar las diferentes manifestacio-
nes del sesgos, tales como aquellas asociadas a la localizacién geografica
o al tipo de terreno. Bajo esta premisa, el objetivo de la tesis es desa-
rrollar una taxonomia unificada de sesgos y un marco metodolégico para
su andlisis sistematico y tratamiento en el ambito de la observaciéon de
la Tierra basada en imagenes. Con ello, se busca contribuir al desarrollo
de modelos més robustos, fiables y justos en este dominio.
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1. Introduccion

Esta seccion presenta de manera sintética y estructurada el contexto y la
motivacion de la investigacion. Asimismo, se introducen la hipoétesis de trabajo,
los objetivos principales y las contribuciones esperadas de la tesis.



1.1. Motivaciéon

El avance de la Inteligencia Artificial (IA) basada en el aprendizaje automati-
co (ML, por sus siglas en inglés) ha transformado sectores, como la sanidad [44],
la justicia [16] y la educacion [48]. Este progreso ha ido acompanado de una
creciente delegacion de decisiones en modelos de TA, desde sistemas conversacio-
nales hasta aplicaciones roboticas [15]. Sin embargo, se han detectado problemas
de decisiones sesgadas en distintos ambitos, como las imagenes médicas [27,46],
el procesamiento del lenguaje natural [24,40] y la conducciéon auténoma [31,59],
rompiendo con una toma de decisiones ética, reforzando desigualdades histéri-
cas y generando consecuencias no deseadas [39]. Esta falta de control sobre los
sesgos aprendidos por los modelos de IA plantea riesgos significativos, lo que
hace esencial desarrollar enfoques sistematicos para detectarlos, cuantificarlos y
mitigarlos.

Como respuesta, la ética de la TA se ha consolidado como un érea clave de in-
vestigacion, orientada a alinear los sistemas de IA con valores humanos y normas
sociales [9,23]. Este area incluye aspectos como la privacidad, la explicabilidad,
la fiabilidad y la equidad. Un ejemplo de su aplicacion es la Ley Europea de
IA [17], que establece el marco normativo de la IA en Europa.

Dentro de este campo, la equidad algoritmica [37,38] se ha convertido en una
linea central, aunque definirla en términos concretos y operativos sigue siendo
un reto fundamental y complejo. Sin embargo, existen tres enfoques principales
de equidad en TA [37]: 1) la grupal, que busca garantizar que distintos grupos
demograficos -definidos por atributos protegidos como el género, la raza o la
edad- reciban un trato similar; 2) la individual, segtin la cual individuos con
caracteristicas similares deberian recibir decisiones similares; y 3) la causal, que
examina las conexiones causales entre los atributos protegidos y las predicciones
mediante el razonamiento contrafactual.

De estos enfoques, la equidad grupal es la mas utilizada en la préctica [22,57],
principalmente por su simplicidad, interpretabilidad y aplicabilidad practica. A
diferencia de la equidad individual, que requiere definir métricas de similitud
complejas, y de la equidad causal, que demanda grandes volumenes de datos
y capacidades avanzadas de simulacion, la equidad grupal tnicamente necesita
clasificar los ejemplos segtin atributos demograficos.

En el marco de la equidad grupal, numerosos estudios han detectado sesgos
relacionados con variables demograficas [5,8,10], analizando las disparidades de
rendimiento entre grupos [19]. Este problema se ha analizado en profundidad en
distintas aplicaciones, como, por ejemplo, sistemas de reconocimiento facial [§],
algoritmos de contratacion [10], sistemas de evaluacion de riesgo en el ambito
judicial y penal [5], y modelos utilizados en el ambito sanitario [6]. Una de las
causas de los sesgos demograficos es el aprendizaje de atajos estadisticos [7],
es decir, cuando los modelos optimizan el rendimiento global sin garantizar un
comportamiento uniforme entre subgrupos. En este sentido, si bien la comunidad
investigadora reconoce que los sesgos pueden surgir en distintas etapas del ciclo
de retroalimentacion de los sistemas de ML [36], los originados en los conjuntos
de datos constituyen una de las principales causas [47]. Asimismo, el analisis



de sesgos puede abordarse desde dos perspectivas complementarias: mediante
la evaluacién de modelos ya entrenados [26] o directamente sobre los propios
conjuntos de datos, sin necesidad de entrenar modelos [45].

Por un lado, el enfoque basado en modelos entrenados ha dado lugar a nume-
rosas métricas orientadas a detectar disparidades en el rendimiento basandose en
la igualdad de probabilidades u oportunidades y la paridad demografica [22,57].
Por otro lado, el analisis previo de los conjuntos de datos ha impulsado la crea-
cion de métricas especificas para cuantificar sesgos presentes en los datos [12],
asi como metodologias destinadas a evaluar desequilibrios demograficos asocia-
dos a distintos tipos de sesgo [13]. Aunque estas métricas permiten identificar
posibles fuentes de injusticia en los datos, uno de los principales desafios si-
gue siendo comprender como los sesgos detectados en los datos se transfieren
al comportamiento de los modelos entrenados. En esta linea, estudios recientes
han analizado la relacién entre los sesgos presentes en los datos y los observados
en las predicciones de los modelos [14], mostrando que la reducciéon del sesgo
no implica necesariamente una pérdida de precision e incluso puede contribuir a
mejorar el rendimiento global y la robustez del sistema. No obstante, muchas de
las métricas actuales combinan distintos tipos de sesgo en una tunica medida, lo
que dificulta su interpretacion y limita la comprension del fenémeno evaluado.

En cualquier caso, resulta fundamental identificar, caracterizar y comprender
la naturaleza y el impacto de estos sesgos. Entre los mas relevantes destacan el
sesgo representacional, el estereotipico y el interseccional [18], para los cuales
se han propuesto diferentes métricas de cuantificacion [12] y metodologias de
evaluacién que permiten analizar los desequilibrios asociados a cada tipo de
sesgo [13].

Mas alla del sesgo demografico, el concepto de sesgo en el ML es mas am-
plio [49] y puede entenderse como cualquier patron no deseado que los modelos
utilizan como atajo estadistico para mejorar el rendimiento. Esto incluye aquellos
casos en los que aprenden correlaciones espurias en lugar de capturar relacio-
nes subyacentes del problema que se trata de resolver. Sin embargo, no existe
un marco conceptual ni una taxonomia unificados que permitan comprender y
abordar de forma sistemética las diversas manifestaciones de sesgo en diferen-
tes ambitos, lo que dificulta el desarrollo de metodologias generalizables para su
cuantificacion y mitigacion.

Uno de estos ambitos es la observacion de la Tierra (EO, por sus siglas en
inglés) [34]. La EO consiste en el proceso de recopilar informacioén sobre la su-
perficie terrestre, las aguas y la atmosfera mediante sistemas de teledeteccion
situados en plataformas terrestres, aéreas y satelitales, y que pueden obtener di-
ferentes tipos de datos, entre las que se incluyen imégenes satelitales, fotografias
adreas y sensores LIDAR! o radar [2]. Este campo resulta fundamental en apli-
caciones como la gestion del territorio [25], la vigilancia medioambiental [54] y la
respuesta ante desastres naturales, entre ellos las inundaciones por la DANA [1]
y los incendios forestales en Espana [21].

! Light Detection and Ranging



El avance tecnologico de las plataformas de EO ha incrementado la disponi-
bilidad de grandes voliimenes de datos, lo que ha generado la necesidad de desa-
rrollar métodos automaticos eficientes para su procesamiento, analisis y gestion.
En este contexto, los modelos de aprendizaje profundo (DL, por sus siglas en in-
glés) [28] han adquirido una gran relevancia al permitir abordar estas necesidades
de forma eficiente y posibilitar el desarrollo de tareas complejas. Una de las apli-
caciones mas consolidadas de los modelos de DL en EO se da en el procesamiento
de iméagenes, ya que pueden ayudar a resolver tareas como: 1) la segmentacion
semantica [4,56], que consiste en clasificar cada pixel de una imagen segtn la
categorfa del objeto al que pertenece; 2) la deteccion de objetos [29,33], orien-
tada a identificar y localizar objetos dentro de una imagen mediante etiquetas
y cuadros delimitadores; o 3) la clasificacion de imégenes [32], que asigna una
dnica etiqueta a la imagen completa en funcién del contenido predominante.

La creciente integracion de modelos de DL en aplicaciones de EO evidencia
la necesidad de estudiar y comprender el origen y el comportamiento de los
sesgos que pueden aparecer en estos sistemas. En este trabajo, el estudio se
centrara en tareas de EO basadas en el aprendizaje a partir de un conjunto de
imégenes, con el objetivo de analizar de forma sistemética dichos sesgos y evaluar
la transferibilidad de las metodologias existentes en otros dominios a éste. Esta
cuestion es especialmente relevante debido al impacto de estas tecnologias, ya
que intervienen en procesos de toma de decisiones con implicaciones sociales,
ambientales y territoriales.

En este sentido, en EO se presentan formas de sesgo especificas que han
recibido atencion limitada en comparaciéon con otros tipos de sesgo, como los
demogréficos. En particular, en tareas de EO basadas en imagenes se han iden-
tificado comportamientos sesgados tanto en los conjuntos de datos como en los
modelos [20,35]. Dichos comportamientos pueden clasificarse en distintos tipos
de sesgo, entre los que destacan principalmente tres: 1) el sesgo geografico [50],
que se manifiesta en diferencias de rendimiento entre regiones (por ejemplo, en-
tre paisajes europeos y asiaticos, o entre el norte y el sur de Espana) y que
ha motivado técnicas como la adaptaciéon de dominio que buscan mejorar la
transferibilidad geografica [30]; 2) el sesgo por tipo de terreno [53], causado por
las disparidades en las tipologias paisajisticas (como entre entornos urbanos y
rurales, entre zonas llanas y con desnivel, o entre zonas con diferentes niveles
de frondosidad de la vegetacion) [53]; y 3) el sesgo asociado a la gravedad de
error [43], que surge cuando no todos los fallos tienen la misma importancia o
impacto.

Sin embargo, no existe un marco unificado que permita integrar estos tipos de
sesgos dentro de una metodologia sistemética para su deteccion, cuantificaciéon y
mitigacion. La ausencia de métricas especificas y de estrategias de entrenamiento
que aprovechen dichas mediciones limita el desarrollo de modelos de EO mas
robustos y fiables, y por tanto, més justos. Esta carencia evidencia una brecha
clara entre la literatura general sobre sesgos en IA, fundamentalmente en lo
relativo a los sesgos demograficos, y las necesidades particulares del dominio de



EO, en particular aquellas aplicaciones basadas en imégenes, lo que constituye
la motivacion central de este trabajo.

1.2. Hipédtesis, objetivos principales y contribuciones

Esta invetigacion parte de la hipotesis de que los conjuntos de imagenes uti-
lizados para entrenar modelos de DL aplicados en la resolucién de tareas de EO
basadas en iméagenes presentan sesgos sistematicos derivados de factores geografi-
cos, medioambientales, temporales y sensoriales. Estos sesgos pueden transferirse
a los modelos de DL y condicionar de manera sistematica su rendimiento y ca-
pacidad de generalizaciéon en distintos escenarios. En particular, se hipotetiza
que estos modelos tienden a aprender dichos sesgos como atajos estadisticos, lo
que limita su capacidad para representar fielmente la variabilidad de los datos
geoespaciales. Se postula que, mediante el desarrollo de métricas especificas para
cada dominio capaces de detectar, caracterizar y cuantificar estos sesgos, sera
posible diseniar modelos de DL, méas robustos, generalizables y representativos de
la variabilidad real de los datos. Asimismo, se hipotetiza que los mecanismos me-
diante los cuales los modelos aprenden estos sesgos presentan patrones comunes,
lo que podria facilitar la transferencia de metodologias, métricas y estrategias
de mitigacion estudiadas en otras aplicaciones en el propio dominio de EO.

En base a las hipétesis de partida iniciales, el objetivo principal de esta tesis
es desarrollar un marco integral de métricas y metodologias para la deteccion,
cuantificacion y mitigacion de sesgos en tareas de EO basadas en imégenes [36],
que permita evaluar su impacto en el comportamiento y la capacidad de generali-
zaciéon de los modelos y, de este modo, poder disenar arquitecturas mas robustas
y explorar la transferibilidad de las técnicas propuestas. Para su consecucion se
plantean los siguientes subobjetivos especificos:

= Revisar el estado de arte sobre el tratamiento de sesgos en EQ, identificando
los distintos tipos de sesgos que pueden surgir en este contexto [3,55].

= Proponer una taxonomia de los sesgos presentes en conjuntos de datos de EO,
considerando factores geogréficos, medioambientales, temporales y sensoria-
les. Para ello, se identificaran sus causas, fuentes y formas de manifestacion,
permitiendo establecer un marco conceptual y estructurado.

= Seleccionar una tarea representativa dentro del &mbito de EO, como la seg-
mentaciéon semantica, con el objetivo de estudiar de manera sistematica la
presencia de sesgos en los conjuntos de datos y desarrollar métricas capaces
de detectarlos y cuantificarlos.

= Evaluar el impacto de los sesgos presentes en los datos sobre las decisiones
y predicciones de los modelos de DL en problemas de EO, analizando cémo
dichos sesgos se transfieren a los modelos y afectan a su comportamiento y
capacidad de generalizacion.

= Disenar y aplicar estrategias de mitigacion orientadas a obtener sistemas més
justos, imparciales y responsables [52,58]. Esto incluye el uso de técnicas de
muestreo o filtrado de datos, asi como de métricas que evaltien no solo la
precision global, sino también la gravedad y las posibles consecuencias de los
errores cometidos.



Estudiar cémo pueden transferirse a EO métricas y técnicas de mitigacion
de sesgos desarrolladas en otros dominios, como aquellas empleadas para
abordar sesgos demografico. El objetivo es identificar principios generales
y metodologias reutilizables que permitan tratar de forma mas eficiente los
problemas de sesgo en este contexto.

En conclusién, se espera que las principales contribuciones de este trabajo

sean las siguientes:

1.

1.3.

Taxonomia unificada de los sesgos en los conjuntos de datos en el ambito
de tareas de EO basadas en imagenes, proporcionando un marco sistematico
para comprender y analizar las distintas manifestaciones del sesgo.
Métricas y estrategias especificas orientadas a detectar, evaluar y reducir
dichos sesgos.

Estudio de la transferibilidad a EO de métricas y estrategias de mitigacion
de sesgos desarrolladas en otros dominios, analizando qué enfoques son es-
pecificos de cada contexto y cuales pueden generalizarse, con el objetivo de
identificar conocimiento y metodologias reutilizables para abordar problemas
de sesgo de manera mas eficiente en este ambito.

Metodologia y Plan de Trabajo

El desarrollo de la tesis seguira una metodologia teérico-practica para el estu-

dio de sesgos en EO basada en iméagenes, estructurada en cuatro fases principales:

Estudio del problema y del estado del arte: se buscard comprender a fondo el
problema de los sesgos en el ambito de la teledeteccion, revisando el estado
del arte y la literatura actual, con el objetivo de identificar las principales
tipologias de sesgos, sus fuentes y las limitaciones de los enfoques actuales.
Diseno metodoldgico: se desarrollaran estrategias especificas para estudiar
y abordar el problema de los sesgos en conjuntos de datos de imégenes.
Empleando esta informacion, se podran establecer comparaciones cruzadas
mediante métricas especificamente disenadas para este proposito.
Ezxperimentacion: se implementaran y ejecutaran los experimentos disenados
previamente, con el fin de detectar, cuantificar y mitigar los sesgos presentes
en los conjuntos de datos seleccionados, asi como en los modelos.

Andlisis y validacion de resultados: se realizara un estudio sobre los resulta-
dos obtenidos, con el objetivo de identificar y caracterizar los sesgos presentes
en los conjuntos de datos estudiados, asi como evaluar su impacto sobre el
rendimiento y la capaciadad de generalizacion de los modelos de DL y sobre
las decisiones derivadas de sus predicciones. Asimismo, se validaran los me-
canismos de mitigacion propuestos y se analizara su transferibilidad entre
distintas aplicaciones dentro del dominio.

Para garantizar la realizacion de la tesis dentro del periodo establecido por

el programa de doctorado, se ha definido un plan de trabajo estructurado en
seis etapas secuenciales (véase el Cuadro 1), alineadas con los subobjetivos de la
investigacion:



1. Reuvision del estado del arte: Identificacion y anélisis de trabajos relacionados
con sesgos en teledeteccion y DL, con el objetivo de establecer una base
tedrica solida y proponer una taxonomia de sesgos.

2. Desarrollo del marco metodoldgico: Dentro de la tarea de segmentacion se-
mantica, desarrollo de una propuesta para la detecciéon y cuantificaciéon de
sesgos en problemas de EO basados en imagenes.

3. Andlisis de transferencia de sesgos: Estudio del impacto de los sesgos pre-
sentes en los datos sobre el comportamiento y la capacidad de generalizacion
de los modelos en tareas de EO, asi como sobre las decisiones derivadas de
sus predicciones.

4. Mitigacion de sesgos: Diseno, implementacion y evaluacion de estrategias
orientadas a reducir su impacto de los sesgos y mejorar la robustez de los
modelos.

5. Estudio de transferibilidad de las técnicas: Analisis de la capacidad de trans-
ferencia a EO de técnicas de deteccion, cuantificacion y mitigacion de sesgos
desarrolladas en otros dominios, evaluando su aplicabilidad.

6. Redaccion y difusion de resultados: Publicacion de articulos cientificos en
revistas especializadas y contribuciones a congresos, asi como la escritura de
la propia tesis.

Cuadro 1. Cronograma propuesto para la realizacion de la tesis doctoral.

Primer afio  Segundo afio  Tercer afio
Sem. 1 Sem. 2 Sem. 1 Sem. 2 Sem. 1 Sem. 2

1 Revision Estado del Arte

2 Desarrollo Marco Metodolégico

3 Analisis Transferencia de Sesgos

4 Mitigaciéon de Sesgos

5 Estudio Transferibilidad de Técnicas
6 Redaccién y Difusiéon de Resultados

2. Relevancia

Los sistemas basados en la IA son ampliamente utilizados por empresas,
gobiernos y otras organizaciones con el fin de tomar decisiones que tienen un
impacto de gran alcance en las personas y la sociedad, lo que suscita preocupa-
ciones sobre posibles problemas relacionados con los derechos humanos. En este
sentido, la comunidad investigadora reconoce que los sesgos pueden surgir en
distintas etapas del ciclo de retroalimentacion de los sistemas de ML [36]. Por
ello, resulta necesario integrar principios éticos y juridicos en la construccion de
los conjuntos de datos y de los modelos, asi como en su entrenamiento y desplie-
gue, con el objetivo de garantizar el bienestar social sin dejar de aprovechar el
enorme potencial de la IA.



La TA sesgada ha estado implicada en diversos casos documentados, como
el algoritmo de seleccion de personal de Amazon con sesgo de género [10], el
analisis de ProPublica sobre el sistema de evaluacion de riesgos COMPAS [42],
que evidenci6 la perpetuacion de disparidades raciales en el &mbito de la justicia
penal, o la herramienta de publicidad dirigida de Google Ads, que mostraba sig-
nificativamente menosanuncios de empleos bien remunerados a las mujeres [11].
Estos casos han puesto de manifiesto las consecuencias de delegar decisiones
tradicionalmente humanas en sistemas automatizados.

Si bien el impacto discriminatorio de la toma de decisiones basada en la TA
sobre determinados grupos de poblacién ha sido estudiado en diversos dominios,
su analisis en el contexto de la EO presenta particularidades propias que per-
manecen aun poco exploradas. En particular, existe una falta de metodologias
unificadas que permitan identificar de forma consistente distintos tipos de sesgo
en datos y modelos dentro del dominio de EO, a pesar de su importancia en
escenarios del mundo real.

Esta relevancia resulta especialmente evidente desde una perspectiva apli-
cada, ya que la combinacion sinérgica de modelos de DL y EO desempena un
papel fundamental, puesto que puede contribuir a abordar algunos de los prin-
cipales retos sociales globales identificados en la Agenda 2030 para el Desarrollo
Sostenible [51]. Por ejemplo, tareas como la cartografia de tipos de cultivos o la
delimitacion de parcelas agricolas contribuyen al objetivo de Hambre Cero; el
mapeo de barrios marginales, la caracterizacion de la pobreza urbana y la identi-
ficacion de desigualdades econémicas apoyan el plan de Ciudades y Comunidades
Sostenibles; mientras que las aplicaciones de DL orientadas a la adaptacion y
mitigacion del cambio climatico favorecen la aspiracion de Accion Climdtica [41].
Por lo tanto, los resultados de estos sistemas pueden condicionar decisiones de
alto impacto operativo y social. En consecuencia, la presencia de sesgos pue-
de traducirse en asignaciones ineficientes de recursos, evaluaciones erréneas del
territorio o respuestas desiguales ante problemas ambientales y sociales.

En este sentido, cobra especial importancia la propuesta de desarrollar un
marco integral de métricas y metodologias para la deteccion, cuantificacion y
mitigacion, de manera sistematica, de sesgos en los conjuntos de datos y mode-
los de DL en EO basada en imagenes. La construccion de conjuntos de datos
mas justos y, en consecuencia, de modelos menos sesgados no solo contribuye al
avance del conocimiento cientifico, sino que también se alinea con los principios
de un uso responsable de la TA. Asimismo, la incorporacion de la gravedad del
error como criterio de anélisis introduce una perspectiva novedosa que permi-
tird evaluar de forma maés realista las consecuencias de los fallos. En conjunto,
estos elementos contribuyen a mejorar la toma de decisiones, haciéndola mas
equitativa, transparente y fiable, y reforzando asi el impacto positivo de estas
tecnologias en la sociedad y la confianza en su uso.

Como linea de trabajo futura, resulta especialmente interesante explorar la
transferibilidad de las técnicas de identificacion, cuantificacién y mitigacion de
sesgos, asi como de las métricas empleadas para evaluarlos, entre distintos do-
minios de la TA. Aunque esta tesis se centra en el &mbito de EO, concretamente



en tareas de segmentacion seméntica sobre imégenes, los mecanismos mediante
los cuales los modelos de DL aprenden, heredan y amplifican sesgos presentan
patrones comunes a otros problemas y aplicaciones de DL. En este contexto, se
plantean dos direcciones complementarias de investigacion. Por un lado, anali-
zar hasta qué punto las metodologias propuestas pueden generalizarse a otras
tareas dentro del propio marco de EO. Por otro, estudiar su adaptaciéon y apli-
cabilidad en dominios diferentes. Este intercambio de conocimiento entre areas
podria contribuir a acelerar el desarrollo de enfoques mas justos, responsables y
generalizables para abordar el problema de los sesgos en modelos de DL.
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