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Resumen. La seleccion adaptativa de operadores es fundamental para
equilibrar la exploracién y explotacién en algoritmos metaheuristicos.
Muchos enfoques actuales, tales como el del algoritmo pFAME, dependen
de mecanismos como ventanas de memoria para estimar el rendimiento
de los operadores, los cuales pueden penalizar la reactividad del algoritmo
ante cambios en el paisaje de biisqueda. En este trabajo proponemos
uAdEx, un algoritmo microevolutivo multiobjetivo que sustituye el con-
trolador de inferencia difusa de pFAME por una red neuronal pulsante
para implementar un mecanismo de selecciéon de operadores reactivo y sin
retardos. La validacion experimental sobre la suite de problemas WFG
demuestra que pAdEx consigue superar de forma estadisticamente signifi-
cativa al algoritmo original en varias métricas de calidad de optimizacion
multiobjetivo, logrando convergencias més rapidas gracias a su capacidad
de discriminaciéon inmediata de operadores ineficientes.
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1. Introduccion

La optimizacion multiobjetivo mediante algoritmos evolutivos (EAs) requiere
equilibrar continuamente la exploracion y la explotacién del espacio de busqueda.
Para ello, el paradigma de seleccion adaptativa de operadores (AOS) ajusta
dindmicamente qué operador genético utilizar en cada momento en funcion de su
rendimiento durante la ejecucion.

Sin embargo, los métodos AOS tradicionales como el del EA pFAME [12] a
menudo sufren problemas de latencia. Esta lentitud de respuesta se debe, por un
lado, al uso de ventanas de memoria para promediar la alta varianza de las recom-
pensas y, por otro, a la division rigida de la busqueda en fases estaticas. Ambas
estrategias generan inercia, lo que retrasa la adaptaciéon del algoritmo ante cam-
bios rapidos y hace que se desperdicien evaluaciones en soluciones suboptimas [11],
algo especialmente critico en problemas computacionalmente costosos.



Para solucionar este problema, este trabajo propone pAdEx, un EA que
sustituye el controlador difuso original de uFAME por una arquitectura basada
en una red neuronal pulsante (SNN) del modelo Adaptive Exponential Integrate-
and-Fire (AdEx). La dindmica biofisica de estas neuronas modela el rendimiento
de los operadores en tiempo real y traduce su éxito o fracaso directamente en
corrientes eléctricas, absorbiendo el ruido de las evaluaciones para permitir una
adaptacion inmediata sin necesidad de ventanas de memoria ni periodos rigidos.
Asimismo, el mecanismo integra una politica termodindmica softmaz que regula
la entropia del sistema y la probabilidad de aplicacién de cada operador mediante
un dnico pardmetro de temperatura. El sistema se compara empiricamente con
el algoritmo original, usando la suite WFG y midiendo diversas métricas clave
que cuantifican la calidad de la optimizacién multiobjetivo.

El resto de este articulo se organiza de la siguiente manera: la seccién 2 revisa
los trabajos relacionados. La seccién 3 describe la formulacion de la arquitectura
propuesta. La seccion 4 detalla la configuracion de los experimentos. La seccion 5
analiza los resultados de convergencia y la dindmica interna del controlador. Por
ultimo, la seccion 6 resume las conclusiones del estudio.

2. Antecedentes y trabajos relacionados

Como ya se ha mencionado, la latencia es un desafio critico en los métodos
AOS, donde la alta varianza en el éxito de los operadores dificulta detectar su ren-
dimiento real. Para mitigar este ruido, la literatura suele recurrir a comparaciones
relativas, que introducen dependencias cruzadas y oscurecen la deteccién de cam-
bios, o al uso de ventanas de memoria para promediar el éxito, lo cual reduce dras-
ticamente la reactividad del algoritmo. Un claro exponente de esta tdltima aproxi-
macion es el algoritmo uFAME, el cual emplea ventanas fijas de evaluaciones junto
con un sistema de inferencia difuso para recalcular las probabilidades de seleccion.

A la hora de disenar un nuevo controlador AOS basado en SNN resulta crucial
elegir el modelo neuronal adecuado. Los modelos biofisicamente exactos como
el de Hodgkin-Huxley pueden ser demasiado pesados computacionalmente para
un bucle de optimizacién, mientras que los modelos de integracion y disparo
més simples (como el IF o el LIF) carecen de variables de adaptacion, por lo
que mantendrian frecuencias de disparo constantes que anularian la explora-
cion [4]. El modelo AdEx, formulado por Brette y Gerstner [1] basandose en
Izhikevich [6], ofrece el equilibrio perfecto: incorpora un mecanismo de adaptacion
de corriente que proporciona de forma natural la “fatiga” necesaria para penalizar
a los operadores ineficientes, mientras que su conductancia de fuga hace que el
voltaje decaiga suavemente, actuando como un filtro intrinseco contra el ruido
de las recompensas. Esto elimina por completo la necesidad de contabilizar el
estancamiento de forma artificial.

Finalmente, cabe destacar cdémo se enmarca este trabajo dentro del estado del
arte. Actualmente, cuando se busca mejorar los sistemas AOS con inteligencia
artificial, la tendencia es recurrir a técnicas de aprendizaje profundo [14,7],
las cuales también pueden sufrir de retardo debido a sus entrenamientos por



intervalos fijos. Por su parte, cuando se combinan EAs y SNNs, casi siempre se
hace para optimizar la propia red neuronal (neuroevoluciéon) [10,2]. Sin embargo,
el enfoque inverso apenas ha sido explorado. El uso de la dindmica biofisica e
instantanea de una SNN para controlar en tiempo real el comportamiento de
un EA representa una via novedosa y directa para solucionar las deficiencias
estructurales de latencia y ruido en los sistemas AOS.

3. Arquitectura propuesta: pAdEx

Para superar la latencia inherente de los enfoques AOS basados en ventanas
de memoria, proponemos una arquitectura hibrida que sustituye el controlador
difuso de pFAME por una SNN. El objetivo es aprovechar la dindmica matema-
tica intrinseca de las neuronas para gestionar el equilibrio entre exploraciéon y
explotacion de forma reactiva y en tiempo real. Cada operador genético disponi-
ble en el EA esta representado por una neurona independiente, cuyo potencial
determina su probabilidad de aplicacién en cada evaluacion.

3.1. El modelo neuronal AdEx

Para simular el comportamiento de estas neuronas empleamos el modelo AdEx,
de manera que cada neurona posee un potencial de membrana (V') y una corriente
de adaptacion (w) que se rigen por el siguiente sistema de ecuaciones diferenciales:

dv V-V
Ciz_gL(V—EL)—kgLATeXp MRS _w+IeJ;t ) (1)
dt Ar
dw
TwE:a(viEL)iw 5 (2)

donde, por un lado, C es la capacitancia de la membrana, gy, es la conductancia de
fuga, 1 representa el potencial de reposo, Vr es el umbral de inicio exponencial,
Ar es el factor de pendiente, e I.;; es la corriente externa inyectada como
recompensa o castigo. Por el otro lado, la dindmica de la fatiga i6nica esta
controlada por la constante de tiempo 7, y el nivel de acoplamiento subumbral
a. Cuando el voltaje alcanza el umbral de corte critico (V' > Vypike), la neurona
emite un pulso y sus dos variables se reinician (V' < V;.; w < w + b), simulando
el pico de fatiga tras la descarga.

En este acercamiento inicial, la red propuesta utiliza una parametrizacion
consistente con la descripcion de neuronas corticales de disparo regular, basada en
el modelo AdEx y en posteriores caracterizaciones de sus patrones de disparo [9,4]:
C = 200 pF; gr = 10,0 nS; Fr, = —70,0 mV; Vp = —50,0 mV; Apr = 2,0 mV;
Tw = 144,0 ms; a = 2,0 nS; Vypige = —40,0 mV; V, = —58,0 mV; b = 40,0 pA.

3.2. Dinamica de recompensas

La integracion de las neuronas con el EA requiere un mapeo preciso entre
el rendimiento del operador y la corriente externa (Ie.:). Con el proposito de



mantener una mayor simplicidad en esta primera prueba de concepto se define
un esquema de recompensa binario, de manera que si un operador genera una
soluciéon que mejora el hipervolumen del archivo de soluciones no dominadas, la
neurona que controla su aplicaciéon recibe una corriente de recompensa que la
excita; en caso contrario, recibe una corriente de castigo a modo de inhibicién
sindptica. Paralelamente, las neuronas de los operadores no utilizados no reciben
ninguna corriente, lo cual provoca que tiendan al potencial de reposo (Er).

Para garantizar la estabilidad numérica y la plausibilidad biol6gica del modelo,
las corrientes se han derivado analiticamente a partir del rango dinamico de la
membrana. Por una parte, a la hora de establecer la corriente de recompensa
elegimos un valor superior a la reobase (I,4), que es el estimulo continuo minimo
necesario para llegar a desencadenar un disparo desde el reposo [4]. La reobase
en el modelo AdEx se aproxima anulando la derivada de la ecuacion 1:

I = g, (Vr — Er) = 10,0 x (—50,0 — (—70,0)) = 200,0 pA . (3)

En base a esto, establecemos una recompensa de I.,; = +300 pA, un valor
que garantiza una excitacion rapida y robusta de la neurona. En cambio, teniendo
en cuenta por un lado que ante una corriente inhibitoria constante el voltaje de la
neurona tiende a un estado estacionario V., y por otro los limites fisicos dictados
por el potencial de equilibrio del ion potasio (Ex ~ —80 mV) [8], establecemos
un limite inferior estable de —75,0 mV, que da lugar a una corriente de castigo
de I..;+ = —50 pA mediante una aproximaciéon como la anterior:

Lot ~ 91 (Veo — Er) = 10,0 x (=75,0 — (—70,0)) = —50,0 pA . (4)

3.3. Politica de decisiéon termodinamica (softmax)

El potencial de membrana de cada neurona (V;) actiia como un registro
histoérico continuo de la efectividad de su operador asociado i. Dado que los
voltajes operan en el dominio de los ntimeros negativos, se requiere un mapeo no
lineal para transformarlos en una distribucion de probabilidad valida para la ruleta
de seleccion. Para ello, utilizamos la funcion softmax, equivalente a la seleccion
de accion de Boltzmann utilizada clasicamente en aprendizaje por refuerzo [13]:

exp ()

S e (5]
donde K es el niimero total de operadores disponibles y T" es un pardmetro de
temperatura, que modula la entropia del sistema. La principal ventaja de esta
arquitectura es que desacopla el comportamiento biologico de la neurona de la
politica de decision del algoritmo. Valores altos de temperatura (7" — 10) suavizan
las diferencias de potencial, haciendo menos bruscos los cambios de probabilidad
y fomentando la diversidad. Por el contrario, valores bajos (7" — 1) amplifican de
forma drastica diferencias milivoltaicas minimas, forzando un comportamiento
voraz que margina rapidamente a los operadores ineficientes, promoviendo una
convergencia temprana en el espacio de busqueda.

P(i) = (5)



3.4. Estructura general del algoritmo

La arquitectura propuesta mantiene intacto el motor de biisqueda basado en
micropoblaciones de uFAME, conservando el uso de torneos por contribuciéon
al hipervolumen para la selecciéon y de un archivo de soluciones no dominadas
como poblaciéon, a la vez que sustituye las variables de control de ventana y
estancamiento y el sistema de inferencia difuso por la SNN descrita.

El pseudocodigo resultante se detalla en el algoritmo 1, donde Inicializar-
RedAdEx establece los valores iniciales de cada neurona (V; + Er; w; < 0),
CalcularProbabilidadesSoftmax traduce los potenciales de las neuronas a las
probabilidades de los operadores segin la ecuacion 5, y AplicarEcuacionesAdEx
actualiza los valores de las variables neuronales segiin las ecuaciones 1 y 2 tras
cada paso de tiempo (esto es, cada evaluacion), tomando dt como 1.

Algoritmo 1 Pseudocddigo de pAdEx

1: Individuos < INICIALIZAR(N) > Generar N individuos aleatorios
2: Poblacién HV.ANADIR(Individuos)

3: INicIALIZARREDADEX () > Inicializar V; y w; para cada neurona
4: mientras no se alcance el criterio de parada hacer

5: ProbOp < CALCULARPROBABILIDADESSOFTMAX() > Segin T y todo V;
6: para i = 1 hasta MdaxPadres hacer

7 Padres[i] < TorRNEOHV (PoblaciénHV)

8: fin para

9: Operador < RULETA(ProbOp)

10: Hijo < Operador(Padres)
11: EVALUAR(Hijo)

12: si no (Poblacién HV.ANADIR(Hijo)) entonces

13: Iop < ESTIMULOPENALIZACION > Insercion fallida: corriente negativa
14: sino

15: lop <+ ESTIMULORECOMPENSA > Insercion exitosa: corriente positiva
16: fin si

17: APLICARECUACIONESADEX(Operador, Iop) > Actualizar todo V; y w;

18: fin mientras
19: devolver PoblacionHV

4. Configuraciéon de los experimentos

Para validar el rendimiento y la capacidad de control del mecanismo AOS
propuesto, se ha disenado una bateria de experimentos que comparan el algoritmo
uFAME original frente a 10 variantes de pAdEx. Todas las implementaciones y la
ejecucion de los experimentos se toman como base el framework de optimizacion
jMetal [3] en su version 7.3.

El entorno de evaluacion seleccionado es la familia de problemas WFG [5],
ampliamente utilizada en la literatura debido a su capacidad para generar frentes
de Pareto con diversas topologias y diferentes sesgos en el espacio de busqueda.
La dimensionalidad de los problemas utilizada es la misma que la empleada en



el articulo de presentacion de uFAME, que ademas coincide con los valores por
defecto de jMetal: 2 variables de posicién, 4 variables de distancia y 2 objetivos.

La calidad de las aproximaciones del frente de Pareto se evalia mediante
tres de los indicadores mas conocidos de la literatura, replicando el diseno
experimental original de pFAME: hipervolumen (Igv ), épsilon aditivo (I.y)
y distancia generacional invertida plus (I;gp+): Igy proporciona una medida
conjunta de convergencia y diversidad basada en el volumen dominado por
el frente aproximado; I, evaltia el minimo factor de desplazamiento aditivo
necesario para que una aproximacion domine completamente a otra, capturando
el peor caso de desviacion entre frentes; y I;gp+ mide la distancia promedio
desde puntos del frente 6ptimo hasta su aproximaciéon. Se busca maximizar Igy
a la vez que se desea minimizar Iy y I;gp+. Los valores de los tres indicadores
se calculan con la implementacién de jMetal y en base a los frentes de referencia
para cada problema incluidos en su repositorio.

Dado el caracter estocastico de las metaheuristicas, se lanzan 100 ejecuciones
independientes de cada variante algoritmica, de las que se guardan los valores de
los tres indicadores de calidad en cada unidad porcentual de complecion (del 1 al
100 %) y la probabilidad asignada a cada operador genético tras cada evaluacion.
Para determinar la existencia de diferencias estadisticamente significativas en
los indicadores de calidad de los frentes de Pareto finales alcanzados por la
propuesta neuronal y el algoritmo base, se aplica el test no paramétrico de suma
de rangos de Wilcoxon con un nivel de significancia de o = 0,05. Adicionalmente,
para estudiar el coste computacional de la nueva propuesta, de cada ejecuciéon
individual se recogen tanto el tiempo de ejecucion total como el tiempo acumulado
dedicado al mecanismo de AOS de cada algoritmo (esto es, la resolucion del
motor difuso en uFAME;, y el calculo de las ecuaciones de la SNN en pAdEx).
Los experimentos se ejecutan en un mini PC Minisforum UN1290 con procesador
Intel Core 19-12900HK y, para evitar posibles fluctuaciones debido a concurrencia,
todas las ejecuciones de los algoritmos se realizan secuencialmente.

El presupuesto computacional de todos los algoritmos se limita a 25.000 eva-
luaciones de la funcién objetivo, valor establecido como estandar en la literatura
para el analisis de la familia WFG [12].

Para garantizar una comparativa justa y replicar el entorno experimental
original de yFAME, ambas familias de algoritmos comparten la misma parame-
trizacion y el mismo conjunto de operadores genéticos: evolucién diferencial (ED:
pe = 1,0; CR = 1,0; F = 0,5), cruce binario simulado (SBX: p. = 1,0; n. = 20,0),
mutacion polinomial (MP: p,, = 0,25; 7, = 20,0) y mutacion uniforme (MU:
Dm = 0,25; u, = 2;£0,05). Asimismo, el tamafio méximo del archivo de soluciones
no dominadas se fija en 100 individuos, el tamano del torneo en 5 y la ventana
de memoria de pFAME en 14 evaluaciones. Por ultimo, para aislar y analizar
de forma independiente el impacto de la politica de decision termodinamica, se
instancian 10 variantes de pAdEx modificando exclusivamente la temperatura de
la funcion softmax en el rango discreto T' € {1,..., 10}, las cuales se identifican
como T01 hasta T10 respectivamente.



5. Resultados y discusiéon

En esta secciéon se analizan los resultados de evaluar la arquitectura propuesta
utilizando la bateria de problemas WFG. El estudio se divide en tres partes: una
comparativa estadistica global, un analisis de la velocidad de convergencia, y un
estudio de la dinamica de seleccién de operadores.

5.1. Comparativa de rendimiento global

La tabla 1 muestra la mediana y el rango intercuartilico (IQR) de Iy, I e
Irgp+ tras 100 ejecuciones a modo de medidas de tendencia central y dispersion
estadistica. Los fondos gris oscuro y gris claro indican el mejor y segundo mejor
resultado absoluto respectivamente (desempatando por menor IQR). Segtin el test
de Wilcoxon frente al algoritmo base, ¥ indica que pFAME es significativamente
peor, /A que es mejor, y &~ senala un empate. Los valores de Iy usan cinco de-
cimales para apreciar estas diferencias. A modo de resumen, la tabla 2 agrega los
resultados del test de Wilcoxon, mientras que la tabla 3 agrupa el recuento de po-
dios logrados por las variantes de pAdEx que superan estadisticamente a yFAME.

Los datos por problema (tab. 1) muestran que pAdEx logra superar a yFAME,
especialmente en Iy . El escenario mas favorable es WFG1, donde varias variantes
vencen al algoritmo base en las tres métricas de calidad simultaneamente. En
el extremo opuesto, WFGS es el tnico problema donde ninguna variante logra
imponerse, mientras que WFG4 concentra el mayor nimero de derrotas, siendo
el entorno donde pFAME muestra mayor resistencia.

Por otro lado, un analisis por temperaturas (tabs. 2 y 3) revela que las tempera-
turas bajas son muy poco competitivas, llegando el caso limite T01 a ser derrotado
en los 27 escenarios evaluados debido posiblemente a una seleccién de operadores
excesivamente voraz que provoca un estancamiento prematuro. En cambio, las tem-
peraturas altas logran minimizar las derrotas, aunque son las temperaturas inter-
medias las que logran el rendimiento mas equilibrado: presentan algunas derrotas,
pero mantienen el nimero de victorias de las temperaturas altas y a su vez aca-
paran la gran mayoria de los primeros y segundos puestos en el ranking absoluto.

En base a estas observaciones, y para acotar el alcance del resto de anélisis
de resultados, se escoge T05 como la variante méas equilibrada en cuanto a
victorias estadisticas y presencia en el podio, y se toma T01 como linea base
del comportamiento degradado. Asimismo, se eligen dos escenarios contrastados:
WFG1, donde el beneficio de nuestra propuesta destaca claramente, y WFG4,
que representa el reto mas competitivo para la arquitectura.

Respecto al coste computacional, las mediciones revelan que el tiempo medio
del mecanismo AOS es de 6,08 +£ 0,17 ms por ejecucion en uFAME, reduciéndose
a 3,86 + 0,27 ms en la variante T05 y a 3,49 + 0,28 ms en T01. A pesar de
ejecutarse tras cada evaluacion individual en lugar de cada 14 evaluaciones como
el motor difuso, el controlador neuronal resulta un 37 % mas rapido en la toma
de decisiones. No obstante, como la duracién global por ejecuciéon supera los 10
segundos habitualmente, el tiempo invertido en las decisiones del AOS representa
menos del 0,05 % del total y resulta despreciable en la practica.



Tabla 1: Mediana e IQR para Iyy, It € Irap+
pFAME T10 TO09 TO08 TO7 TO06 TO05 T04 TO03 TO02 TO1

6,32749¢—1 6,33110e—1 6,33193e—1 6,33122e—1 6,33086e—1 6,33229¢—1 6,33276e—1 6,32937e—1 4,12729e—1 1,91126e—1
7,le—4 73e—4 ¥ 66e—4 ¥  76e—4 V¥ T6e—4 V¥ 73-4V 80e—4 ¥ 15e-3 & 20e—1 /A 20e-1 A
5,64661e—1 5,64665¢—1 5,64664e—1 5,64666¢—1 5,64664e¢—1 5,64667¢—1 5,64668 5,64662¢—1 5,63945¢—1 5,35885¢— 1
1,le—5 11e=5 ¥ 98c—6 V¥ 11e-5 V¥ 14e-5V 986V 105V 50e-5 & 90e-3 A 49e-2 A
4,94924e—1 4,94928e—1 4,94928e—1 4,94929e —1 4,94931e—1 4,94933e—1 4,94933e—1 4,94930e—1 4,92076e—1 4,83151e—1
8,8¢—6 6,7¢—6 ¥ Tle—6 ¥ 58:~6 V¥ 74e—6 ¥  67e—6 ¥ 746 V¥ 1,2¢=5 ¥ 15e-2 A 33e-2 A
2,19459¢—1 2,19349¢—1 2,19349e—1 2,19344e—1 2,19339e—1 2,19236e—1 2,19176e—1 2,18511e—1 2,17725e—1 2,17214e—1
16e—4 &  16e—4 X 1,7e—4 & 20e—4 AN 25e—4 AN 1,7e—4 A\ 45e—4 AN 10e-3 A 22e-3 A 36e—3 A
1,96529¢—1 1,96536e¢—1 1,96533¢—1 1,96533¢—1 1,96530e—1 1,96534e¢—1 1,96538e —1 1,96537¢ — 1 1,96528¢—1 1,96496¢ — 1
3,3e—5 35e—5 ¥ 29¢-5 X 35e—5 X 3,6e-5~ 325~ 3le=b ¥V 295V 49e—5 & 5le-3 A
2,10987e—1 2,11004e—1 2,11003e—1 2,11006e—1 2,11008¢—1 2,11008¢—1 2,11010e—1 2,11001e—1 2,05718e—1 1,82882e—1
3,le—5 1,7¢—-5 ¥ 15e—5 ¥ 15e—5 ¥ 13e—5 ¥ 14e—5 ¥  14e-5 ¥ 41e-5 ¥ 25e-2 A\ 42e-2 A
2,11022e—1 2,11024e—1 2,11024e—1 2,11024e—1 2,11023e—1 2,11025¢ 2,11025e—1 2,11024e—1 2,10966e—1 2,10635¢ — 1
WFGT7 .
52e—6 45e—6 ¥ 64e—6 ~ 59e—6 V¥ 526V 436V 56e—6 ¥ 50e—6 ¥ 50e—4 A T7de—3 A
Gs 1,52749e—1 1,52679¢—1 1,52842¢—1 1,52892¢—1 1,52818¢—1 1,52801e—1 1,52692e—1 1,52503e—1 1,52094e—1 1,50871e—1
1,5e—3 16e—3 X 12-3 X | lde—3 X 13e—3 X 1de-3 = 15e-3 &  12-3 & 14de-3 A 223 A
2,40733e—1 2,40728e—1 2,40719e—1 2,40735e—1 2,40737e—1 2,40682¢—1 2,39830e—1 2,39067e—1 2,36635e—1 2,36653e—1
14e-3 1,7¢-3 & 17e-3 & 23¢-3 X 18—3 & 17¢-3 ~ 35-3 A 40e-3 A 91e-3 A 79e-3 A

WFG1

WFG2
Inv WFG3

WFG4

WFG5

WFG6

WEF

WFG9

20le—2  180e—2 1,75¢—2 18le—2 18le—2  1,72e—2 1,67e—2  1,88¢—2 1,7de—1  3,82e—1

WFGL 4,0e-3 51e-3 ¥ 46e-3 ¥ 51e-3 V¥  50e-3 ¥V  48c-3 V¥ 55¢e-3 ¥ 9de-3 =  15e-1 A 23e-1 A
WFG2 2,25e—3 2,25e—3 2,25e—3 2,25e—3 2,25e—3 2,25e—3 2,25e—3 2,26e—3 2,69e—3 3,27e—2
91c—5 | 89e=5 A  65c-5 X 97e—5 X  69c—5 A 83c—5 R 86e—5 N lle—4 R 68-3 A 18-1 A
I WFG3 5,34e—3 5,3le—3 5,32e—3 5,343 5,32e—3 5,3le—3 5,33¢—3 5,32e—3 7,05e—3 1,14e—2
o 1,8e—4 15e—4 R 19e—4 R lde—4 X 1Te—4 X | 15e—4 X 20e-4 X 15e—4 &  76e-3 A 17e-2 A
WFG4 4,65e—3 4,64e—3 4,63e—3 4,63e—3 4,67e—3 4,69¢—3 4,74e—3 5,07e—3 5,53e—3 58le—3
2,1e—4 23e—4 & 20e—4 & 20e—4 X 25 X 25e-4 X  35e—4 AN T2 -4 13-3 A 23e-3 A
WFG5 2,82e—2 2,82e—2 2,82e—2 2,83e—2 2,83e—2 2,83e—2 2,83e—2 2,83e—2 2,83e—2 2,86e—2
2de—4  2de—4 X 23e-4 R 26e—4 X 28c—4 & 29c-4 R 23e—4 X 25c—4 R 35e—4 A 43e-3 A
WFG6 4,39¢—3 4,32e—3 4,30e—3 4,28¢e—3 4,26e—3 4,26e—3 4,27e—3 4,35e—3 7,66e—3 2,34e—2
1,9¢—4 23e—4 V¥ 1,6e—4 ¥ 20e—4 ¥ 21e—-4V 224V 20e-4V 28-4~ 17-2 /A 33—2A
WFGT 4,46e—3 4,44e—-3 4,45e—3 4,46e—3 4,43e—3 4,44e—-3 4,45e—3 4,44e—-3 4,58¢—3 5,06e—3
1,6e—4 lde—4 & 15e—4 X 1de—4 X  16e—4 & 15e—4 ¥V  lde—4 & 16e—4 & 5le—4 A\ 5le-3 A
WFGS8 2,44e—1 2,44e—1 2,44e—1 2,44e—1 2,44e—1 2,44e—1 2,44e—1 2,44e—1 2,44e—1 2,44e—1
12e-1 A  12-1~ 12-1~ 12 20e-3 A 12e-1 &  1le-1 & 12-1~ | 121/~ 98-2 A
5,70e—3 5,64e—3 5,65e—3 5,62e—3 5,75¢—3 6,05e—3 6,46e—3 7,89e—3 7,95e—3
WFG9

1,2e—3 & 10e-3 & 1,le—3 - 12e-3 &~ 1,0e-3 A 1,8¢-3 A 21e-3 A 58.-3 A  55-3 A
WFGL 2,07e—3  2,05e—3  207e—3  205e—3  203e—3 203e—3 209¢—3  16le—1  3,7Te—1
13-4 ¥ 13-4 ¥  13e—-4 ¥ lde—4 ¥ 10e-4 ¥ ld4e—4 ¥ 22 -4 &  16e-1 A 28e-1 A
8,33e—4 8,39e—4 8,45e—4 8,38e—4 8,3le—4 8,40e—4 8,37e—4 1,22e—3 2,59¢—2

WFG2 ~
6,0e—5 R 58¢—5 R 60e—5 X 60e—5 X | 6,3e=5 X 69e—5 X T3e—5 ~ T7e-3 A 37e-2 A
I WFG3 2,53¢—3 2,52e—3 2,53¢—3 2,52e—3 2,52e—3 2,52e—3 2,53e—3 4,02e—3 9,34e—3
1GD+ 22 —5 & | 26e—5 &  20e—5 X 25e—5 X 23e—5V 22-5V 23e—5 & 88 -3 A 22-2 /A
WFG4 2,00e—3  2,03¢—3  203e—3 203e—3 206e—3 2,08e—3 2,13e—3  2,50e—3 284e—3  3,12¢—3
86e—5 ~ 124 A 1le-4a A 11e—-4 A 12-4 AN 13-4 AN 27e-4 AN\ 49e-4 AN 11e-3 A 19e-3 A
WFG5 2,70e—2 2,70e—2 2,70e—2 2,70e—2 2,70e—2 2,70e—2 2,70e—2 2,70e—2 2,70e—2 2,7Tle—2
41e—5  52e-5 R 46e—5 X 53e—5 X 49¢—5 X Sde—5 X Sde—5 N 5de—5 R 45e—5 X 43e-3 A
WFG6 1.91e-3 1,89¢—-3 1,89¢—-3 1,89¢—-3 1,90e—3 1,89¢—3 1,89¢—3 1,91e—3 5,06e—3 2,27e—2
6,8¢—5 64e—5 ¥ | 6,5e—5 ¥ 56e—5 ¥  53c—5 V¥ 555V 44e—5 ¥V 55e—5 & 18-2 A  35e-2 A
wrGy 20e—3 2023  203¢-3 2033 203¢—3  204e—3  203e—3 | 2,02e—3 2,08¢—3 2.2le—3
T5e~5  82e~5 R Sle-b R Tde—5 N 86c—5 R T6e—5 AN T2—5 R~ | 98¢5 A& 29-4 A 46e-3 A
WFGS 4,27e—2 4,28e—2 4,27e—2 4,28e—2 4,28e—2 4,29e—2 4,27e—2 4,32e—2 4,32e—2 4,45e—2
79e—3  83e-3 R 8§2-3 X 85e—3 R 34e—3 X 83e—3 X 83e-3 X 86e—3 X 8Te-3 X 9le-3 A

WFG9 2,88¢—3 2,88¢—3 2,89¢—3 2,88¢—3 2,90e—3 2,93e—-3 3,37e—3 3,8le—3 524e—3 5,26e—3
l4e—3 &  99c—4 X  9Te—4 X 13e—3 X 1,0e—3 & 10e-3 A 20e—3 AN 28¢e-3 A 59-3 A  51e-3 A\

Tabla 2: Resumen total del test de Wilcoxon frente a uFAME
Indicador T10 T09 To08 TO07 T06 TO05 T04 TO03 T02 TO1

Mejor (V) 1 100 9 10 11 11 12 4 0 0
Empate (~) 16 16 17 15 13 12 9 17 4 0
Peor (A) 0 1 1 2 3 4 6 6 23 27

Tabla 3: Recuento de mejores resultados donde se vence a uFAME (V)
Puesto T10 TO09 TO08 TO07 T06 TO05 T04 TO03 T02 TO1

12 Mejor 1 2 1 1 0 4 6 1 0 0

22 Mejor 0 1 0 0 2 4 3 0 0 0




En cuanto al tiempo total de optimizacion, la media global por ejecuciéon se
sittia en 13,62 + 0,31 s para pFAME, 15,00 £+ 0,37 s para T05 y 15,63 + 0,70 s
para TO1. Este incremento de aproximadamente un 10 % en el tiempo global de
la propuesta no se debe al mecanismo AOS, el cual ha demostrado ser compu-
tacionalmente maés ligero. La diferencia respecto al algoritmo base puede deberse
a una mayor preferencia de pAdEx hacia operadores genéticos mas costosos en
sus transformaciones sobre las variables de decision, o a que el descubrimiento de
frentes de Pareto mas amplios y poblados aumente el coste aritmético derivado de
las operaciones de insercién, estimacion de densidad y truncamiento del archivo
de soluciones no dominadas para preservar la diversidad del frente.

5.2. Analisis de convergencia

Para entender mejor el ritmo de optimizacién, la figura 1 muestra cémo
evoluciona el indicador I;gp+ a lo largo de las evaluaciones, donde la linea
continua representa la mediana y el drea sombreada el IQR.

0.101
—+— WUFAME —— UFAME
—— TO05 0.08 1 —— TO05
—— TO1 —— To1
+ 0.06 A
A
S 0.04
0.024
. : ; ; . ; 0.001, : : . : :
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Porcentaje de evaluaciones Porcentaje de evaluaciones
(a) WFG1 (b) WFG4

Figura 1: Evolucion de I;gp+ para WFG1 y WFG4

Las graficas muestran comportamientos muy distintos segin el problema. En
WEFG1, la variante T05 es claramente superior: converge mas rapido y consigue
el mejor valor final. En cambio, yFAME necesita alrededor de un 10 % mas de
evaluaciones para llegar a los mismos niveles, mientras que la variante T01 se
estanca prematuramente y presenta valores mucho més dispersos.

En WFG4 el escenario es diferente, mostrando menores diferencias. Aqui,
TO01 empieza bajando muy rapido pero acaba dando el peor resultado final. Por
el contrario, pFAME empieza siendo el més lento, pero esa misma inercia le
permite afinar mejor al final de la ejecucion y lograr el mejor valor de I;gp4. La
configuracion T05 se mantiene en un punto intermedio, ofreciendo un balance
entre rapidez inicial y calidad final.

Esto parece confirmar que un ajuste equilibrado (T = 5) aporta la flexibili-
dad necesaria para resolver problemas complejos sin estancarse, mientras que
temperaturas bajas como T01 pueden resultar tutiles en determinados escenarios
cuando se busca una convergencia inicial muy rapida a costa de la calidad final,
y dindmicas mas lentas como la de pFAME siguen siendo validas para el refinado
final de las soluciones en topologias concretas.



5.3. Dinamica de seleccién

Para entender por qué los algoritmos convergen a distinto ritmo, se han
analizado las decisiones que toma el controlador AOS internamente. La figu-
ra 2 muestra qué probabilidad asigna cada algoritmo a los distintos operadores
genéticos a lo largo de las evaluaciones en el caso mediano de las 100 ejecuciones.
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Figura 2: Evolucion de la probabilidad de seleccion de los operadores para WFG1
y WEFG4. Los colores representan cada operador: ll DE, M SBX, ll MP, y I MU.

En las graficas de uFAME (figs. 2a y 2d) se aprecia que, en WFG1, las
probabilidades apenas se desvian del 25 % inicial, funcionando casi como una
seleccion aleatoria en el caso mediano. En WFG4 si se nota cierta adaptacion,
pero es tan lenta que frena la velocidad del algoritmo en las primeras fases.

En cuanto a pAdEx, usar una temperatura muy baja (T = 1, figs. 2c y 2f)
hace que el sistema deje de explorar de forma temprana. Ante los primeros éxitos
del operador SBX, la SNN tiende a asignarle practicamente toda la probabilidad
disponible y descarta el resto de operadores. Esto explica el estancamiento
prematuro de TO1 que se vio en las graficas de convergencia.

Finalmente, la configuracion T05 (figs. 2b y 2e) muestra un comportamiento
mucho mas equilibrado y reactivo. En WFG1, suele identificar rapido que SBX
es el mejor operador y le da prioridad, pero no llega a bloquear a los demés. En
WFG4, el controlador neuronal tiende a empezar priorizando SBX, pero cuando
el operador DE comienza a dar buenos resultados, la red reacciona al momento y
va adaptando las probabilidades, dando lugar a un relevo perioédico. Esto parece
indicar que la arquitectura puede ajustarse en tiempo real a los cambios del
problema sin sufrir los retardos de los controladores AOS tradicionales.

6. Conclusiones y trabajo futuro

Este articulo propone y evalia pAdEx, un algoritmo evolutivo con una
arquitectura disenada para eliminar la latencia en los mecanismos de seleccion



adaptativa de operadores. Para resolver este problema, se ha sustituido un
controlador tradicional basado en ventanas de memoria por una red neuronal
pulsante basada en el modelo AdEx. Este enfoque permite traducir el éxito o
fracaso algoritmico directamente con la simulacién de inyecciones de corriente
eléctrica, logrando que el sistema asigne recompensas y penalizaciones de forma
inmediata, sin los retardos habituales.

La validacion empirica sobre la suite WFG confirma que esta adaptaciéon en
tiempo real puede mejorar el rendimiento general de la busqueda. Los resultados
muestran que un control de temperatura intermedio en la funcién softmax es
capaz de superar estadisticamente al algoritmo base yFAME en indicadores
de calidad clave como lo son el hipervolumen, el épsilon aditivo y la distancia
generacional invertida plus. El anélisis también corrobora un compromiso claro:
mientras que el controlador neuronal puede acelerar notablemente la optimizacion
al descartar operadores ineficientes al instante, la convergencia mas lenta de
pFAME sigue siendo tutil para el refinado final en determinados escenarios.

Como trabajo futuro se plantean varias lineas de investigacién para ampliar
la aplicabilidad de la arquitectura propuesta. A nivel biofisico y termodinamico,
se estudiara el desarrollo de reglas heuristicas para ajustar la temperatura segtin
el problema, asi como un control adaptativo que transite de forma automatica
entre fases de exploracion y explotacion. En esta misma linea, se buscara sus-
tituir las recompensas de estimulo fijo por corrientes continuas proporcionales
a la contribucion de cada solucion al hipervolumen. Asimismo, se analizara la
influencia de los parametros intrinsecos del modelo AdEx mediante un analisis
de sensibilidad, evaluando la viabilidad de modificarlos dindmicamente durante
la ejecucion. A nivel algoritmico, se propone disenar una red neuronal que regule
simultaneamente la eleccién del operador, sus hiperparametros y la configuracion
del torneo de selecciéon. Finalmente, se estudiaré la aplicacion de este mecanismo
en otros motores evolutivos; dado que la red es agnoéstica respecto al uso de
micropoblaciones y torneos de hipervolumen, el control puede adaptarse a otros
paradigmas mediante senales de recompensa alternativas que cuantifiquen el
éxito de los operadores segun los requisitos de cada método.
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