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Resumen La detecciéon de entradas fuera de distribucion es esencial
para desplegar sistemas de vision por computador en escenarios reales
de mundo abierto. Este trabajo aborda este problema en MonuMAI, una
aplicacion de ciencia ciudadana orientada al reconocimiento de estilos ar-
quitectonicos en imagenes de monumentos. Se propone una metodologia
jerarquica basada en una cascada de decisiones semanticas que filtra pro-
gresivamente imagenes alejadas del dominio visual esperado, imagenes
no arquitecténicas, edificios sin relevancia monumental y monumentos
pertenecientes a estilos no contemplados por el sistema. La evaluacion
experimental sobre un dataset compuesto por imagenes de usuarios y
recursos externos muestra que la metodologia reduce de forma clara la
aceptacion erronea de entradas fuera del dominio respecto al filtrado ori-
ginal de MonuMAI. Ademés, cada rechazo queda asociado a una causa
semantica interpretable, lo que facilita la curacién de datos, el anali-
sis de errores y la ampliaciéon progresiva de la taxonomia arquitecténica
mediante revisiéon experta y aprendizaje activo.

Keywords: Deteccion Fuera de Distribucion - Mundo Abierto - Patri-
monio Cultural

1. Introduccion

La deteccion de datos fuera de distribucion (out-of-distribution, OOD) [14]
se ha convertido en un proceso crucial en inteligencia artificial, especialmente
en aplicaciones de alto riesgo, donde entradas no fiables pueden inducir salidas
impredecibles con consecuencias graves.



Figura 1: Ejemplos de clasificacion erronea de imégenes OOD como monumentos
en la aplicacion de MonuMAL

Su relevancia abarca desde datos tabulares hasta entradas heterogéneas o
multimodales. En visiéon por computador, identificar imagenes ajenas a la dis-
tribucion esperada permite prevenir fallos criticos en modelos desplegados bajo
la hipotesis de mundo abierto [2]. Estas entradas pueden aparecer de forma
accidental o intencionada, degradar el rendimiento del sistema y presentar natu-
ralezas distintas, por lo que su deteccion y caracterizacion resultan especialmente
relevantes. Esta necesidad aparece en ambitos como el diagndstico médico por
imagen [16], la conduccion auténoma [12] o las aplicaciones de usuario basadas en
modelos de vision [9], expuestas a contenido no relacionado, ataques adversarios,
clases no reconocidas o iméagenes semanticamente ambiguas.

Este trabajo se centra en MonuMALI [6], una aplicacién orientada al patrimo-
nio cultural que proporciona informacién sobre estilos arquitecténicos y elemen-
tos relevantes de monumentos a partir de imégenes. Por su naturaleza abierta,
asi como por los datos curados y modelos desplegados que proporciona, Monu-
MALI constituye un banco de pruebas adecuado para estudiar la deteccion OOD
en entornos reales orientados al usuario.

Durante méas de cinco anos de funcionamiento, MonuMAT ha recibido miles de
iméagenes diversas, incluyendo contenido no relacionado con monumentos, captu-
ras de baja calidad, edificios con relevancia arquitectonica limitada, monumen-
tos de estilos no soportados y entradas deliberadamente enganosas. La Figura 1
muestra ejemplos en los que MonuMAI no detecta correctamente entradas OOD
proporcionadas por usuarios. Dado que el modelo subyacente fue entrenado con
cuatro estilos arquitectonicos, hispanomusulmén, goético, renacentista y barroco,
las imégenes de estilos no observados tienden a generar clasificaciones erréneas
con alta confianza. Por ello, resulta importante disponer de mecanismos capaces
de detectar estilos atin no reconocidos, facilitando la ampliacién progresiva del
sistema y estrategias de aprendizaje activo.

En aplicaciones como MonuMAI, filtrar distintos tipos de datos OOD permi-
te gestionarlos segin sus caracteristicas. Para ello, el espacio de entrada puede
organizarse mediante puntos de control semanticos sucesivos, en lugar de plan-
tear una particiéon plana entre datos dentro y fuera de distribuciéon. Cada punto
de control captura una distincién progresivamente més especifica, siguiendo el
razonamiento de un experto que descarta contenido no plausible antes de asig-



nar una interpretacién concreta. Esta organizacion jerarquica favorece criterios
especializados en cada etapa, limita la propagacion de errores y proporciona una
salida diagnostica util para monitorizaciéon, curaciéon de datos y adquisicién de
nuevas muestras.

En este estudio proponemos, sobre MonuMAI, una metodologia de deteccion
OOD basada en una cascada seméntica de decisiones dicotomicas. La jerarquia
incorpora conocimiento experto alineado con el razonamiento humano y permite
separar progresivamente distintos tipos de entradas fuera de distribucién en un
entorno abierto. En cada nivel, se aprovechan las capacidades representacionales
de modelos de inteligencia artificial para discriminar las dicotomias definidas.
Asi, el enfoque combina conocimiento experto y aprendizaje automético para
mejorar la fiabilidad de MonuMAI ante entradas OOD.

A partir de un conjunto de datos compuesto por imagenes subidas por usua-
rios de MonuMAI y complementado con imégenes de conjuntos publicos de dis-
tintos dominios, se compara la metodologia propuesta con el modelo de apren-
dizaje profundo original de la aplicacion. Los resultados muestran que esta me-
todologia reduce significativamente las falsas detecciones de monumentos, pre-
servando al mismo tiempo las imagenes dentro de distribucién. Asimismo, se
analiza el sistema capa por capa para evaluar la contribucién de cada etapa y
caracterizar los tipos de imégenes OOD filtrados y priorizar para revision ex-
perta aquellas muestras rechazadas con mayor interés seméntico, habilitando
un ciclo de aprendizaje activo para la ampliaciéon progresiva de la taxonomia
arquitectonica.

El resto del articulo se organiza como sigue. La Seccion 2 presenta los con-
ceptos necesarios, la Seccion 3 describe la metodologia propuesta, la Seccion 4
expone los experimentos y resultados, y la Secciéon 5 recoge las conclusiones.

2. Preliminares

En esta seccion se introducen los conceptos relevantes para la aplicacion de
la metodologia propuesta: la deteccion OOD y MonuMAL

2.1. Deteccién fuera de distribucion

La deteccion OOD es fundamental para mejorar la robustez, seguridad y con-
fiabilidad de los sistemas de aprendizaje automatico [14]. En escenarios reales,
los modelos pueden recibir entradas alejadas de la distribuciéon de entrenamien-
to, procedentes de dominios, condiciones de adquisicién, categorias seménticas
o manipulaciones adversarias no contempladas. Si no se detectan, estas mues-
tras pueden clasificarse con alta confianza y producir errores graves en ambitos
criticos como conduccién autéonoma, medicina o sistemas financieros.

La deteccion OOD acttia como mecanismo de salvaguarda ante situaciones no
previstas. Por ejemplo, en conduccion auténoma, permite alertar ante entornos o
condiciones diferentes a las observadas durante el entrenamiento [12]; en imagen
médica, ayuda a identificar enfermedades raras o variantes no representadas en



los datos [16]; y, en procesamiento del lenguaje natural, resulta cada vez mas
relevante por el uso de modelos fundacionales y agentes autonomos [15]. Asi, su
objetivo es evitar predicciones erroneas, favorecer despliegues seguros y senalar
casos inesperados para revision experta [1].

Este problema es complejo por la heterogeneidad de los cambios distribucio-
nales, que suelen dividirse en cambio covariante y cambio semantico. El primero
modifica la distribucién de entrada, pero mantiene el espacio de etiquetas; el
segundo introduce clases no vistas durante el entrenamiento y exige mecanis-
mos explicitos de rechazo, por lo que constituye el foco principal de la detecciéon
OO0D.

Los métodos existentes se agrupan principalmente en enfoques basados en cla-
sificacion, densidad, distancia y reconstruccion. Estos emplean, respectivamente,
salidas o representaciones internas de la red [8], estimaciones de probabilidad de
los datos dentro de distribucion [7], distancias a prototipos o vecinos en el espacio
de caracteristicas [11], y errores de reconstruccion mediante autoencoders o mo-
delos generativos [3]. Aunque cada familia presenta limitaciones, su combinacion
ha permitido mejorar la robustez de los detectores OOD.

2.2. MonuMAI

El framework MonuMAI (Monument with Mathematics and Artificial Inte-
lligence) [6] integra vision por computador, conocimiento experto en historia del
arte y ciencia ciudadana para el reconocimiento automéatico de estilos y elementos
arquitectonicos en patrimonio monumental. Su objetivo es democratizar el acce-
so al conocimiento cultural mediante modelos de aprendizaje profundo capaces
de analizar imagenes y aproximar el razonamiento experto de los historiadores
de la arquitectura.

MonuMATI aborda retos propios del analisis arquitecténico, como el solapa-
miento entre estilos, el deterioro de los edificios y las distorsiones o variaciones de
perspectiva en imagenes reales, frente a métodos previos con menor escalabilidad
y robustez [5,17]. La iniciativa, presentada en la Noche Europea de los Investi-
gadores de 2018 en Granada, fue desarrollada por la Universidad de Granada
y la Fundacién Descubre, combinando investigaciéon académica y participacion
ciudadana.

El ntacleo del sistema es una taxonomia jerarquica definida con expertos,
que relaciona elementos arquitectéonicos con cuatro estilos europeos de los si-
glos VIII al XVIII: hispanomusulmén, gbtico, renacentista y barroco. A partir
de esta taxonomia se construyo el conjunto de datos MonuMAI, formado por
1514 imégenes de fachadas monumentales etiquetadas por estilo y 6650 instan-
cias de quince elementos arquitecténicos anotadas con cajas delimitadoras. Esta
doble anotaciéon permite abordar tareas de clasificacion, deteccion y explicabili-
dad, mientras que el desbalance natural entre elementos introduce un escenario
experimental realista.

El pipeline combina dos modelos: MonuNet, una red convolucional ligera pa-
ra clasificacion eficiente de estilos [13], y MonuMAI-KED, un detector basado
en Faster R-CNN [10] con ResNet-101 [4] para localizar y clasificar elementos



arquitectonicos. Estos modelos alimentan una plataforma movil y web de ciencia
ciudadana, disponible en i0S y Android, que permite subir imagenes de monu-
mentos y recibir visualizaciones anotadas con el estilo y los elementos detectados.
Ademas de difundir conocimiento cultural, la plataforma facilita la expansién
colaborativa del conjunto de datos mediante imégenes revisadas por expertos.
Hasta la fecha, ha reunido méas de 3500 participantes y méas de 11700 fotografias,
apoyando el refinamiento continuo de los modelos y la investigacion en patrimo-
nio monumental. La informacion adicional del proyecto esta disponible en el sitio
web de MonuMAT?.

3. Deteccion OOD con jerarquia semantica para
MonuMAI

Como se ha comentado en secciones anteriores, MonuMAI puede recibir ima-
genes OOD de distinta naturaleza, ya sean imagenes no relacionadas subidas
intencionalmente o por error, imagenes con ruido o imagenes que, aunque mues-
tren edificios con valor arquitecténico, no contienen ninguno de los estilos que
reconoce actualmente MonuMAI. En esta seccién se presenta la metodologia pro-
puesta para abordar y procesar adecuadamente la deteccion OOD en MonuMAL
Esta metodologia consiste en establecer una jerarquia seméntica de distintas ca-
tegorias o mundos OOD que da lugar a una serie de capas de filtrado a través de
las cuales se van encadenando dicotomias para determinar si una imagen subida
a la aplicacion es OOD y, en caso afirmativo, de qué tipo es.

3.1. Descripciéon de la metodologia

Las entradas fuera de distribucion se definen como muestras que difieren
significativamente de la distribuciéon de entrenamiento, aunque en visién por
computador este concepto resulta especialmente complejo por la diversidad de
casos posibles: entradas maliciosas o accidentales, imagenes degradadas, clases
no observadas y otros patrones anémalos capaces de comprometer el comporta-
miento del modelo.

Para abordar esta heterogeneidad, las entradas pueden filtrarse mediante una
jerarquia seméantica de capas, donde cada nivel impone una frontera de decisién
especifica y descarta progresivamente muestras alejadas del dominio de interés.
Cada capa puede estar gestionada por un detector experto entrenado para dis-
criminar una discrepancia seméantica concreta, permitiendo una clasificaciéon mas
refinada mediante la integracion secuencial de decisiones.

De forma general, esta jerarquia parte del mundo lejano, compuesto por ejem-
plos far-OOD sin relacion semantica con el problema, y continia con el mundo
cercano, que incluye muestras ajenas a la tarea pero con caracteristicas similares
al dominio objetivo. Posteriormente, se incorporan superclases semanticas cada
vez més especificas hasta alcanzar el mundo completo del problema, que engloba

3 https://monumai.ugr.es/



todo el dominio relevante, y finalmente el mundo conocido, correspondiente a los
datos en distribuciéon utilizados durante el entrenamiento.

Por ejemplo, en un modelo entrenado con ciertas razas de perros, el mundo
lejano incluirfa ntimeros o texturas, el mundo cercano imégenes naturales como
las de ImageNet, y la jerarquia seméantica podria avanzar desde animales hasta
mamiferos, canidos y, finalmente, todos los perros. El mundo conocido queda-
rfa restringido a las razas observadas por el modelo durante el entrenamiento.
La siguiente seccion describe la instanciacién concreta de esta metodologia en
MonuMALI.

3.2. Descripcion e implementacion de las capas de filtrado

Para el caso de MonuMAI, proponemos como mundo lejano todo aquello
exterior a ImageNet, como mundo cercano el propio ImageNet, y una jerarquia
de clases que empieza por edificios, pasa por monumentos y termina con los
monumentos de estilos conocidos por el modelo de MonuMAI. Estos mundos
definen una jerarquia progresiva de filtros OOD. La implementacion de cada
capa en el sistema se describe a continuacion.

Capa 0: filtrado del mundo lejano La capa inicial acttia como un filtro de
deteccion OOD destinado a descartar entradas pertenecientes al mundo lejano
y permitir inicamente el paso de imégenes compatibles con el mundo cercano
de MonuMAI, entendido como el dominio de fotografias en color de escenas
reales. Para ello, se utiliza ImageNet como referencia en distribuciéon y un detec-
tor AdaScale-A con una arquitectura RegNet-Y-16GF preentrenada, optimizado
para escenarios far-OOD. El conjunto OOD se construye con datos como MNIST
y DTD, que representan entradas alejadas del dominio visual esperado. Esta capa
prioriza una deteccién tolerante, de modo que las muestras visualmente proximas
a ImageNet puedan ser refinadas posteriormente por capas mas especificas.

Capa 1: edificios frente a no edificios Tras el filtrado inicial, la capa 1 opera
sobre imagenes del mundo cercano y plantea una tarea de clasificaciéon binaria en-
tre edificios y no edificios. La clase no edificio se obtiene a partir de categorias de
ImageNet no relacionadas con arquitectura, mientras que la clase edificio combi-
na imagenes arquitectonicas de ImageNet y escenas exteriores de Places365 [18§].
Con este conjunto equilibrado, se entrena un modelo EfficientNet v2 reducido
para identificar si una imagen pertenece al dominio arquitecténico relevante para
MonuMAT

Capa 2: monumentos frente a edificios sin valor arquitecténico La
capa 2 discrimina, dentro del subconjunto de edificios, entre monumentos ar-
quitectonicamente relevantes y edificios genéricos. Para construir el conjunto de
entrenamiento, se recopilan imagenes de Wikimedia Commons mediante explo-
racion de categorias, limpieza automatica, eliminacién de duplicados y filtrado



seméntico basado en CLIP con miltiples prompts. Las imégenes aceptadas se
organizan en una tarea binaria entre monumentos y edificios no monumentales,
preservando diversidad geografica y estilistica. Sobre este corpus curado se entre-
na una ResNet-50 con aprendizaje por transferencia para separar monumentos
de construcciones sin relevancia arquitectonica especifica.

Capa 3: estilos conocidos frente a desconocidos La capa final se aplica
tnicamente a imagenes de monumentos y detecta si pertenecen a alguno de los
estilos arquitectoénicos conocidos por MonuMAI. Esta etapa se formula como
deteccion near-OOD sobre el propio modelo MonuMAI. El modelo se ajusta me-
diante outlier exposure usando monumentos globales no presentes en el dominio
en distribucién, combinando una funcién de pérdida de clasificacién para estilos
conocidos y una pérdida OOD que favorece distribuciones uniformes ante estilos
desconocidos. En inferencia, la detecciéon se basa en la entropia: predicciones de
baja entropia indican estilos conocidos, mientras que alta entropia sugiere es-
tilos fuera del dominio de MonuMAI. Las imagenes rechazadas en esta tltima
capa no se descartan como errores sin utilidad, sino que se almacenan como
candidatos prioritarios para revision experta. De este modo, el sistema puede
identificar monumentos plausibles pertenecientes a estilos no cubiertos por la
taxonomia actual, proporcionando un mecanismo natural de aprendizaje activo
para ampliar progresivamente el conjunto de estilos reconocidos.

La Figura 2 representa el esquema de funcionamiento del sistema de detecciéon
OOD jerarquico propuesto sobre MonuMALI.

4. Analisis experimental

Esta seccion evalta la metodologia jerarquica propuesta para la deteccion
OO0D en MonuMALI. El objetivo principal es comprobar si una cascada jerarquica
de filtros semanticos permite rechazar entradas fuera de distribucién sin degradar
excesivamente la aceptacién de monumentos pertenecientes a estilos conocidos.

4.1. Configuracion experimental

Para la evaluacion se construyo el conjunto MonuTest-OOD, compuesto por
6354 imagenes recopiladas y procesadas manualmente a partir de imagenes su-
bidas al servidor de MonuMAI y de recursos adicionales procedentes de Wiki-
media. El conjunto incluye tanto imagenes pertenecientes al dominio objetivo
como distintos niveles de datos fuera de distribucion: imégenes claramente ale-
jadas del dominio, imégenes naturales no arquitectonicas, edificios sin relevancia
monumental y monumentos de estilos no reconocidos por MonuMAI.

La evaluaciéon se realiza tanto por capas como de forma global. Cada capa
resuelve un problema binario: la capa 0 filtra imagenes del mundo lejano; la capa
1 distingue edificios frente a no edificios; la capa 2 separa monumentos de edificios
no monumentales; y la capa 3 decide si un monumento pertenece a un estilo
conocido o desconocido. Para cada una se reportan accuracy, precision, recall,
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Figura2: Cascada de dicotomias seménticas para la deteccion OOD en Monu-
MAL

Cuadro 1: Distribucion de imagenes en MonuTest-OOD.

Categoria Numero de imagenes
Mundo lejano (OOD) 1550

Mundo cercano (OOD) 1518

Edificios (OOD) 1467
Monumentos no conocidos (OOD) 781
Monumentos conocidos (en distribucion) 1038

Total 6354

F1 y AUROC. En la evaluacién global, la clase positiva corresponde tnicamente
a los monumentos de estilo conocido, mientras que todas las demés categorias
se consideran OOD.

Ademas, los resultados se comparan con el mecanismo OOD original de Mo-
nuMAI. Este sistema rechaza una imagen cuando MonuMAI-KED no detecta



elementos arquitecténicos. Sin embargo, este criterio resulta limitado, ya que
ciertos patrones visuales no monumentales pueden ser interpretados errénea-
mente como elementos arquitecténicos, permitiendo la aceptacién de imégenes
fuera del dominio.

4.2. Resultados cuantitativos

El Cuadro 2 resume el rendimiento de cada capa. En conjunto, todas las
etapas muestran una separaciéon soélida entre las clases correspondientes, con
valores de AUROC superiores a 0.95 en todas las capas. La capa 3 presenta
el problema més dificil, ya que debe discriminar entre monumentos de estilos
conocidos y monumentos estilisticamente cercanos pero no contemplados por el
sistema.

Cuadro 2: Resultados por capa de la metodologia propuesta sobre MonuMAI.

Capa Decision ACC PREC REC F1 AUROC
0 Mundo cercano frente a mundo lejano 0.9397 0.9076 0.9776 0.9413 0.9601
1 Edificio frente a no edificio 0.9266 0.8878 0.9796 0.9314 0.9774
2 Monumento frente a edificio 0.9394 0.9576 0.9318 0.9446 0.9502
3 Estilo conocido frente a desconocido 0.9245 0.7851 0.8120 0.7983 0.9660

Los resultados muestran que la cascada reduce progresivamente el espacio de
entrada hasta llegar al dominio realmente relevante para MonuMAI. Las dos pri-
meras capas eliminan contenido claramente ajeno al dominio arquitecténico; la
tercera descarta edificios sin relevancia monumental; y la tltima capa identifica
monumentos cuyo estilo no forma parte de la taxonomia reconocida. Esta des-
composicién evita que una unica frontera OOD deba resolver simultdneamente
problemas visuales muy diferentes.

La comparacion global con el sistema original de MonuMAI se muestra en
el Cuadro 3. La metodologia jerarquica propuesta obtiene una mejora clara en
Accuracy, Precision, F1 y AUROC. La principal diferencia se observa en Preci-
sion, que pasa de 0.4130 a 0.8823. Esto indica que las imagenes aceptadas por la
cascada como monumentos de estilo conocido son mucho mas fiables. El sistema
original mantiene un recall superior, pero a costa de aceptar una gran cantidad
de contenido OOD como si perteneciera al dominio objetivo.

Estos resultados evidencian un comportamiento conservador. La metodologia
sacrifica parte del Recall para reducir de forma sustancial los falsos positivos, lo
cual resulta adecuado en un contexto de patrimonio cultural, donde aceptar imé-
genes no monumentales o estilos no soportados puede degradar la fiabilidad del
sistema. En consecuencia, no solo se mejora la deteccion OOD, sino que también
se producen decisiones mas interpretables, ya que cada rechazo queda asociado
a una frontera semantica concreta: imagen no natural, no edificio, edificio no
monumental o monumento de estilo desconocido.



Cuadro 3: Resultados globales de deteccion OOD en MonuTest-OOD. La clase
positiva corresponde a monumentos de estilo conocido.

Modelo ACC PREC REC F1 AUROC

Propuesta 0.9417 0.8823 0.7625 0.8180 0.9642
MonuMAT original 0.7748 0.4130 0.8991 0.5660 0.9268

4.3. Analisis cualitativo

El anélisis visual de los errores confirma que las equivocaciones restantes no
son arbitrarias, sino que se concentran en casos frontera. En la capa 0, algunas
texturas repetitivas pueden compartir estadisticas de bajo nivel con fotogra-
fias naturales. En la capa 1, fuentes, esculturas o composiciones con estructuras
similares a fachadas pueden ser confundidas con edificios. En la capa 2, cier-
tos edificios genéricos con simetria, portales u ornamentaciéon pueden parecer
monumentos. Finalmente, en la capa 3, los errores aparecen principalmente en
monumentos con senales estilisticas mixtas, vistas degradadas o rasgos cercanos
a estilos conocidos.

Este comportamiento es coherente con el diseno de la cascada. Las decisiones
ambiguas no se fuerzan en las capas externas, sino que se trasladan a filtros mas
especificos. Asi, cada capa actiia sobre el nivel semantico que le corresponde
y los errores pueden abordarse mediante mejoras localizadas: ampliar negativos
dificiles para la capa 1, enriquecer el conjunto de edificios no monumentales para
la capa 2, o incorporar mas ejemplos de estilos desconocidos y casos hibridos para
la capa 3.

4.4. Conclusion experimental

La experimentacion demuestra que la metodologia propuesta mejora de for-
ma significativa la robustez de MonuMALI frente a entradas fuera de distribucion.
Frente al filtrado original, basado tnicamente en la ausencia de detecciones arqui-
tectonicas, la cascada jerarquica ofrece una separaciéon mas precisa, interpretable
y mantenible del dominio operativo. Su principal ventaja es la reduccion drés-
tica de falsos positivos, reflejada en el aumento de Precision de 0.4130 a 0.8823
y en la mejora del F1 global de 0.5660 a 0.8180. Aunque el Recall disminuye,
esta pérdida responde a una estrategia conservadora que prioriza la fiabilidad
de las imégenes aceptadas. Ademas, las imagenes rechazadas en la ultima capa
constituyen un conjunto util para revision experta y futura ampliacion de la
taxonomia de estilos.

5. Conclusiones

En este trabajo se ha presentado una metodologia jerarquica para la detec-
cion de entradas fuera de distribucion en MonuMAI, basada en una cascada de



decisiones seménticas progresivas. En lugar de abordar la deteccion OOD como
una decisién tnica entre muestras dentro y fuera de distribucion, la propuesta
descompone el problema en varios niveles especializados, permitiendo distinguir
entre iméagenes alejadas del dominio, iméagenes no arquitectonicas, edificios sin
relevancia monumental y monumentos pertenecientes a estilos no contemplados
por el sistema.

Los resultados experimentales muestran que esta estrategia mejora de forma
notable la fiabilidad del pipeline original de MonuMAI. La cascada reduce sustan-
cialmente la aceptacion errénea de imégenes fuera del dominio, incrementando
la precision global y el valor de F1 frente al mecanismo original de filtrado. Aun-
que esta mejora implica una reducciéon del recall, el comportamiento resultante
es coherente con un escenario de patrimonio cultural, donde resulta preferible
rechazar casos dudosos antes que proporcionar clasificaciones potencialmente
incorrectas con alta confianza.

Ademas del rendimiento cuantitativo, la metodologia aporta ventajas en tér-
minos de interpretabilidad y mantenibilidad. Cada rechazo queda asociado a una
frontera semantica concreta, lo que permite identificar la causa aproximada por
la que una imagen no pertenece al dominio operativo previsto. Esta propiedad
facilita el analisis de errores, la curacién de datos y la mejora localizada de cada
capa, especialmente en casos frontera.

Como lineas futuras, serd necesario ampliar y diversificar los conjuntos de
entrenamiento de cada filtro, incorporar mas ejemplos dificiles y estudiar me-
canismos de calibracién adaptativa que mantengan la estabilidad ante cambios
en la distribucion de datos. Asimismo, las iméagenes rechazadas en la ultima ca-
pa constituyen una fuente valiosa para revision experta y aprendizaje activo,
permitiendo extender progresivamente la taxonomia de estilos arquitecténicos
reconocidos por MonuMALI. Los resultados obtenidos indican que la descomposi-
cion jerarquica de la deteccion OOD en decisiones seménticamente significativas
constituye una via prometedora para construir sistemas de visiéon més robustos,
interpretables y adecuados para escenarios reales de mundo abierto.
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