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Abstract. Los avances recientes en Inteligencia Artificial conexionista
han demostrado que los transformers a gran escala pueden alcanzar un
rendimiento de nivel maestro en juegos estratégicos como el ajedrez sin
recurrir explicitamente a mecanismos de busqueda. Sin embargo, este
enfoque depende de modelos con una gran cantidad de parametros, lo
que incrementa significativamente los costes computacionales y limita
la interpretabilidad del proceso de decisién. En este trabajo presenta-
mos Delibera, un marco neurosimbélico que integra transformers en una
arquitectura estructurada de busqueda y reevaluaciéon. Asimismo, pro-
ponemos un enfoque jerarquico en el que modelos ligeros generan can-
didatos en los nodos hoja, mientras que un modelo de mayor capacidad
actia como evaluador secundario en puntos clave del arbol de bisqueda.
Los experimentos, respaldados por estudios de tiempos de ejecucion sobre
diversos conjuntos de puzzles en ajedrez de tactica y estrategia, muestran
que la reevaluacion compensa eficazmente la menor escala de los mode-
los base. En particular, la configuracién con reevaluaciéon sobre el modelo
de 9M alcanza un Elo Blitz de 3075, superando en 180 puntos al trans-
former 270M empleado de forma aislada. Estos resultados sugieren que
la combinacién eficiente de modelos conexionistas y simbolicos consti-
tuye una alternativa robusta y computacionalmente eficiente al escalado
monolitico de modelos para entornos complejos de toma de decisiones.

Keywords: Ajedrez - Transformer - IA Neurosimbolica - Eficiencia -
Inteligencia Artificial - Redes Neuronales Profundas.



1 Introduccion

Los modelos conexionistas han transformado el campo de la Inteligencia Arti-
ficial (IA) en la dltima década, impulsados por el uso masivo del aprendizaje
profundo y, en particular, por la apariciéon de las arquitecturas transformer [1].
Estos modelos son la base de los grandes modelos de lenguaje (LLMs), con ca-
pacidades avanzadas en procesamiento de lenguaje natural, generacién de texto
y razonamiento multimodal.

El impacto de la IA conexionista se extiende mas alla de los LLMs conversa-
cionales, pues los agentes de IA integran razonamiento interno con herramientas
externas [2], los dedicados a vision compiten con las redes convolucionales [3] y
los transformers a gran escala (LSTs) han demostrado un rendimiento competi-
tivo en juegos estratégicos como el ajedrez [4].

En este dominio, el motor Searchless Chess [5] representa un gran avance
dado que un transformer a gran escala, de 270 millones de pardametros, entre-
nado sobre 15000 millones de instancias anotadas por Stockfish 16, alcanza un
Elo Blitz estimado de 2895 en Lichess sin emplear ningtin mecanismo explic-
ito de busqueda. Sin embargo, este rendimiento se sustenta en un escalado de
parametros con los costes computacionales asociados y, ademas, carece de la
transparencia propia del razonamiento simbolico.

La IA simbdlica [6] sigue siendo indiscutible en entornos de mundo cerrado,
donde la busqueda [7] permite conseguir soluciones de alta calidad. Motores
como Stockfish [8] dominan al resto en el juego competitivo, siendo también us-
ado como oraculo para el entrenamiento de LSTs. A diferencia de los modelos
conexionistas, los simbolicos ofrecen soluciones explicables, donde bajo la heuris-
tica adoptada presenta el mejor resultado alcanzable en el espacio explorado.

La hipotesis central sobre la que se desarrolla el trabajo se centra en que
las fortalezas de los modelos conexionistas deben ser explotadas no mediante el
escalado bruto de pardmetros, sino con una orquestacion inteligente dentro de un
marco neurosimbolico estructurado. Proponemos que la asignaciéon dindmica de
la capacidad computacional, donde se usaran modelos ligeros para la exploraciéon
del espacio de estados y modelos de alta capacidad para la reevaluacion selectiva,
puede superar el rendimiento de arquitecturas monoliticas, siendo este un uso
més eficiente de los parametros que la inferencia estatica extremo a extremo.

Con este objetivo, presentamos Delibera, una arquitectura neurosimbélica
con dos configuraciones. En primer lugar, una busqueda bésica, DeliberaBasica,
que integra un transformer en un arbol de busqueda clasico. Por otro lado, pre-
sentamos DeliberaReev, que consiste en un esquema jerarquico en el que modelos
ligeros generan candidatos en los nodos hoja y un modelo de 270 millones de
pardmetros los reevaliia en puntos clave del arbol. Los experimentos demuestran
que este enfoque permite a modelos ligeros superar al transformer de mayor
tamano usado de forma aislada, sugiriendo que la reevaluacion de ramas de
busqueda constituye un uso maés eficiente de los parametros que la inferencia
monolitica a gran escala.



2 Antecedentes

La TA ha estado histéricamente marcada por dos paradigmas: la IA simbdlica,
basada en la representacion explicita del conocimiento e inferencia logica, y la
IA conexionista, basada en modelos sub-simbélicos obtenidos a partir de datos.
A continuacion, revisaremos sus principios, limitaciones y aplicaciones al ajedrez
como banco de pruebas.

2.1 Paradigmas conexionista y simbélico

La IA conexionista, inspirada en las redes neuronales biologicas, evoluciono6 desde
los primeros perceptrones [9] y la retropropagacion [10] hasta la revolucion del
aprendizaje profundo, impulsada por la accesibilidad a grandes conjuntos de
datos y recursos computacionales [11]. El culmen fue la arquitectura trans-
former [1], cuyo mecanismo de atencion permitié modelar dependencias de largo
alcance con gran eficacia, dando lugar a los LLMs como GPT [12] o LLaMA [13].
Otros desarrollos méas recientes como DeepSeck-R1 [14] u OpenAl 03 [15] ex-
tienden este paradigma al escalado en tiempo de inferencia con aprendizaje por
refuerzo. Sin embargo, los modelos conexionistas presentan limitaciones estruc-
turales relevantes dada la opacidad en su proceso de decision, la ausencia de
razonamiento deliberativo nativo y la dependencia del volumen de datos para
generalizar correctamente.

La TA simbdlica, fundamentada en la Hipotesis del Sistema de Simbolos
Fisico [16], opera con la manipulacion formal de representaciones explicitas de
conocimiento. Sus contribuciones al razonamiento automatico [17] y los sistemas
expertos [18] tuvieron gran relevancia en las décadas posteriores. En entornos
adversariales, el algoritmo minimax [19] y la poda alfa-beta [7] ofrecen un marco
formalmente 6ptimo para la toma de decisiones en juegos de suma cero. A pesar
de su potencia, la TA simbolica sufre de cuello de botella en la adquisicion de
conocimiento, fragilidad en situaciones no previstas y explosiéon combinatoria del
espacio de estados.

La integracion neurosimboélica surge precisamente para aprovechar las fort-
alezas de ambos paradigmas. Trabajos como AlphaGeometry [20] demuestran
que combinar reconocimiento de patrones con motores simbdlicos permite re-
solver problemas complejos de forma 6ptima [21].

2.2 TA aplicada al ajedrez

El ajedrez ha sido historicamente el banco de pruebas por excelencia de la TA [22].
Esto es debido a su complejidad combinatoria y sus reglas bien definidas.

Dominancia simbélica Durante décadas, los mejores motores como Stockfish [8]
se apoyaron en una busqueda alfa-beta muy optimizada y funciones heuristicas.
Estas ultimas eran codificadas manualmente con conocimiento experto, por lo
que eran poco generalizables a escenarios no tenidos en cuenta por el experto.



Irrupcion conexionista La introducciéon de métodos conexionistas demostro que
el alto rendimiento de los motores puede emerger del aprendizaje desde los datos
y el juego contra si mismo [23], sin depender de conocimiento explicito. Esto no
solo dio lugar a motores competitivos con los simbolicos, sino que transformé la
concepcion de como construir sistemas de decisiéon en dominios estructurados.

Searchless Chess El trabajo de Ruoss et al. [5] constituye el punto de partida en
esta investigacion. Los autores entrenan una familia de transformers de 9, 136
y 270 millones de pardametros con aprendizaje supervisado sobre un corpus de,
aproximadamente, 10 millones de partidas de Lichess, anotadas con valores de
accion calculados por Stockfish 16, generando en torno a 15000 millones de pares
tablero-accion. El modelo de 270M alcanza un Elo Blitz de 2895 en Lichess, con
nivel de gran maestro, sin usar mecanismos de bisqueda explicita, heuristicas
artesanales ni planificacion deliberativa. Los tres modelos muestran un compor-
tamiento de escalado monoétono, tal que a mayor niimero de parametros, mayor
cantidad y mejores patrones capturados. Sin embargo, estas politicas puramente
searchless carecen de mecanismos para la exploracién dirigida y la reevaluacion
dindmica, lo que se manifiesta en indecision en posiciones de victoria forzada o
incapacidad para evitar repetir estados, motivando el enfoque hibrido del tra-
bajo.

Enfoques neurosimbdlicos El estado del arte actual en ajedrez estd dominado por
arquitecturas hibridas. AlphaZero [23] combina la bisqueda mediante arboles
de Monte Carlo (MCTS) [24] con una red neuronal que proporciona tanto la
politica como la funcién de valor, abandonando el minimax clasico. Por su parte,
Stockfish integra una red NNUE [25] exclusivamente como funcién evaluadora
de los nodos hoja, sin que la busqueda esté guiada por la intuiciéon que puede
aportar un modelo conexionista. Ninguno de los dos explora el potencial de un
marco hibrido que combine la bisqueda determinista minimax con poda alfa-
beta y un transformer para guiar la exploracion del drbol, que es precisamente
el ambito que aborda este trabajo.

3 Arquitecturas propuestas

En esta seccion presentamos las dos variantes de la arquitectura Delibera, un
marco neurosimbolico que integra transformers de Searchless Chess [5] dentro
de un esquema de busqueda minimax con poda alfa-beta [26]. La version base,
DeliberaBasica, incorpora el transformer como heuristica de evaluacién en los
nodos hoja, mientras que la variante, DeliberaReev, anade un mecanismo de
reevaluacién selectiva que reserva el modelo de mayor capacidad para los puntos
clave del arbol de biisqueda.

3.1 Arquitectura basica. DeliberaBasica

La arquitectura base usa dos tipos de heuristicas conexionistas: un transformer
ligero para la evaluacion de nodos hoja y un transformer pesado para guia de la



busqueda. El algoritmo minimax con poda alfa-beta acttia como esqueleto sim-
bolico, mientras que los transformers Searchless Chess [5] se usan como funciones
evaluadoras.

Para mejorar la eficiencia, se incorpora una etapa de poda que restringe la ex-
ploracion a los K mejores candidatos segun el transformer pesado, favoreciendo
la explotacion sobre la exploracion. Esta estrategia esta respaldada por los au-
tores del modelo base [5], quienes demuestran que la solucién correcta aparece
sistematicamente entre los tres primeros movimientos. Ademas, tras seleccionar
los K mejores movimientos, se extiende la busqueda a W candidatos adicionales,
realizando una busqueda superficial para cada uno. Si su evaluaciéon mejora re-
specto a la puntuacién inicial del transformer pesado, también se explora. For-
malmente, dado un estado de tablero s y la lista ordenada de movimientos legales
M(s) = {mq,...,my}, el algoritmo explora el conjunto

{my,...,mp} donde K<L<K+W<N,

siendo este mecanismo conocido como poda tardia de movimientos (PTM). La
Figura 1 muestra, respectivamente, el flujo general y la logica por nivel: en cada
nodo no hoja, el transformer pesado evaliia la posicion y se seleccionan los K
mejores movimientos. A continuacién, se hace una busqueda para los siguientes
W a profundidad 2 y, si alguno mejora, se incorpora al conjunto explorado.

3.2 Arquitectura con el mecanismo de reevaluacién. DeliberaReev

Sea b el factor de ramificaciéon y D la profundidad de la bisqueda alfa-beta.
El ntmero de nodos hoja crece a la razén de b”. El transformer ligero es el
modelo més rapido que acttia como evaluador de cada hoja, mientras que el
pesado, méas preciso pero més costoso, se usa en zonas puntuales del arbol.
DeliberaReev reserva este tltimo para posiciones méas prometedores de acuerdo
a las valoraciones del modelo rapido. Asi, durante la subida en el arbol, cada
nodo propaga el par (v, P), donde v es el valor y P el tablero del nodo hoja del
que procede v, en lugar de solo devolver un escalar.

Dado que los niveles del arbol alternan entre nodos MAX y MIN segun si
juega el jugador o el rival, se aplican operaciones diferentes. En un nodo MAX
(resp. MIN) se hereda el par del hijo de mayor (resp. menor) v, de modo que P es
siempre la hoja que el modelo ligera considera el mejor en cada caso. La reeval-
uacion se realiza al alcanzar cierta profundidad prefijada como hiperparametro,
momento en que el modelo pesado valora P, recalculando v y continuando con el
flujo del algoritmo. Asi, cada subarbol, con nodo raiz el nodo en que se reevalta,
usa una tnica vez el modelo pesado.

En este sentido, el mecanismo simula una busqueda clésica, reproduciendo
la operacion que se haria con el modelo pesado como evaluador de hojas pero
restringida a las posiciones que pasan el filtro del modelo ligero, evitando las b”
llamadas al modelo pesado. El flujo en general coincide con el de la version base,
con la tnica diferencia de que se arrastra el par (v, P). En la Figura 2 se observa
lo explicado anteriormente.
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jas con el transformer ligero. los K mejores movimientos. A contin-
uacién se exploran los siguientes W con
PTM.

Figura1: Arquitectura bésica de la propuesta: flujo general (izquierda) y flujo
por nivel (derecha).

4 Estudio experimental

En esta seccion presentamos los resultados obtenidos sobre tres conjuntos de
datos de prueba de naturaleza distinta. Mostramos tanto la configuraciéon de los
experimentos, las métricas obtenidas y la interpretacion de las mismas.

4.1 Configuracion de los experimentos

La implementacién desarrollada y el marco experimental estdn disponibles en
Github. 3.

Los experimentos se dividen en dos bloques: evaluacién sobre conjuntos de
puzzles y célculo de Elo en partidas Blitz. Para el primero, contamos con tres
datasets seleccionados con la supervision de un Maestro FIDE #: dos conjun-
tos de puzzles de estrategia con dificultad media y alta (SBP_MEDIUM, 76

3 https://github.com/ari-dasci/S-ThinkMore
* https://ratings.fide.com/profile/22245561
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Figura 2: Representacion grafica del mecanismo de reevaluacion.

posiciones, y SBP_ HARD, 386 posiciones) [30,27,29| y un conjunto tactico
de alta dificultad (CBP_ HARD, 209 posiciones) [28|. Esta seleccion responde
a la hipétesis de que los modelos puramente conexionistas rendirdn mejor en es-
cenarios estratégicos, donde el transformer internaliza principios heuristicos de
contexto largo, mientras que su rendimiento caera en téctica, que exige calculo
simbolico preciso y multi-paso.

Entre los hiperparametros empleados se encuentra la profundidad de bisqueda
(de 2 a 4), valor de poda K (de 4 a 6), tamafio de la ventana PTM, W = 3,
y nivel de reevaluacion fijado en la profundidad menos uno. Como transformer
ligero se usan los modelos 9M, 136M y 270M para DeliberaBasica y 9M y 136 M
para DeliberaReev. El transformer pesado siempre serd 270M.

La métrica principal es la precision. En puzzles tacticos la solucién es tnica,
y dada la naturaleza de posibles movimientos subéptimos pero no malos, en los
de estrategia se aceptard una solucion alternativa siempre que la diferencia en
probabilidad de victoria respecto a la referencia de Stockfish a profundidad 25
sea inferior a ¢ = 0.01. Por otro lado, el Elo Blitz se calcula con 800 partidas
contra el modelo 270M, aplicando la transformacion

AElo = 400 - logy, (ﬂp)

[31], validado con el intervalo de Wilson al 95 % [32].

4.2 Resultados

Precision en puzzles La Tabla 1 y la Figura 3 muestran los resultados a profun-
didad 2. La incorporacién de buisqueda produce ganancias consistentes y sustan-
ciales sobre los transformer base. Por ejemplo, DeliberaBasica(9M) pasa de 59.21
% a 80.26 % en SBP_ MEDIUM, y DeliberaBasica(270M) mejora de 69.69 % a
80.83 % en SBP_HARD incorporando la busqueda basica. Conforme aumenta



la profundidad, DeliberaReev muestra curvas mas pronunciadas que DeliberaBa-
sica, cuyas ganancias marginales se reducen al explotar la informacion relevante
en profundidad baja.

SBP_MEDIUM SBP_HARD
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Figura 3: Representacion grafica de la precision por dataset para todos los mod-
elos (a profundidad 2 los que implementan busqueda).

Modelo |SBP_ MEDIUM SBP_HARD CBP_HARD
IM 0.5921 0.5855 0.354
136M 0.6973 0.671 0.4401
270M 0.7368 0.6969 0.488
DeliberaBasica(9M) 0.8026 0.7176 0.5215
DeliberaBasica(136M) 0.8684 0.785 0.5502
DeliberaBasica(270M) 0.8421 0.8083 0.5885
DeliberaReev(9M) 0.7632 0.785 0.5694
DeliberaReev(136M) 0.8289 0.7746 0.5694

Tabla 1: Precision por dataset para todos los modelos con profundidad fija 2.

Eficiencia computacional La Figura 4 muestra la distribucion de la diferencia de
tiempo por puzzle entre la versién de bisqueda basica con 270M y las variantes
con reevaluacién. En todos los conjuntos de puzzles se observa que At > 0,
confirmando que la reevaluacion reduce consistentemente el tiempo de ejecucion.
Ademaés, el ahorro es mayor con el transformer 9M, aunque la variante con



136M también mantiene un margen positivo estable. Esto completa la validacion
de la hipoétesis, mostrando que el rendimiento es equivalente con menor coste
computacional.

A
15

1

(a) SBP_ MEDIUM (b) SBP_HARD (c) CBP_HARD

Figura4: Distribucion de la diferencia de tiempo de ejecucion de la version basica
de bisqueda, DeliberaBasica(270M), respecto a las dos versiones que implemen-
tan el mecanismo de reevaluacion.

Elo Blitz en Lichess La Tabla 2 recoge los resultados competitivos. La version de
DeliberaBasica(9M) obtiene un incremento de +21 puntos Elo sobre el modelo
base 270M, aunque el intervalo de Wilson incluye el 50 % en tasa de victorias, por
lo que la mejora no es estadisticamente significativa y la bisqueda simplemente
actia como reductor de la varianza. En contraste, DeliberaReev(9M) alcanza un
Elo de 3075, con una ganancia de +180 puntos sobre el modelo base y 4159
sobre la versién basica, con un intervalo de Wilson completamente desacoplado
del umbral de paridad. Este resultado prueba que la reevaluaciéon selectiva hace
que el transformer sea un arbitro dinamico que dirige la busqueda, logrando que
un modelo de 9 millones de parametros supere al de 270 millones usado de forma
aislada.

Modelo Tasa victorias (%) Elo estimado A Elo Wilson (%) Wilson (Elo)
270M (baseline) — 2895 — — —
DeliberaBasica(9M) 53.0 2916 1+21.0 [49.5,56.4]  [-3, 45
DeliberaReev(9M) 73.8 3075  +180.0 [70.6, 76.7] [152, 207]

Tabla 2: Elo Blitz estimado en Lichess e intervalos de Wilson al 95% para las
arquitecturas propuestas a profundidad 2.

5 Conclusiones y trabajo futuro

En este trabajo presentamos Delibera, un marco neurosimbolico que comple-
menta el uso de transformers en una arquitectura estructurada de busqueda



y reevaluaciéon usando como campo de pruebas el ajedrez. La variante Delib-
eraBasica combina un transformer ligero como evaluador de nodos hoja con
bisqueda minimax guiada por el modelo 270M, mientras que DeliberaReev
hace una variaciéon de este esquema con un mecanismo de reevaluacion selectiva
que reserva el modelo pesado para los puntos criticos del arbol. Los resulta-
dos obtenidos demuestran que ambas versiones superan de forma notable a los
modelos base.

Este trabajo demuestra que la integracion de modelos conexionistas con
mecanismos de busqueda simbélica constituye un paradigma superior al uso
de transformers monoliticos de gran escala. La competencia no depende tnica-
mente del ntimero de parametros, sino que también de una propiedad emergente
de como estos se despliegan. La sinergia neurosimboélica propuesta combina el
reconocimiento de patrones del transformer con la estabilidad deliberativa de
la bisqueda estructurada, transformando la capacidad predictiva bruta en un
proceso de decision verificable que emula el razonamiento humano, donde se
proponen candidatos de forma intuitiva y se someten a verificacion sistemaética.

Una contribucién fundamental es la evidencia de que los mecanismos de
reevaluacion pueden sustituir eficazmente al escalado masivo de parametros. La
arquitectura jerarquica propuesta, donde un modelo de mayor capacidad actua
como supervisor tactico, no solo iguala, sino que supera a arquitecturas monoliti-
cas mucho més pesadas, confirmando que el conocimiento de un gran modelo se
aprovecha de forma maés eficiente como evaluador de alto nivel que como motor
de inferencia. En escenarios de alta complejidad, la robustez tactica depende mas
de la orquestacion inteligente de modelos y la estructura logica de la busqueda
que del namero absoluto de parametros.

Como trabajo futuro se plantean varias lineas. En primer lugar, en cuanto a la
generalizacion del marco, se propone estudiar su aplicabilidad a dominios como la
logistica compleja, la demostracién automética de teoremas o la planificacién en
entornos dinamicos, asi como desarrollar un enfoque teorico en el que el modelo
de alta capacidad se invoque tnicamente cuando la incertidumbre colectiva de
los modelos eficientes supere un umbral critico.

En segundo lugar, respecto a la mejora del mecanismo de reevaluacion, se
plantea incorporar criterios de parada basados en la confianza del reevaluador,
de modo que el sistema determine de forma auténoma cuando una posiciéon
requiere evaluacion adicional y cuando la estimacion inicial es suficiente.

Finalmente, en lo relativo al entrenamiento especializado, se propone imple-
mentar ciclos en los que el reevaluador aprenda especificamente de los fallos de
los modelos en los nodos hoja, asi como explorar el uso de otras arquitecturas en
dichos nodos dentro de una misma busqueda, permitiendo al sistema combinar
distintas intuiciones antes de someterlas a la reevaluacion.
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