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Resumen Este trabajo estudia la equivalencia práctica entre clasifica-
dores neuronales multi-salida y clasificadores One-vs-All (OVA). La moti-
vación parte de resultados teóricos recientes que muestran que, bajo una
formulación funcional de interpolación de norma mínima, el problema
de aprendizaje asociado a una red neuronal multi-salida de arquitectura
fija puede descomponerse en problemas escalares, uno por cada compo-
nente de salida. Sin embargo, esta descomposición teórica no determina
por sí sola el comportamiento empírico de modelos entrenados con da-
tos finitos, funciones de pérdida distintas, restricciones arquitectónicas y
costes computacionales reales. Se presenta una evaluación experimental
sobre conjuntos clásicos de aprendizaje automático, tareas de clasifica-
ción de imágenes y escenarios de imagen biomédica. La comparación
considera rendimiento predictivo, tiempo de entrenamiento, paraleliza-
ción y robustez frente a reducciones arquitectónicas, utilizando F1 ma-
cro y tiempo efectivo de entrenamiento como criterios principales. Los
resultados muestran que OVA puede ser prácticamente equivalente a los
modelos multi-salida en varios conjuntos, mientras que ofrece ventajas
claras en casos como Digits y BRISC. En el conjunto BRISC de tumo-
res cerebrales, OVA alcanza un F1 macro de 0.9306 frente a 0.9054 del
modelo multi-salida, con un tiempo efectivo comparable al paralelizar el
entrenamiento. Estos resultados indican que la descomposición teórica no
caracteriza por completo el comportamiento práctico, y que OVA pue-
de ser una alternativa competitiva cuando se consideran conjuntamente
rendimiento, coste y errores por clase.
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1. Introducción

La clasificación multiclase es un problema fundamental en aprendizaje auto-
mático y en tareas modernas de clasificación de imágenes [6]. En aprendizaje
profundo, el enfoque dominante consiste en emplear una única red neuronal
multi-salida entrenada de forma conjunta, donde se aprende una representación
compartida y la capa final produce una puntuación por clase [6,16].

Una estrategia alternativa consiste en descomponer el problema multiclase
en una colección de tareas de clasificación binaria. El enfoque One-vs-All (OVA)
realiza esta descomposición entrenando un clasificador binario para cada clase
frente al resto. Sin embargo, en el entrenamiento práctico de redes neuronales
profundas, OVA y multi-salida no se implementan de forma idéntica: OVA opti-
miza tareas binarias independientes mediante pérdidas logísticas, mientras que
el modelo multi-salida se entrena conjuntamente mediante una pérdida softmax
acoplada. Además, OVA requiere entrenar un modelo por clase, lo que incremen-
ta el coste computacional respecto a un único modelo multi-salida.

Esta diferencia abre una cuestión práctica relevante. Por un lado, OVA puede
favorecer la especialización por clase y permite paralelizar el entrenamiento de
los clasificadores binarios. Por otro lado, el modelo multi-salida comparte repre-
sentaciones entre clases y resuelve el problema mediante una única optimización
acoplada. Por tanto, la comparación entre ambas formulaciones no debería limi-
tarse al rendimiento predictivo, sino incluir también el coste efectivo de entre-
namiento, el comportamiento bajo restricciones arquitectónicas y la estabilidad
en distintos tipos de datos.

Este trabajo parte de la motivación teórica proporcionada por de la Higuera
et al. [7], donde redes neuronales multi-salida de arquitectura fija se estudian
mediante espacios RKBS vectoriales y el problema de aprendizaje asociado ad-
mite una descomposición por componentes. A partir de esta relación, la pregunta
que abordamos no es demostrar una nueva equivalencia teórica, sino evaluar si
dicha descomposición se refleja en una equivalencia práctica cuando los mode-
los se entrenan con datos finitos, funciones de pérdida habituales y restricciones
computacionales reales. Esta cuestión es especialmente importante en clasifica-
ción de imágenes biomédicas, donde la robustez del modelo, el comportamiento
por clase y el coste de entrenamiento pueden ser tan importantes como la exac-
titud global.

En este trabajo se presenta una comparación empírica entre clasificadores
neuronales multi-salida entrenados de forma conjunta y clasificadores OVA en-
trenados de forma independiente. El estudio incluye conjuntos de datos clásicos
de aprendizaje automático y tareas de clasificación de imágenes, incluyendo es-
cenarios de imagen biomédica. Se comparan ambas formulaciones en términos
de rendimiento predictivo, tiempo de entrenamiento, paralelización y robustez
frente a reducciones arquitectónicas.

Las principales contribuciones de este trabajo son:

una comparación empírica de clasificadores neuronales multi-salida y OVA
en conjuntos de datos multiclase clásicos y basados en imágenes;



un análisis del compromiso entre rendimiento predictivo y coste computacio-
nal, incluyendo entrenamiento OVA secuencial y paralelo;
un estudio del efecto de reducir la arquitectura sobre ambas formulaciones;
un análisis de escenarios de clasificación de imágenes biomédicas como casos
de estudio para evaluar el comportamiento práctico de ambas formulaciones.

2. Trabajo relacionado

Reducciones multiclase y pérdidas. Las reducciones de problemas mul-
ticlase a problemas binarios han sido estudiadas ampliamente. Allwein et al. [2]
propusieron una visión unificada de estas reducciones para clasificadores de mar-
gen, incluyendo esquemas como OVA, One-vs-One y códigos de corrección de
errores. En esta línea, Rifkin y Klautau [14] argumentaron que OVA no debe
considerarse simplemente un método de referencia básico, mostrando que clasi-
ficadores OVA bien ajustados pueden alcanzar un rendimiento comparable al de
métodos multiclase más sofisticados.

En redes neuronales profundas, la formulación multi-salida con softmax se ha
consolidado como el enfoque estándar para clasificación multiclase [6]. No obs-
tante, las estrategias basadas en descomponer el problema multiclase en tareas
binarias han sido revisitadas recientemente en este contexto. Pawara et al. [12]
estudiaron clasificadores One-vs-One en redes neuronales profundas, mientras
que Padhy et al. [11] y Wójcik et al. [18] analizaron formulaciones OVA desde la
perspectiva de la incertidumbre predictiva, la calibración y la detección de mues-
tras fuera de distribución. Estos últimos trabajos implementan OVA mediante
una parametrización de salidas sigmoidales dentro de una única red compartida,
sin entrenar K modelos independientes; nuestro trabajo se centra en cambio en
el esquema OVA clásico de K clasificadores entrenados de forma independien-
te, que es el que admite paralelización real y al que se refiere la descomposición
por componentes de [7]. Comparar ambas parametrizaciones OVA entre sí queda
como línea de trabajo futuro.

La comparación entre modelos multi-salida y OVA también está relacionada
con la función de pérdida utilizada durante el entrenamiento: entropía cruzada
softmax en el caso multi-salida y pérdidas logísticas binarias en OVA. Li et al. [10]
mostraron que estas pérdidas pueden inducir dinámicas diferentes, especialmente
en escenarios multiclase de etiqueta única y con desbalance de clases.

Motivación teórica. Desde una perspectiva funcional, trabajos recientes
han mostrado que redes neuronales multi-salida de arquitectura fija pueden es-
tudiarse mediante espacios de Banach con núcleo reproductor vectoriales y ca-
racterísticas destacadas, y que, bajo una formulación de interpolación de norma
mínima, el problema multi-salida puede descomponerse en problemas escalares,
uno por cada componente de salida [7]. Nuestro trabajo se sitúa en la intersec-
ción entre esta motivación teórica y la evaluación experimental. Aunque dicha
formulación funcional no coincide directamente con los protocolos habituales
de entrenamiento de redes neuronales, proporciona una base para estudiar si el
aprendizaje por componentes, implementado en la práctica mediante clasificado-
res OVA independientes, se comporta de forma comparable a una red multi-salida



entrenada conjuntamente bajo restricciones reales de datos, coste, paralelización
y capacidad arquitectónica.

3. Experimentación

El objetivo de la experimentación es comparar el comportamiento práctico
de clasificadores neuronales multi-salida y OVA bajo condiciones controladas,
atendiendo a rendimiento predictivo, coste computacional y robustez frente a
reducciones de arquitectura. No se busca maximizar el rendimiento absoluto en
cada conjunto, sino analizar el comportamiento relativo de ambas formulaciones
manteniendo constantes la familia arquitectónica, el protocolo de entrenamiento
y las particiones de datos.

En este contexto, la equivalencia práctica se entiende como una situación en
la que ambas formulaciones presentan diferencias predictivas pequeñas, compa-
tibles con el margen de equivalencia definido, y no introducen una penalización
temporal desproporcionada.

En la formulación multi-salida se entrena una única red con tantas salidas
como clases mediante entropía cruzada softmax. En OVA se entrena un clasifi-
cador binario independiente por clase mediante pérdida logística, y durante la
inferencia se selecciona la clase con mayor puntuación sigmoidal.

La Tabla 1 resume los conjuntos utilizados: problemas clásicos, referencias
estándar de clasificación de imágenes y dos escenarios biomédicos. En los con-
juntos clásicos se reserva un 20 % para el conjunto de prueba y un 15% del
resto para el de validación. En MNIST, CIFAR-10 y BRISC se mantiene la par-
tición de prueba original y se obtiene el conjunto de validación del conjunto de
entrenamiento. En TB X-ray se emplea una partición estratificada aproximada
70/15/15.

Tabla 1. Resumen de los conjuntos de datos utilizados. La columna Tamaño indica la
resolución de entrada empleada en los modelos de imagen.

Conjunto Clases Muestras Tipo Tamaño Train/Val/Test
Iris [5] 3 150 tabular – 102/18/30
Wine [1] 3 178 tabular – 120/22/36
Breast Cancer [19] 2 569 tabular – 386/69/114
Digits [3] 10 1797 imagen 8×8 1221/216/360
MNIST [9] 10 70000 imagen 28×28 51000/9000/10000
CIFAR-10 [8] 10 60000 imagen RGB 32×32 42500/7500/10000
BRISC [4] 4 6000 imagen médica 128×128 4250/750/1000
TB X-ray [13] 2 4200 imagen médica 128×128 2940/630/630

3.1. Arquitecturas neuronales

Para que la comparación entre formulaciones sea directa, en cada conjunto
de datos se utiliza la misma arquitectura base para el modelo multi-salida y para



los clasificadores OVA. La única diferencia se encuentra en la capa de salida: el
modelo multi-salida dispone de tantas unidades como clases, mientras que cada
clasificador OVA tiene una única salida binaria asociada a una clase frente al
resto.

En los conjuntos tabulares se emplean perceptrones multicapa (MLP). La
arquitectura de referencia consta de dos capas ocultas con tamaños [32, 16].
Para analizar la sensibilidad de ambas formulaciones a la capacidad del modelo,
también se consideran dos arquitecturas reducidas, con tamaños [24, 12] y [16, 8].

En los conjuntos de imágenes se utilizan redes convolucionales compactas
de tipo VGG [16], formadas por tres bloques convolucionales con canales con-
figurables. La arquitectura de referencia emplea canales [32, 64, 128], mientras
que las arquitecturas reducidas utilizan [24, 48, 96] y [16, 32, 64]. Se opta por ar-
quitecturas secuenciales sin conexiones residuales para mantener una estructura
fija y directamente comparable entre las formulaciones multi-salida y OVA. De
este modo, las diferencias observadas se atribuyen principalmente a la formu-
lación de salida y al esquema de entrenamiento, y no a cambios en la familia
arquitectónica.

Las arquitecturas empleadas son redes feed-forward de arquitectura fija, sin
conexiones residuales ni mecanismos dinámicos. Esta elección mantiene los mo-
delos dentro del tipo de redes consideradas en la motivación funcional de [7]
y evita introducir factores arquitectónicos adicionales en la comparación entre
multi-salida y OVA.

3.2. Entrenamiento y paralelización

Todos los modelos se entrenan utilizando el mismo protocolo experimental
dentro de cada conjunto de datos. Para reducir la dependencia de una única
inicialización, los experimentos se repiten con diez semillas aleatorias. En cada
semilla se emplean las mismas particiones de entrenamiento, validación y prueba
para el modelo multi-salida y para los clasificadores OVA correspondientes.

Todos los modelos de referencia se optimizan mediante Adam, con una tasa
de aprendizaje de 10−3, un máximo de 50 épocas y early stopping basado en
la pérdida de validación con paciencia de 10 épocas. En las configuraciones de
referencia se utiliza batch size 32 en los conjuntos clásicos y biomédicos, y batch
size 64 en MNIST y CIFAR-10. En cada conjunto, el modelo multi-salida y su
contraparte OVA de referencia se entrenan con el mismo batch size.

Los modelos multi-salida se entrenan como una única red neuronal con tantas
salidas como clases. En cambio, la formulación OVA entrena un clasificador
binario independiente por cada clase. Esta independencia aumenta el coste si los
clasificadores se entrenan secuencialmente, pero también permite paralelizarlos.
Por ello, para OVA se reporta tanto el tiempo secuencial, calculado como la
suma de los tiempos por clase, como el tiempo paralelo efectivo, calculado como
el máximo de dichos tiempos. Esta segunda medida aproxima el coste cuando se
dispone de recursos para entrenar los clasificadores simultáneamente.

El rendimiento predictivo se evalúa mediante exactitud, precisión macro, re-
call macro y F1 macro. La métrica principal es F1 macro, ya que pondera por



igual el rendimiento de cada clase y resulta más informativa en escenarios con
posible desbalance. Además, se reporta el tiempo de entrenamiento para analizar
el compromiso entre rendimiento y coste computacional.

Para el análisis de robustez arquitectónica, se compara el rendimiento de las
arquitecturas de referencia con el de las arquitecturas reducidas. Esta compara-
ción permite evaluar si una formulación mantiene mejor su rendimiento cuando
se disminuye la capacidad del modelo.

3.3. Análisis estadístico

El análisis estadístico se realiza sobre las diferencias pareadas de F1 macro
entre OVA y multi-salida, calculadas utilizando las mismas semillas experimen-
tales. En primer lugar, se ejecuta una evaluación inicial con diez semillas por
conjunto de datos. A partir de estas diferencias preliminares se realizan dos
análisis de potencia mediante simulación Monte Carlo basada en remuestreo
bootstrap de las diferencias observadas.

El primero está asociado a la prueba de rangos con signo de Wilcoxon y
permite estimar el número de semillas necesario para detectar una diferencia
relevante de 0,02 en F1 macro con un nivel de significación α = 0,05. El segundo
está asociado al análisis de equivalencia y permite estimar el número de semi-
llas necesario para concluir equivalencia práctica cuando la diferencia real entre
modelos se encuentra dentro del margen de equivalencia especificado.

Se considera una potencia objetivo de 0,8 en los conjuntos generales y de 0,9
en los escenarios biomédicos. Cuando las diez semillas iniciales no son suficientes
para alcanzar dicha potencia, se amplía el número de semillas antes de aplicar
los contrastes finales.

Sobre los resultados finales disponibles para cada conjunto de datos se aplica
la prueba de rangos con signo de Wilcoxon [17] para contrastar si existen di-
ferencias sistemáticas entre OVA y multi-salida. La prueba se aplica de forma
pareada sobre las diferencias OVA menos multi-salida, utilizando como unidad
experimental la semilla.

Además del contraste de diferencias, se evalúa la equivalencia práctica me-
diante un procedimiento inspirado en Two One-Sided Tests (TOST) [15]. Se
fija un margen de equivalencia de 0,02 en F1 macro, de modo que dos modelos
se consideran prácticamente equivalentes si la diferencia de rendimiento que-
da dentro del intervalo [−0,02, 0,02]. Para evaluar esta condición se construyen
intervalos de confianza bootstrap bilaterales del 90% para la mediana de las di-
ferencias pareadas. Este intervalo se estima mediante bootstrap: se generan 1000
remuestreos con reemplazo de la muestra simulada, se calcula la mediana en ca-
da remuestreo y se toman los percentiles 5 y 95 de esas medianas para obtener
un intervalo de confianza del 90%. Se concluye equivalencia práctica cuando el
intervalo completo queda contenido dentro del margen predefinido.

Este procedimiento permite distinguir entre diferencias estadísticamente sig-
nificativas, equivalencia práctica respaldada por la evidencia estadística y situa-
ciones en las que la ausencia de significación o de equivalencia puede atribuirse
a una potencia insuficiente.



4. Resultados y discusión

En esta sección se analiza si la relación teórica entre modelos multi-salida y
esquemas OVA se traduce en un comportamiento práctico equivalente al entre-
nar redes neuronales bajo condiciones finitas de datos, arquitectura y tiempo de
cómputo. En primer lugar se comparan ambas formulaciones con las arquitectu-
ras de referencia: MLP [32, 16] para los conjuntos tabulares y VGG [32, 64, 128]
para los conjuntos de imágenes. Posteriormente se estudia si configuraciones
OVA reducidas o ajustadas pueden mantener la capacidad predictiva con menor
coste efectivo de entrenamiento.

La interpretación de los resultados predictivos toma como referencia el nú-
mero final de semillas determinado por el análisis de potencia. Con este criterio,
la mayoría de conjuntos se evaluaron con las diez semillas iniciales. Iris se amplió
a 18 semillas para reforzar el contraste de diferencias, mientras que BRISC se
amplió a 44 semillas por el análisis de potencia asociado a la equivalencia en
el escenario biomédico. Los tiempos de entrenamiento se resumen sobre las diez
semillas iniciales, usando el mismo protocolo para todos los conjuntos.

4.1. Comparación con arquitecturas de referencia

La Figura 1 muestra el F1 macro obtenido por los modelos multi-salida y
OVA con las arquitecturas de referencia. Los resultados muestran que la equiva-
lencia teórica entre ambas formulaciones no implica necesariamente equivalencia
práctica en todos los escenarios. OVA mejora el rendimiento en varios conjuntos,
especialmente en Digits y BRISC, mientras que en MNIST las diferencias son
prácticamente despreciables. En CIFAR-10, por el contrario, el modelo multi-
salida mantiene una ligera ventaja.

El caso de BRISC es el más claro: el modelo OVA de referencia alcanza un
F1 macro de 0.9306 frente a 0.9054 del modelo multi-salida. En Digits también
se observa una mejora relevante, con 0.9796 frente a 0.9635. En MNIST, ambos
modelos presentan un rendimiento prácticamente indistinguible, mientras que
en CIFAR-10 la formulación multi-salida obtiene una ligera ventaja.

El análisis estadístico confirma esta interpretación. En Digits se rechaza la
hipótesis nula de igualdad mediante la prueba de Wilcoxon (p = 0,00195), y el
análisis de equivalencia no permite considerar ambas formulaciones equivalentes
dentro del margen de 0,02 en F1 macro. En BRISC, tras ampliar el número de
semillas según el análisis de potencia, también se rechaza la hipótesis nula y la
diferencia observada supera el margen de equivalencia. En ambos casos, la no
equivalencia práctica favorece a OVA.

En el resto de conjuntos, el análisis no muestra diferencias estadísticamente
significativas y el procedimiento TOST respalda la equivalencia práctica bajo el
margen considerado. Por tanto, los resultados sugieren que la relación teórica
entre ambas formulaciones se traduce con frecuencia en equivalencia práctica,
aunque en determinados conjuntos la descomposición OVA puede aportar mejo-
ras predictivas relevantes.
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Figura 1. Comparación de F1 macro entre modelos multi-salida y OVA con arquitec-
turas de referencia.

En los escenarios biomédicos, además del F1 macro, resulta relevante ana-
lizar los errores por clase. La Tabla 2 muestra la tasa de falsos negativos en
BRISC, agregando las predicciones sobre el conjunto de prueba en diez semillas
experimentales. OVA reduce el número total de falsos negativos por clase de 934
a 697 respecto al modelo multi-salida. La reducción es especialmente apreciable
en meningioma y pituitary.

Tabla 2. Falsos negativos por clase en BRISC, agregados sobre las predicciones del
conjunto de prueba en diez semillas experimentales. FN indica el número de falsos
negativos y FNR la tasa de falsos negativos.

Clase FN multi FN OVA FNR multi FNR OVA
glioma 315 275 0.124 0.108
meningioma 533 380 0.174 0.124
no_tumor 6 5 0.004 0.004
pituitary 80 37 0.027 0.012
Total 934 697 – –

En tuberculosis también se observa una reducción de la tasa macro de falsos
negativos, aunque de menor magnitud, pasando de 0.0377 en el modelo multi-
salida a 0.0332 en OVA. Este comportamiento es relevante en entornos médicos,
donde minimizar los falsos negativos puede ser prioritario cuando el coste de no
detectar una clase es elevado.



4.2. Configuraciones OVA prácticas

La selección de configuraciones OVA prácticas no persigue maximizar exclu-
sivamente el rendimiento predictivo, sino identificar soluciones con un equilibrio
razonable entre F1 macro y coste efectivo de entrenamiento (véase la Sección 4.3).
Para cada conjunto se evaluaron combinaciones de arquitectura e hiperparáme-
tros de entrenamiento, considerando como candidatas aquellas configuraciones
cuyo rendimiento en el conjunto de validación permanecía próximo al OVA de
referencia.

Entre ellas se seleccionó la configuración con menor tiempo paralelo efectivo,
siempre que la pérdida de F1 macro en validación respecto al mejor modelo
OVA quedara dentro del margen práctico de 0,02 considerado en el análisis de
equivalencia. El conjunto de prueba no interviene en esta selección y se reserva
únicamente para reportar los resultados finales. Este criterio busca aproximar un
escenario práctico donde pequeñas diferencias de rendimiento pueden aceptarse
si reducen significativamente el coste computacional.

Tabla 3. F1 macro medio y desviación estándar para el modelo multi-salida de referen-
cia, el OVA de referencia y la configuración OVA seleccionada. Los valores se calculan
sobre las diez semillas iniciales.

Conjunto Multi ref. OVA ref. OVA sel. Config. OVA sel.
Iris 0,900± 0,081 0,915 ± 0,071 0,915 ± 0,071 [32, 16], b = 32
Wine 0,987± 0,019 0,992± 0,013 0,992 ± 0,013 [16, 8], b = 32
Breast Cancer 0,979± 0,011 0,978± 0,010 0,982 ± 0,009 [16, 8], b = 64
Digits 0,963± 0,008 0,980± 0,003 0,980 ± 0,003 [32, 16], b = 64
MNIST 0,993± 0,001 0,994± 0,001 0,994 ± 0,001 [32, 64, 128], b = 128
CIFAR-10 0,766 ± 0,010 0,760± 0,007 0,766± 0,007 [32, 64, 128], b = 128
BRISC 0,905± 0,020 0,931 ± 0,011 0,921± 0,014 [32, 64, 128], b = 32
TB X-ray 0,970± 0,009 0,974 ± 0,010 0,974± 0,009 [16, 32, 64], b = 32

Los resultados muestran que las configuraciones OVA seleccionadas mantie-
nen un rendimiento competitivo en la mayoría de los conjuntos. En Wine, Breast
Cancer y Digits, el modelo OVA seleccionado mejora el F1 macro del modelo
multi-salida de referencia. En MNIST y CIFAR-10 las diferencias son muy pe-
queñas, lo que sugiere equivalencia práctica desde el punto de vista predictivo.
En BRISC, la configuración seleccionada conserva una mejora frente al modelo
multi-salida, además de reducir el coste respecto al OVA de referencia. En tu-
berculosis, la configuración seleccionada mantiene un F1 macro muy próximo al
OVA de referencia y mejora sustancialmente el tiempo paralelo efectivo.

Para analizar la robustez arquitectónica, las configuraciones OVA selecciona-
das se comparan también con modelos multi-salida equivalentes, es decir, mode-
los multi-salida entrenados con la misma arquitectura y el mismo batch size que
el OVA seleccionado. Esta comparación permite distinguir si la mejora procede
únicamente de cambiar la capacidad del modelo o si la formulación OVA conser-
va mejor el rendimiento bajo restricciones similares. En esta comparación, OVA



mejora al multi-salida equivalente en Wine (+0.030), Breast Cancer (+0.003),
Digits (+0.017), MNIST (+0.0002), BRISC (+0.015) y tuberculosis (+0.010).
En CIFAR-10, en cambio, el multi-salida equivalente mantiene ventaja (-0.008
para OVA). Estos resultados sugieren que OVA puede ser más robusto frente a
reducciones o cambios de capacidad arquitectónica en ciertos conjuntos, aunque
este comportamiento no es universal.

4.3. Coste temporal

La Tabla 4 resume los tiempos medios de entrenamiento para el modelo
multi-salida de referencia, los modelos OVA de referencia secuencial y paralelo,
y el modelo OVA seleccionado paralelo.

Tabla 4. Tiempos medios de entrenamiento para las arquitecturas de referencia y para
la configuración OVA seleccionada. Los tiempos se expresan en segundos.

Conjunto Multi ref. OVA sec. OVA par. OVA sel. par.
Iris 0.47 1.20 0.98 0.98
Wine 0.66 2.03 0.87 0.77
Breast Cancer 1.04 2.31 1.99 1.41
Digits 3.02 27.28 5.66 3.06
MNIST 112.84 1204.15 161.21 109.76
CIFAR-10 128.00 1095.24 124.97 109.61
BRISC 135.96 517.88 137.91 134.31
TB X-ray 106.38 216.67 117.10 73.04

Los resultados muestran que el coste secuencial de OVA puede ser elevado,
aunque su impacto depende del tamaño y complejidad del conjunto de datos.
En los conjuntos clásicos, la diferencia temporal existe pero es menos crítica
debido al bajo coste absoluto de entrenamiento. El caso más claro dentro de este
grupo es Digits, donde OVA secuencial requiere 27.28 segundos frente a 3.02
segundos del modelo multi-salida. Sin embargo, al usar la configuración OVA
seleccionada y considerar el tiempo paralelo efectivo, el coste se reduce a 3.06
segundos, prácticamente igualando al modelo multi-salida.

El efecto de la paralelización es mucho más relevante en los conjuntos de
imágenes. En MNIST y CIFAR-10, el OVA secuencial supera ampliamente los
1000 segundos, mientras que el tiempo paralelo efectivo se reduce a valores com-
parables al modelo multi-salida. El caso de BRISC combina ambas ventajas: el
OVA seleccionado mantiene la mejora predictiva frente al modelo multi-salida y
reduce marginalmente el tiempo efectivo, con 134.31 frente a 135.96 segundos.
En tuberculosis, la configuración OVA seleccionada reduce el tiempo efectivo de
106.38 a 73.04 segundos.

Estos resultados matizan la principal desventaja práctica atribuida a OVA:
entrenar un modelo binario por clase puede parecer mucho más costoso que



entrenar un único modelo multi-salida. Sin embargo, la independencia entre cla-
sificadores permite paralelizar el entrenamiento de forma natural. En los conjun-
tos de imágenes estudiados, el tiempo efectivo de OVA paralelo alcanza valores
comparables al modelo multi-salida e incluso inferiores en las configuraciones
seleccionadas de MNIST, CIFAR-10, BRISC y TB X-ray. Por tanto, el coste de
OVA debe interpretarse considerando no solo el tiempo secuencial, sino también
su capacidad de paralelización.

5. Conclusiones y trabajo futuro

Este trabajo ha estudiado la equivalencia práctica entre clasificadores neu-
ronales multi-salida y clasificadores OVA, tomando como punto de partida una
relación teórica previa basada en la descomposición por componentes. Los resul-
tados muestran que ambas formulaciones presentan con frecuencia un compor-
tamiento predictivo compatible con equivalencia práctica bajo el margen con-
siderado. Sin embargo, esta equivalencia no es universal: en Digits y BRISC la
diferencia es estadísticamente significativa y favorable a OVA.

En conjunto, los resultados refuerzan la idea de que la elección entre una
formulación multi-salida y una estrategia OVA no debe basarse únicamente en
consideraciones teóricas de representabilidad, sino también en criterios prácticos
asociados al coste, la paralelización y el comportamiento por clase. Aunque los
modelos multi-salida siguen siendo una opción natural y eficiente en muchos
escenarios, OVA ofrece una alternativa competitiva cuando la especialización
de los clasificadores binarios permite mejorar clases concretas o reducir errores
críticos. Este aspecto es especialmente relevante en dominios sensibles, como la
imagen biomédica, donde pequeñas diferencias agregadas pueden traducirse en
cambios importantes en falsos negativos o en la fiabilidad de la decisión por
clase.

El estudio presenta varias limitaciones: se restringe a MLP y redes VGG com-
pactas de arquitectura fija, y la evaluación se centra en tareas de clasificación.
Como trabajo futuro, se plantea ampliar el análisis a arquitecturas más com-
plejas, incluyendo modelos con conexiones residuales o mecanismos de atención,
así como a tareas de regresión y a más escenarios tabulares, visuales y biomé-
dicos. En estos últimos será especialmente relevante estudiar el comportamiento
por clase mediante métricas sensibles al coste del error y determinar, junto con
especialistas, cuándo la especialización por clase de OVA compensa frente al
aprendizaje conjunto en modelos multi-salida.
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