Modelizaciéon de Cambios Geomorfométricos en
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Resumen La erosién en carcavas es uno de los procesos de degrada-
cién més activos en paisajes agricolas mediterrdneos, especialmente tras
eventos de lluvia extrema. Este trabajo sintetiza el analisis de una carca-
va agricola situada en Casabermeja, Malaga, afectada por la DANA de
finales de 2024. La metodologia combina datos UAV de resolucion cen-
timétrica, modelos digitales de elevacion, trece variables geomorfométri-
cas y aprendizaje automético acelerado por GPU. Tras comparar ocho
algoritmos de regresion, CatBoost fue seleccionado por su rendimiento
predictivo y eficiencia computacional. La evaluacion final se realizé6 me-
diante validacion cruzada espacial basada en k-means, con el objetivo de
reducir la fuga espacial de informacién. Ademaés, se incorporaron técnicas
de inteligencia artificial explicable, incluyendo importancia de variables,
valores SHAP y graficos ALE/RHALE. Los resultados muestran que las
variables asociadas a la estructura de drenaje, especialmente el nivel ba-
se de la red de canales y la profundidad de valle, presentan la mayor
capacidad predictiva. En cambio, la posicién relativa en la ladera mostro
baja generalizacion espacial, lo que se interpreta como resultado de su
dependencia de procesos locales no capturados por variables puramente
topograficas. El anélisis de sensibilidad del pardmetro £ confirma que la
configuracion de las particiones espaciales condiciona la estimacion del
rendimiento. En conjunto, el estudio muestra el valor de integrar UAV,
validacién espacial e interpretabilidad para analizar respuestas geomor-
fologicas rapidas en ambientes agricolas expuestos a eventos extremos.

Keywords: Erosién en carcavas - UAV - CatBoost - validacion espacial
- SHAP - ALE - DANA.



1. Introduccion

Los paisajes agricolas mediterrdneos son especialmente sensibles a la erosion
hidrica debido a la irregularidad de las precipitaciones, la presencia de suelos
parcialmente desnudos y la transformacién antrépica del territorio. Entre los
procesos erosivos mas relevantes se encuentra la formacién y evolucién de car-
cavas, que concentran la escorrentia, favorecen la incision del terreno y pueden
generar pérdidas rapidas de suelo fértil. La erosion agricola ha sido ampliamente
reconocida como una amenaza para la sostenibilidad del suelo [6/9], mientras
que los estudios recientes sobre carcavas subrayan la necesidad de mejorar su
seguimiento y modelizacion a distintas escalas [5].

Una carcava se desarrolla cuando el flujo superficial adquiere suficiente ener-
gia para remover suelo a lo largo de lineas preferentes de drenaje. Durante even-
tos de precipitacion intensa, estos canales pueden profundizarse, ensancharse
y avanzar hacia cabecera, modificando la morfologia del paisaje en intervalos
temporales muy cortos. En el contexto mediterraneo, los episodios de DANA
constituyen un desencadenante especialmente importante por su capacidad para
generar precipitaciones de alta intensidad y corta duracién. Este tipo de eventos
puede superar rapidamente la capacidad de infiltracion del suelo y activar proce-
sos de incisiéon, transporte y deposicion de sedimentos, en linea con la creciente
preocupacion por los extremos hidrologicos bajo escenarios de cambio climético
[16/12].

El analisis de estos procesos requiere datos espaciales de alta resolucion.
Aunque la teledeteccion satelital resulta util para estudios regionales, en muchos
casos no permite captar la escala centimétrica a la que evolucionan taludes,
regueros y zonas de deposicion. Los vehiculos aéreos no tripulados (UAV) han
transformado el seguimiento de procesos erosivos al permitir la generacion de
ortomosaicos y modelos digitales de elevacion de muy alta resolucion [7/19]. Estos
productos facilitan la comparacién multitemporal de superficies y la derivacion
de variables geomorfométricas para caracterizar la estructura del terreno.

Sin embargo, los datos UAV generan millones de observaciones y presentan
una fuerte autocorrelacion espacial. Si se emplean particiones aleatorias con-
vencionales, puntos muy préximos pueden aparecer simultaneamente en entre-
namiento y prueba, produciendo estimaciones demasiado optimistas del rendi-
miento. Por ello, la validacion espacial es esencial en aplicaciones geogréficas de
aprendizaje automatico [§]. Ademas, en estudios ambientales no basta con pre-
decir con precisién: es necesario interpretar qué variables controlan la respuesta
del modelo.

La inteligencia artificial explicable (XAI) responde a esta necesidad mediante
técnicas orientadas a interpretar modelos complejos [3[I1]. Entre ellas, los valores
SHAP permiten estimar la contribuciéon de cada variable a cada prediccion a
partir de fundamentos de teorfa de juegos [I3I14]. Por otra parte, los graficos de
efectos locales acumulados (ALE) permiten estudiar relaciones no lineales entre
predictores y respuesta del modelo, reduciendo algunos problemas asociados a los
graficos de dependencia parcial cuando existen variables correlacionadas [2/17].



El objetivo de este trabajo es analizar la evolucion geomorfologica de una car-
cava agricola mediante la integracion de datos UAV de alta resolucion, apren-
dizaje automatico acelerado por GPU, validacion cruzada espacial basada en
k-means e interpretabilidad mediante SHAP y ALE. Ademas, se incorpora un
analisis de sensibilidad del pardmetro k para evaluar como la configuracion de
las particiones espaciales afecta a la estimaciéon del rendimiento del modelo.

2. Area de estudio y datos

El area de estudio se localiza en el municipio de Casabermeja, en la provincia
de Malaga, al sur de Espana. Se trata de un paisaje agricola mediterraneo con-
dicionado por materiales susceptibles a la erosiéon, pendientes variables, suelos
arcillosos y usos del suelo que pueden favorecer la concentraciéon de escorrentia.
La presencia de infraestructuras, caminos y superficies agricolas con cobertura
vegetal reducida incrementa la vulnerabilidad del sistema frente a episodios de
lluvia intensa.

Figural: Imagen tomada con UAV de la carcava estudiada en este trabajo,
situada en un campo de cereales en el municipio malaguenio de Casabermeja,
Espana.

La carcava analizada, véase la figura[l] fue monitorizada mediante dos campanas
UAV: una anterior al evento, realizada el 4 de octubre de 2024, y otra posterior,



realizada el 2 de diciembre de 2024. Ambas campanas emplearon configuraciones
de vuelo comparables para garantizar la coherencia del analisis multitemporal.
La plataforma utilizada fue un DJI Mavic 2 Enterprise Zoom, con vuelos a 35 m
sobre el terreno y una resolucién aproximada de 1,3 cm por pixel. Las imagenes
se procesaron mediante fotogrametria de estructura a partir del movimiento y
reconstruccién multivista, generando ortomosaicos y modelos digitales de super-
ficie.

Para aproximar la superficie del terreno se aplicaron procedimientos de fil-
trado de vegetacion y refinamiento del modelo digital de elevacion, siguiendo
criterios utilizados en estudios previos con nubes de puntos UAV [II18]. A partir
de los modelos previos y posteriores al evento se derivaron trece variables geo-
morfométricas: pendiente (slope), orientacion (aspect), curvatura plana (plan
curvature), curvatura de perfil (profile curvature), indice de convergencia (con-
vergence index), depresiones cerradas (closed depressions), area de captacion
total (total catchment area), indice topogréafico de humedad (topographic wet-
ness index), factor LS, nivel base de la red de canales (channel network base
level), distancia a la red de canales (channel network distance), profundidad de
valle (valley depth) y posicion relativa en la ladera (relative slope position). Estas
variables representan tanto la morfologia local como la conectividad hidrologica
v la posicién topografica dentro del sistema de drenaje.

3. Metodologia

El efecto geomorfologico del evento se cuantificé calculando para cada variable
geomorfométrica el cambio entre el estado posterior y el estado previo al evento:

AX = X1 — Xy0, (1)

donde Xy representa la variable antes de la DANA y X;; la misma variable
después del evento. Las trece variables en t0 se utilizaron como predictores,
mientras que cada diferencia AX actu6 como variable dependiente en un modelo
de regresion independiente. De este modo se construyeron trece modelos, uno
para cada respuesta geomorfométrica.

En primer lugar, se compararon ocho algoritmos de regresiéon: regresion li-
neal, arbol de decision, Random Forest, CatBoost, Support Vector Regression
lineal, Histogram-based Gradient Boosting, perceptréon multicapa y regresion
por descenso de gradiente estocastico. Para reducir el coste computacional, esta
comparacion se realizé con una submuestra aleatoria del 1% del conjunto total
de datos, compuesta por aproximadamente 113.000 observaciones. El rendimien-
to se evaludé mediante el coeficiente de determinacion R?. CatBoost obtuvo el
mejor rendimiento medio, muy proximo al de Random Forest, y fue selecciona-
do por su eficiencia y compatibilidad con GPU. La eleccién es coherente con el
uso creciente de métodos de ensemble en problemas de erosién y susceptibilidad
geomorfologica [10].

La evaluacion final se realizo sobre el conjunto completo mediante validacion
cruzada espacial de cinco particiones (folds). Las coordenadas de los puntos se



agruparon mediante k-means, y los grupos resultantes se emplearon para definir
particiones espacialmente separadas, reduciendo asi el riesgo de fuga espacial de
informacién y proporcionando una estimacién maéas realista de la capacidad de
generalizacion del modelo [8].

Sobre esta base, se exploraron distintas configuraciones de CatBoost 1.2.10,
incluyendo variaciones en la tasa de aprendizaje, el nimero de iteraciones y otros
parametros asociados al boosting. Dado que ninguna configuracién mejoré de for-
ma consistente el rendimiento medio respecto a los parametros por defecto, estos
se mantuvieron en el modelo final para priorizar simplicidad, reproducibilidad y
eficiencia computacional.

Ademas, se analiz6 la sensibilidad de la particion espacial considerando dis-
tintos valores de k (10, 20, 30 y 40 grupos) del algoritmo k-means y evaluando
el efecto de activar o no el pardmetro shuffle del método GroupKFold de Scikit-
learn utilizado para la validacién cruzada espacial con 5 particiones. Es decir, si
tenemos 10 grupos para 5 particiones sin barajar, las particiones serian: 1-2, 3-4,
5-6, 7-8, 9-10. Con la opcion shuffle activada los emparejamientos de los grupos
en cada particiéon serian aleatorios.

La interpretacion se abord6 mediante SHAP y ALE/RHALE. Los valores
SHAP fueron calculados a partir de una muestra aleatoria de 500 puntos y
permitieron analizar la contribucion y direccion del efecto de cada predictor
[13]. Tomando el subconjunto del 1% de los datos se obtuvieron los graficos
ALE/RHALE del modelo de peor rendimiento, correspondiente a la variacion
de la posicion relativa en la ladera, para estudiar relaciones no lineales y efectos
regionales [2[17]. Para facilitar la reproducibilidad, se documentaron las con-
diciones de adquisicion UAV, los parametros de vuelo, el procesamiento foto-
gramétrico, el filtrado de vegetacion, las variables derivadas y el calculo de los
cambios preevento-postevento. Asimismo, el codigo fuente y los datos utilizados
se facilitaran previa solicitud razonable y con fines de investigacién, junto con
los scripts, particiones espaciales, parametros finales y métricas por particion.

4. Resultados

La comparacién inicial confirmo6 que los métodos basados en arboles y ensam-
blado capturan mejor las relaciones geomorfométricas que los enfoques lineales.
CatBoost obtuvo el mayor valor medio de R? (0,5927), seguido muy de cerca por
Random Forest (0,5911). Ambos métodos tienen un comportamiento predictivo
equivalente, pero se selecciona CatBoost por su soporte nativo para GPU, al-
go critico al escalar el modelo al conjunto completo de més de 11 millones de
observaciones. La tabla [I| resume esta comparativa.

La validacién cruzada espacial redujo el rendimiento respecto a las particiones
aleatorias, confirmando la importancia de controlar la autocorrelacion espacial
en datos geomorfologicos [8]. Las variables con mejor generalizacion fueron el
nivel base de la red de canales (R? = 0,8878) y la profundidad de valle (R?
= 0,6340), ambas asociadas a la organizacion estructural del drenaje (véase la
tabla . En cambio, la posicién relativa en la ladera obtuvo un rendimiento



negativo (R? = -0,6160), lo que sugiere una dependencia de controles locales
no representados completamente por las variables topograficas disponibles, co-
mo humedad antecedente, microtopografia, compactacion, cobertura vegetal o
practicas de manejo agricola [154].

Tabla 1: Los algoritmos que se han utilizado para esta comparativa son los
siguientes: LinearRegression (LR), DecisionTreeRegressor (DT), RandomFores-
tRegressor (RF), CatBoostRegressor (CB), LinearSVR (SVM), HistGradient-
BoostingRegressor (HGB), MLPRegressor (MLP), SGDRegressor (SGD).

LR DT RF CB SVM HGB MLP SGD

Slope 0,4200 0,0420 0,4983 0,5122 0,3698 0,5016 0,4842 0,4162
Aspect 0,3982 -0,1871 0,3976 0,4164 0,3774 0,4164 0,4097 0,3976
Plan curvature 0,4639 -0,0488 0,4281 0,4346 0,4575 0,4324 0,4535 0,4633
Profile curvature 0,6118 0,1968 0,5799 0,5158 0,6102 0,4971 0,6061 0,6115

Convergence index 0,4758 -0,1646 0,4493 0,4670 0,4758 0,4700 0,4731 0,4751
Closed depressions 0,5590 0,5725 0,7746 0,7544 0,4967 0,7424 0,5918 0,5575
Total catchment area 0,5045 -0,0194 0,3496 0,3878 0,5081 0,3493 0,5021 0,4486
Topographic wetness 0,4633 -0,0815 0,4571 0,4808 0,4381 0,4777 0,4687 0,4575
LS-factor 0,7890 0,3470 0,7597 0,7559 0,7792 0,4381 0,7958 0,7905
Channel network base 0,9573 0,9698 0,9846 0,9816 0,9546 0,9802 0,9755 0,9572
Channel network dist. 0,6141 0,3299 0,6680 0,6704 0,5765 0,6489 0,6413 0,6121

Valley depth 0,0088 0,9408 0,9696 0,9636 0,9063 0,9595 0,9475 0,9083
Relative slope posit. 0,2403 -0,2308 0,3682 0,3649 0,1046 0,3488 0,2875 0,2371
Media 0,5697 0,2051 0,5911 0,5927 0,5427 0,5586 0,5874 0,5640

Desv. Estandar +0,207 +£0,408 £0,221 +0,212 0,231 0,212 £+0,206 £+0,210

El analisis de sensibilidad mostré que la configuraciéon de los grupos espaciales
influye en la estimacion del rendimiento, como se observa en la tabla [3| Estos
resultados sugieren que valores intermedios, especialmente en torno a 30 grupos,
ofrecen un mejor equilibrio entre separacion espacial y representatividad de las
particiones.

Para evaluar el potencial sesgo derivado de predecir el diferencial AX =
X1 — Xy utilizando el estado inicial X;o como predictor, se evaluaron cuatro
escenarios de referencia (baselines): (a) cambio nulo (AX = 0; R? = —0,6656),
(b) regresion lineal simple basada tnicamente en X;o (R? = 0,5537 £ 0,202),
(c) regresion lineal mltiple con las 13 variables (R? = 0,5643 £ 0,195), y (d)
predicciéon del estado absoluto X;; para deducir el cambio a posteriori (AX =
X — Xp0; R2 = —79,0727 + 275). Se ha utilizado el subconjunto del 1% de las
observaciones para calcular los resultados de estos baselines.

El resultado en el escenario (a) ratifica la severidad de los procesos erosivos
inducidos por la DANA. La elevada capacidad explicativa de Xy por si sola
(R? = 0,553740,202) en el escenario (b) no es un mero artefacto estadistico, sino
que refleja un proceso fisico real: la herencia topogréfica (topographic memory),
donde el relieve preexistente de la carcava encauza el flujo e impone un control



Tabla 2: Resultados de los modelos de regresiéon en las cinco particiones de
la validacién cruzada espacial, habiendo realizado diez grupos espacialmente
separados sin barajar y utilizando el conjunto de datos completo. Expresado
en términos de error absoluto medio (MAE), raiz cuadrada del error cuadratico
medio (RMSE) y coeficiente de determinacion (R?).

MAE RMSE R?
Slope 0,2156 0,3014 10,3837
Aspect 1,4068 11,7089 0,3739
Plan curvature 0,4478 1,0719 0,3966
Profile curvature 0,8333 2,7659 -0,0091

Convergence index
Closed depressions
Total catchment area

Topographic wetness index 2,4641

LS-factor

Channel network base level 3,2120
Channel network distance

Valley depth
Relative slope position

6,2717 10,8725 0,4569
0,0370 0,0732 0,4913
56,6915 524,8084 0,4919
3,1165 0,4438
10,5106 0,5821
3,8380 0,8878
0,4425 0,4941
2,8252  0,6340
2,6806 -0,6160

3,3716

0,2025
1,5563
0,2164

Tabla 3: Resultados para distintos valores del parametro k& del algoritmo k-
means. La activacion de la opcion shuffle se expresa con NS, donde N puede
valer 20, 30, 40.

Parametro K 10 20

30 40 208 30S 408

LS-factor 0,5821 0,6324
Channel network base 0,8878 0,8525
Channel network dist. 0,4941 0,5279
Valley depth 0,6340 0,7583
Relative slope posit. -0,6160 -0,3909
Slope 0,3837 0,4182
Aspect 0,3739 0,3456
Plan curvature 0,3966 0,4526
Profile curvature -0,0091 0,4130
Convergence index 0,4569 0,4585
Closed depressions 0,4913 0,0503
Total catchment area 0,4919 0,4954
Topographic wetness 00,4438 0,4449

0,4325 0,6526 0,6344 0,5618 0,6047
0,062 0,9445 0,9198 0,9488 0,9296
0,5185 0,1634 0,4911 0,5070 0,3191
0,8398 0,8495 0,7613 0,8447 0,8450
-0,3868 -0,2239 -0,4204 -0,5169 -0,3217
0,4233 0,4339 0,4419 0,4328 0,4313
0,3823 0,3767 0,3838 0,3785 0,3801
0,4515 0,4367 0,4575 0,4406 0,4403
0,4276 0,4230 0,3523 0,3468 0,4228
0,4596 0,4595 0,4593 0,4592 0,4590
0,4001 0,2104 0,3905 0,3718 0,1633
0,5457 0,5668 0,4761 0,5443 0,5441
0,4457 0,4354 0,4537 0,4382 0,4355

Media 0,3855 0,4199

0,4497 0,4407 0,4463 0,4429 0,4349




masivo en la tasa de cambio local. Las 12 variables anadidas en la regresion
lineal multiple (¢) mejoraron aproximadamente un 2% el resultado con respecto
a (b). Por otra parte, el fracaso absoluto de la prediccion indirecta (d) demuestra
la necesidad metodolégica de modelar directamente el diferencial (AX), ya que
la escala de la macro-topografia enmascara los sutiles cambios centimétricos
inducidos por la DANA. Finalmente, el modelo CatBoost propuesto aprovecha
las relaciones no lineales para refinar el rendimiento global (R? = 0, 592740, 212),
lo cual sugiere que el resto de variables geomorfométricas aportan informaciéon
complementaria y fisicamente significativa sobre la dinamica geomorfologica del
sistema.

Los valores SHAP mostraron que, en los modelos de mayor rendimiento, la
variable objetivo en su estado inicial fue el predictor dominante, seguida por
variables estructurales asociadas al drenaje. En particular, el modelo del nivel
base de la red de canales estuvo controlado principalmente por el propio nivel
base inicial, con la profundidad de valle como predictor secundario; en el modelo
de profundidad de valle se observo el patron inverso. Este resultado refleja una
clara herencia geomorfologica, donde la configuraciéon previa del relieve condi-
ciona la respuesta posterior al evento. Consulte la figura [2] para ver los graficos
de resumen de SHAP.

Los graficos ALE/RHALE ayudaron a interpretar el bajo rendimiento de
la posicion relativa en la ladera. La tendencia global mostré una disminucién
suave de la prediccion conforme aumenta el valor inicial de esta variable, aunque
la relacion no fue fuerte ni uniforme. A escala regional, la distancia a la red
de canales modifico el comportamiento del modelo: para valores de posicion
relativa menores o iguales que —0, 02, el aumento de la distancia al canal redujo
suavemente la prediccion, mientras que por encima de ese umbral el efecto tendiod
a estabilizarse. Esto confirma la presencia de relaciones no lineales y dependientes
del contexto espacial. Véase la figura [3]

5. Conclusiones

Este trabajo muestra que la integracion de UAV, aprendizaje automético acele-
rado por GPU, validacion espacial e inteligencia artificial explicable constituye
un marco util para analizar la evolucion de carcavas agricolas tras eventos extre-
mos. CatBoost fue seleccionado por su rendimiento y eficiencia computacional,
mientras que la validacién cruzada espacial permitié evaluar de forma més rea-
lista la capacidad de generalizacién del modelo.

Las variables mejor predichas fueron el nivel base de la red de canales y la
profundidad de valle, confirmando el papel dominante de la estructura de dre-
naje y de la herencia geomorfolégica. En contraste, la posiciéon relativa en la
ladera mostré baja generalizacién, probablemente por su dependencia de proce-
sos locales no incluidos en el modelo. El analisis de sensibilidad evidencié que
la definicion de particiones espaciales influye en la estimacion del rendimien-
to, con mejores resultados para valores intermedios de k. Finalmente, SHAP y
ALE aportaron una interpretaciéon complementaria del comportamiento de los
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Figura 2: Graficos de resumen de SHAP para las cuatro variables geomorfométri-
cas seleccionadas: (a) nivel base de la red de canales, (b) profundidad del valle,
(¢) curvatura de perfil, (d) posicion relativa en la ladera.
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Figura 3: Tendencias de la posicion relativa en la ladera: (a) Tendencia global
de la posicion relativa en la ladera. Tendencia regional: (b) nivel base de la red
de canales con posicién relativa en la ladera mayor que -0,2 y (¢) con posicion
relativa en la ladera menor o igual que -0,2.



modelos, reforzando la necesidad de combinar precision, validaciéon espacial e
interpretabilidad en estudios geomorfologicos de alta resolucion.

Este estudio presenta algunas limitaciones. En primer lugar, el anéalisis se
centra en una tnica carcava agricola y en un evento extremo concreto, por lo
que su generalizacion a otros contextos geomorfologicos, climaticos o de uso del
suelo requiere validacion adicional. Ademas, la caracterizacién temporal se basa
en dos campanas UAV, pre- y post-DANA, lo que permite evaluar el impacto
del evento, pero no la evolucién continua de los procesos erosivos. Finalmen-
te, aunque las variables geomorfométricas derivadas de los modelos digitales de
elevacion representan adecuadamente la estructura topogréfica del terreno, no
se incorporaron otros factores relevantes, como propiedades del suelo, humedad
antecedente, cobertura vegetal o préacticas agricolas, que podrian explicar parte
de la variabilidad observada.

Como linea futura, se plantea ampliar el analisis a miltiples carcavas y even-
tos extremos, incorporando variables edaficas, hidrolégicas y de cobertura del
suelo, asi como series temporales més extensas obtenidas mediante campanas
UAV repetidas, con el fin de mejorar la capacidad de generalizacién y compren-
sién de los procesos erosivos.
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