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Resumen Los avances recientes en aprendizaje profundo han mejorado
notablemente la segmentación semántica 3D, pero la mayoría de mode-
los se han desarrollado y evaluado principalmente en datos de escenas
interiores o terrestres, mientras que su comportamiento en LiDAR aéreo
adquirido en condiciones reales ha sido menos estudiado. Para abordar
esta limitación, este trabajo evalúa varias arquitecturas del estado del ar-
te sobre un conjunto de datos LiDAR aéreo de gran escala adquirido en
condiciones reales en Navarra, España, con escenas urbanas, rurales e in-
dustriales. Se comparan KPConv, RandLA-Net, Superpoint Transformer
y Point Transformer V3 sobre cinco clases habituales en cartografía aérea
como suelo, vegetación baja, vegetación media y alta, edificios y vehícu-
los. Los resultados muestran precisiones globales superiores al 93%. KP-
Conv obtiene la mejor mIoU (78,51%) y el rendimiento más consistente
entre clases, especialmente en categorías difíciles e infrarrepresentadas.
Point Transformer V3 destaca en vehículos (75,11 % de IoU), Superpoint
Transformer logra resultados competitivos con un número menor de pa-
rámetros, y RandLA-Net ofrece eficiencia computacional a cambio de
menor rendimiento global.

Palabras clave: LiDAR aéreo · segmentación semántica · aprendizaje
profundo · nubes de puntos · evaluación experimental

1. Introducción

El LiDAR (Light Detection and Ranging) [22] aéreo es una tecnología clave
para adquirir información tridimensional de la superficie terrestre a gran esca-
la. Los sistemas de escáner láser aerotransportado (Airborne Laser Scanning,
ALS) [24] reconstruyen el terreno, vegetación y estructuras urbanas con alta
precisión geométrica, dando soporte a aplicaciones de monitorización ambien-
tal [28], gestión del territorio [30] y evaluación de infraestructuras [6]. A medida
que aumentan la resolución espacial y la cobertura de estos datos, la segmenta-
ción semántica gana importancia para transformar nubes de puntos sin procesar



en productos geoespaciales interpretables, como Modelos Digitales de Superficie
(DSM) y Modelos Digitales del Terreno (DTM) [15].

El aprendizaje profundo ha impulsado la segmentación semántica 3D durante
la última década, principalmente a partir de experimentos interiores, terrestres
y de conducción autónoma. Tras PointNet [3], arquitecturas basadas en mues-
treo jerárquico [16], convoluciones [20], MLP [10] y transformers [11,18,26,27]
han alcanzado resultados sólidos en conjuntos interiores [1,5] y terrestres [2,9].
Sin embargo, estos escenarios difieren del LiDAR aéreo, que presenta densidades
irregulares, gran escala territorial, fuerte desequilibrio entre clases y variaciones
notables en la escala de los objetos. Por ello, no es evidente trasladar directa-
mente a este dominio las conclusiones obtenidas en otros escenarios 3D.

La segmentación de LiDAR aéreo presenta retos propios frente a escenarios
terrestres o de cartografía urbana. La perspectiva nadiral y los parámetros de
vuelo generan distribuciones de puntos heterogéneas, mientras que la cobertura
geográfica introduce una elevada variabilidad de escenas. Además, suelo, vege-
tación y edificios concentran la mayoría de puntos, y objetos pequeños como
vehículos quedan infrarrepresentados. Estos factores hacen necesaria una eva-
luación específica en condiciones realistas de adquisición, donde el rendimiento
global puede ocultar errores relevantes en clases minoritarias.

Conjuntos como DALES [21] y FRACTAL [7] han ampliado la diversidad geo-
gráfica y semántica del LiDAR aéreo. Aun así, ningún conjunto público combina,
hasta donde sabemos, gran extensión espacial, alta densidad, evaluación amplia
de arquitecturas y diversidad de entornos. En este contexto, resulta relevante
evaluar arquitecturas recientes en datos LiDAR aéreos operativos adquiridos en
condiciones reales de producción.

Para abordar esta limitación, este trabajo evalúa KPConv [20], RandLA-
Net [10], Superpoint Transformer [18] y Point Transformer V3 [26] sobre datos
LiDAR aéreos operativos adquiridos en Navarra, España. La comparación cubre
arquitecturas convolucionales, basadas en MLP y basadas en transformers, y
analiza su robustez en escenas urbanas, rurales e industriales, sin filtrado adicio-
nal y con el desequilibrio natural de las clases. El objetivo no es solo identificar
el mejor modelo en términos globales, sino estudiar cómo cambian sus fortalezas
y debilidades por clase bajo condiciones de adquisición real.

El resto del artículo se organiza como sigue. La Sección 2 revisa el trabajo
relacionado. La Sección 3 describe la configuración experimental, incluyendo
datos, modelos, entrenamiento y métricas. La Sección 4 presenta los resultados
cuantitativos y cualitativos, y la Sección 5 recoge las conclusiones.

2. Trabajo relacionado

La segmentación semántica de nubes de puntos 3D ha avanzado rápidamente
con el desarrollo de arquitecturas de aprendizaje profundo. PointNet [3] esta-
bleció el procesamiento directo de conjuntos de puntos no ordenados, y Point-
Net++ [16] añadió agregación jerárquica para capturar estructura local a dis-
tintas escalas. Después se han explorado enfoques convolucionales, como KP-



Conv [20], PointCNN [13] y PointConv [25]; modelos basados en MLP, como
RandLA-Net [10]; métodos basados en grafos [12,23]; y, más recientemente, trans-
formers [8,18,26,27,34]. Estos paradigmas introducen sesgos inductivos distintos,
por lo que pueden comportarse de manera diferente ante clases pequeñas, fron-
teras de clases o regiones con densidad irregular.

La mayoría de estas arquitecturas se han desarrollado y evaluado en da-
tos interiores o terrestres, como S3DIS [1], ScanNet [5], SemanticKITTI [2] y
Semantic3D [9]. Estos conjuntos difieren del LiDAR aéreo en perspectiva de ad-
quisición, densidad, extensión espacial y distribución de clases. En consecuencia,
una arquitectura que obtiene buenos resultados en interiores o conducción au-
tónoma no tiene por qué mantener el mismo comportamiento en escenas aéreas
extensas, adquiridas desde una perspectiva nadiral y clases muy desequilibradas.

En LiDAR aéreo, el aprendizaje profundo ha recibido atención más reciente-
mente gracias a conjuntos de datos específicos de ALS. ISPRS Vaihingen [19] es-
tandarizó el etiquetado semántico con nueve clases, aunque su cobertura (0,2 km2)
y densidad (6 pts/m2) son limitadas para entrenar modelos modernos a gran
escala. DFC2019 [29] y DublinCity [35] ampliaron cobertura y densidad, res-
pectivamente, pero siguieron limitados en diversidad de escenarios o extensión
geográfica.

DALES [21] supuso un hito, con 10 km2, 500 millones de puntos, 50 pts/m2 y
ocho clases, evaluando arquitecturas como KPConv, PointNet++ y Superpoint
Graphs en escenas urbanas. Otros trabajos se centraron en aspectos concretos:
LASDU [31] en entornos urbanos densos, OpenGF [17] en filtrado de suelo a gran
escala (47 km2), YUTO Semantic [32] en varias misiones urbanas y CENAGIS-
ALS [33] en densidades muy altas (275 pts/m2).

Más recientemente, FRACTAL [7] presentó 250 km2 de paisajes heterogé-
neos, con 9260 millones de puntos etiquetados a 37 pts/m2, aunque evaluó úni-
camente RandLA-Net. ECLAIR [14] aportó 10 km2, 50 pts/m2 y once clases,
pero se centró en arquitecturas basadas en Minkowski [4].

A pesar de estos avances, los conjuntos ALS públicos siguen limitados en
extensión, densidad, diversidad ambiental o variedad de arquitecturas evaluadas.
Muchos trabajos se centran en escenas urbanas o en protocolos muy concretos,
y el desarrollo de modelos basados en transformers ha avanzado más rápido que
su evaluación en LiDAR aéreo. Como resultado, arquitecturas como Superpoint
Transformer [18] y Point Transformer V3 [26] todavía están poco estudiadas en
este dominio, especialmente bajo condiciones operativas y con desequilibrio de
clases.

Este estudio responde a esa necesidad evaluando KPConv, RandLA-Net, Su-
perpoint Transformer y Point Transformer V3 sobre LiDAR aéreo operativo y
escenarios heterogéneos, con especial atención al rendimiento por clase.



3. Configuración experimental

3.1. Datos y preprocesamiento

Los experimentos se realizaron sobre un conjunto de datos LiDAR aéreo
adquirido en condiciones operativas de vuelo en el área de Pamplona en Nava-
rra, España. El conjunto de datos cubre aproximadamente 4 km2 con entornos
urbanos, industriales, rurales y semirrurales (Fig. 1). El área se dividió antes
del teselado en zonas espacialmente disjuntas de entrenamiento (65 %) y prueba
(35 %), con una densidad media aproximada de 50 pts/m2. Cada punto está des-
crito por sus coordenadas (x, y, z), intensidad, RGB, número de retorno, número
total de retornos y el índice de vegetación de diferencia normalizada (NDVI).

El conjunto contiene cinco clases habituales en cartografía aérea: suelo, ve-
getación baja, vegetación media/alta, edificio y vehículo. La Tabla 1 muestra el
fuerte desequilibrio entre clases: vehículo y vegetación baja representan juntas
alrededor del 2% de los puntos etiquetados.

Para el entrenamiento y la evaluación, las nubes originales se dividieron en
teselas solapadas de 50 × 50 m y se normalizaron coordenadas y atributos. En
inferencia, las predicciones solapadas se fusionaron promediando probabilidades
por punto. Esta estrategia mantiene contexto espacial adicional en los bordes de
tesela y actúa como una forma implícita de aumento durante la evaluación.

3.2. Modelos

Se seleccionaron cuatro arquitecturas representativas: KPConv, RandLA-
Net, Superpoint Transformer (SPT) y Point Transformer V3. En conjunto, cu-
bren paradigmas complementarios en el procesamiento de nubes de puntos 3D
y han mostrado un rendimiento sólido en conjuntos públicos, lo que permite
comparar modelos con sesgos geométricos y costes computacionales distintos.
KPConv [20] define convoluciones continuas sobre vecindarios de puntos me-
diante núcleos de puntos. Su diseño permite preservar detalle espacial fino y
modelar superficies locales de forma robusta.
RandLA-Net [10] es un modelo ligero y escalable para nubes de gran escala
que combina muestreo aleatorio y agregación local, reduciendo el consumo de
memoria. Esta eficiencia lo hace especialmente atractivo para escenas extensas,
aunque puede implicar pérdida de detalle local.
Superpoint Transformer (SPT) [18] opera sobre superpuntos geométrica-
mente coherentes y combina agrupamiento espacial con atención para capturar
contexto de largo alcance sin procesar todos los puntos de forma independiente.
Point Transformer V3 (PTv3) [26] serializa las nubes de puntos en secuencias
y aplica atención por parches, evitando vecindades KNN costosas y ampliando
el campo receptivo mediante una formulación más eficiente.

Todos los modelos se implementaron a partir de código público3 y se entrena-
ron bajo un protocolo común para garantizar comparabilidad. Las configuracio-
3 KPConv: https://github.com/torch-points3d/torch-points3d; RandLA-Net:
https://github.com/IGNF/myria3d; SPT: https://github.com/drprojects/
superpoint_transformer; PTv3: https://github.com/Pointcept/Pointcept.



Tabla 1. Puntos etiquetados por clase en millones (M) y porcentaje (%).

Clase Puntos (M) %

Suelo 87,99 62,50
Vegetación baja 1,98 1,41
Vegetación media/alta 22,77 16,17
Edificio 27,09 19,24
Vehículo 0,96 0,68

Total 140,80 100

Figura 1. Distribución geográfica de las escenas LiDAR evaluadas alrededor de Pam-
plona, Navarra, España. Las áreas en verde indican zonas de entrenamiento y las áreas
en rojo representan el conjunto de prueba.

nes siguieron las publicaciones originales, con pequeños ajustes para adaptarlas
a la escala espacial y a la densidad del LiDAR aéreo.

3.3. Protocolo de entrenamiento

Todos los modelos usaron los mismos atributos de entrada y se entrenaron y
evaluaron bajo un protocolo común. El entrenamiento e inferencia se realizaron
en un servidor con GPU NVIDIA RTX 6000 Ada de 48 GB, procesador AMD
EPYC 9454 y 64 GB de RAM. Cada modelo se entrenó tres veces con distintas
semillas aleatorias, y se reporta el rendimiento medio para reducir el efecto de
variaciones en el entrenamiento.

Todos los modelos utilizaron el mismo submuestreo tras la normalización. El
conjunto de prueba se reservó exclusivamente para la evaluación final, sin em-
plearse para ajustar hiperparámetros. Los hiperparámetros principales se fijaron
para cada arquitectura a partir de sus configuraciones originales y se resumen
en la Tabla 2.



Tabla 2. Hiperparámetros de entrenamiento para los modelos evaluados.

Modelo Tamaño del lote Tasa de aprendizaje Épocas

KPConv 10 0,001 20
RandLA-Net 24 0,004 80
SPT 4 0,01 100
PTv3 10 0,002 100

3.4. Métricas de evaluación

El rendimiento se evaluó con métricas estándar de segmentación semántica:
precisión global (Overall Accuracy, OA), intersección sobre unión por clase (IoU)
e IoU medio (mIoU). Estas métricas combinan precisión global y consistencia
por clase, incluyendo categorías dominantes y minoritarias.

El IoU por clase (Ec. 1), el IoU medio (Ec. 2) y la precisión global (Ec. 3) se
definen como:

IoUc =
TPc

TPc + FPc + FNc
(1)

mIoU =
1

Nc

Nc∑
c=1

IoUc (2)

OA =

∑Nc

c=1 TPc∑Nc

c=1(TPc + FNc)
(3)

donde TPc, FPc y FNc denotan el número de puntos verdaderos positivos,
falsos positivos y falsos negativos para la clase c, respectivamente, y Nc es el
número total de clases.

OA resume el acierto global, mientras que mIoU pondera todas las clases por
igual y resulta más informativa con datos desequilibrados. Por ello se reportan
tanto métricas globales como métricas por clase, especialmente relevantes para
categorías infrarrepresentadas.

4. Resultados

Esta sección presenta los resultados cuantitativos y cualitativos de los experi-
mentos. El análisis considera métricas globales, rendimiento por clase y eficiencia
computacional, con especial atención a las diferencias entre categorías dominan-
tes y minoritarias.

4.1. Rendimiento cuantitativo

La Tabla 3 muestra la precisión global, el IoU medio y la IoU por clase de
los modelos evaluados, mientras que la Tabla 4 resume su coste computacional
en términos de número de parámetros, tiempo de entrenamiento y tiempo de



Tabla 3. precisión global, IoU medio e IoU por clase en el conjunto de prueba. Los
mejores valores de cada columna aparecen en negrita.

Método OA mIoU Suelo Veg.
baja

Veg.
med./alta Edificio Vehículo

KPConv 96,16 78,51 95,11 33,61 95,12 93,97 74,76
RandLA-Net 93,39 71,98 91,23 23,61 93,57 82,49 69,02
SPT 95,37 74,27 94,42 20,61 91,20 92,23 72,87
PTv3 95,79 73,56 94,68 11,23 93,10 93,69 75,11

Tabla 4. Eficiencia computacional. Los parámetros se reportan en millones (M) y
los tiempos en minutos (min). El entrenamiento corresponde al protocolo completo
indicado en la Tabla 2, y la inferencia al conjunto de prueba completo.

Modelo Parámetros
(M)

Entrenamiento
(min)

Inferencia
(min)

KPConv 23,26 611 40
RandLA-Net 1,11 307 17
SPT 0,21 513 19
PTv3 46,18 531 14

inferencia. En conjunto, ambas tablas permiten analizar no solo la calidad de la
segmentación, sino también el compromiso entre rendimiento y eficiencia.

Todos los modelos alcanzan una precisión global elevada, entre el 93,39% de
RandLA-Net y el 96,16 % de KPConv, lo que confirma la capacidad general de
las arquitecturas modernas para la segmentación de LiDAR aéreo. Sin embargo,
el IoU medio muestra diferencias más marcadas, de 71,98 % a 78,51 %, lo que
refleja diferencias en la consistencia entre clases.

Esta diferencia entre OA y mIoU es importante en datos operativos. Cuando
una o dos clases concentran la mayor parte de los puntos, pequeñas mejoras en
clases dominantes pueden ocultar fallos persistentes en categorías minoritarias.
Por ello, el análisis por clase no es un complemento secundario, sino una par-
te necesaria para entender la utilidad real de cada arquitectura en productos
geoespaciales.

KPConv obtiene el mejor rendimiento global, con 96,16 % de OA y 78,51%
de mIoU. Lidera cuatro de las cinco clases: suelo, vegetación baja, vegetación
media/alta y edificio. Este comportamiento sugiere una buena capacidad para
preservar detalle geométrico y fronteras locales. No obstante, también implica el
mayor coste: 611 minutos de entrenamiento, 40 de inferencia y 23,26 M paráme-
tros.

RandLA-Net alcanza el menor mIoU (71,98%), aunque mantiene resultados
competitivos en clases dominantes como suelo y vegetación media/alta. Su mues-
treo aleatorio reduce el coste, pero parece perder detalle geométrico en regiones
minoritarias y fronteras, como muestran vegetación baja y edificio. Con 1,11 M
parámetros, presenta el menor tiempo de entrenamiento y el segundo menor
tiempo de inferencia, por lo que sigue siendo una alternativa interesante cuando
prima la eficiencia.



Superpoint Transformer ocupa la segunda posición en mIoU (74,27 %) y
ofrece un buen compromiso entre calidad y eficiencia paramétrica. Su princi-
pal limitación aparece en vegetación baja (20,61 %), donde el agrupamiento en
superpuntos puede fusionar vegetación dispersa con el terreno. Con 0,21 M pa-
rámetros, es la arquitectura más ligera, aunque su rendimiento depende de que
los superpuntos respeten adecuadamente las fronteras semánticas.

Point Transformer V3 logra el mejor resultado en vehículo (75,11 % de IoU),
superando ligeramente a KPConv, lo que confirma el interés de la atención para
objetos pequeños y aislados. En cambio, obtiene el peor valor en vegetación baja
(11,23 %), posiblemente por la dificultad de la serialización ante patrones difusos
y poco densos. Aunque tiene más parámetros (46,18 M), consigue la inferencia
más rápida gracias a su organización por secuencias y parches.

La diferencia más clara aparece entre clases mayoritarias y minoritarias. To-
das las arquitecturas superan el 91 % de IoU en suelo y vegetación media/alta,
pero caen en vegetación baja, con valores entre 11,23% y 33,61 %. Esta clase
representa solo el 1,41 % de los puntos y además tiene una geometría difusa,
próxima al suelo y parcialmente solapada con otras categorías. Vehículo, aunque
es aún menos frecuente (0,68%), alcanza IoU superiores (69,02 %–75,11%) por
su estructura más compacta y distintiva.

4.2. Análisis cualitativo

La Figura 2 muestra una escena de prueba segmentada por las cuatro arqui-
tecturas, junto con la imagen RGB y la referencia. Todos los modelos identifican
las estructuras principales, pero difieren en fronteras, clases minoritarias y re-
giones ambiguas. Estas diferencias permiten interpretar mejor los resultados por
clase de la Tabla 3.

Entre las clases, vegetación baja es la más difícil. Su geometría se solapa
con suelo y vegetación media/alta, formando capas finas y discontinuas. Esto la
hace más ambigua que objetos compactos y geométricamente distintivos como
vehículos, aunque estos también estén muy infrarrepresentados.

KPConv produce la segmentación más coherente: delimita bien cubiertas y
fronteras de vegetación, presenta poca confusión entre clases y clasifica correcta-
mente más puntos de vegetación baja que el resto de modelos. Esta observación
es coherente con su mejor rendimiento medio y con su ventaja en la clase mino-
ritaria más problemática.

RandLA-Net muestra los errores más evidentes: algunas cubiertas planas y
estructuras ambiguas se clasifican erróneamente como suelo, y aparecen pequeñas
predicciones de vehículo sobre edificios o superficies planas. Este comportamiento
refleja la pérdida de detalle local que puede introducir el muestreo aleatorio en
zonas de frontera.

Superpoint Transformer genera máscaras de edificio limpias y, en esta escena,
segmenta bien algunas zonas de vegetación baja. No obstante, en el conjunto
completo su rendimiento en esta clase sigue siendo bajo (20,61 % de IoU), lo que
indica que este comportamiento no se mantiene de forma homogénea. También
identifica correctamente una estructura de edificio compleja que resulta difícil



RGB Referencia

KPConv RandLA-Net SPT PTv3

Figura 2. Ejemplo de escena segmentada por cuatro modelos de aprendizaje
profundo. Arriba se muestran la escena RGB de entrada y las etiquetas semánticas
de referencia. Abajo aparece la misma escena segmentada por KPConv, RandLA-Net,
Superpoint Transformer (SPT) y Point Transformer V3 (PTv3). Colores: suelo (beis),
vegetación baja (verde intenso), vegetación media/alta (verde helecho), edificio (ber-
mellón) y vehículo (magenta).

para otras arquitecturas, mostrando la utilidad de los superpuntos en geometrías
estructuradas.

Point Transformer V3 detecta mejor los vehículos, beneficiándose de su am-
plio campo receptivo y el procesamiento de características mediante atención.
Sin embargo, muestra cierta confusión entre vegetación y edificio en zonas en-
trelazadas y rara vez predice vegetación baja, que tiende a confundirse con suelo.

En conjunto, el análisis cualitativo confirma las diferencias observadas en
precisión en fronteras de clases, predicción de clases minoritarias y preservación
del detalle geométrico.

5. Conclusiones

Este trabajo evalúa KPConv, RandLA-Net, Superpoint Transformer y Point
Transformer V3 sobre nubes de puntos LiDAR aéreas capturadas en condiciones
operativas en Navarra, España, con entornos heterogéneos y fuerte desequilibrio
entre clases. Los experimentos reflejan un escenario práctico de cartografía aérea,
donde las clases no aparecen balanceadas y la densidad de puntos varía de forma
natural.

Todas las arquitecturas alcanzan una precisión global elevada (>93 %), pe-
ro el IoU medio muestra diferencias más claras (71,98 %–78,51 %). Esto ocurre
porque la precisión global está dominada por clases mayoritarias, mientras que
mIoU pondera todas las categorías por igual. KPConv obtiene el mejor rendi-
miento global y destaca en vegetación baja (33,61% de IoU), mientras que Point
Transformer V3 funciona especialmente bien en vehículo (75,11 %). Superpoint



Transformer ofrece resultados competitivos con alta eficiencia en el número de
parámetros, y RandLA-Net reduce el coste computacional a cambio de menor
rendimiento.

Las dificultades con vegetación baja, con IoU entre 11,23% y 33,61%, refle-
jan la ambigüedad geométrica de las regiones próximas al suelo y el impacto
del desequilibrio entre clases en vuelos operativos. Este resultado apunta a la
necesidad de estrategias específicas para clases minoritarias y geométricamente
ambiguas.

En conjunto, esta evaluación aporta evidencia cuantitativa y cualitativa sobre
las capacidades y limitaciones actuales de estos modelos en condiciones de uso
reales. También muestra que la elección de arquitectura no depende solo de mé-
tricas globales como OA o mIoU, sino del equilibrio entre rendimiento por clase
y coste computacional. Como trabajo futuro, se plantea evaluar mejor la con-
sistencia espacial, analizar patrones de error, definir particiones de validación y
explorar estrategias de entrenamiento o arquitectura adaptadas al LiDAR aéreo.
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