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Resumen Esta propuesta doctoral aborda el uso de técnicas de inte-
ligencia artificial para apoyar la evaluacion del riesgo alimentario des-
de una perspectiva computacional, reproducible y alineada con las New
Approach Methodologies (NAMs). La hipotesis central es que el riesgo
asociado a la alimentacion y a los compuestos quimicos presentes en la
cadena alimentaria no debe modelarse tnicamente a partir de una mo-
dalidad de datos aislada, sino mediante representaciones que integren
imagen, estructura quimica, interaccién molecular y exposicion dietéti-
ca. La tesis se articula en torno a tres ejes conectados: el anélisis auto-
matico de alimentos mediante visién artificial y aprendizaje multitarea;
la prediccion de toxicidad aguda, especialmente LD50, mediante arqui-
tecturas profundas multimodales; y la construccién de representaciones
exposicion—molécula—proteina para estudiar senales asociadas al riesgo
dietético y alteraciones colorrectales. Como resultado, la investigacion
propone un marco de inteligencia artificial para priorizacién y apoyo a
la decisién en seguridad alimentaria, con potencial para reducir subje-
tividad en el seguimiento nutricional, orientar nuevos experimentos y
contribuir a la reduccién de experimentaciéon animal.
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1. Motivacion y contexto de la tesis

La evaluacién del riesgo alimentario requiere integrar informacién proceden-
te de dominios muy distintos: composicién nutricional, patrones de consumo,
presencia de contaminantes o compuestos derivados del procesado, toxicidad
quimica e interaccién con sistemas biologicos. Este caracter multidimensional
hace que la inteligencia artificial (IA), y en particular el aprendizaje profundo,



sean herramientas especialmente adecuadas para construir modelos capaces de
extraer patrones a partir de datos heterogéneos.

El plan de investigacion original partia de dos necesidades complementarias.
Por un lado, mejorar el analisis automatico de la dieta mediante imagenes de
comida, reduciendo la subjetividad de los diarios alimentarios manuales y permi-
tiendo estimar tipos de alimentos, cantidades y potenciales valores nutricionales.
Por otro lado, incorporar un moédulo de prediccion de toxicidad, inicialmente cen-
trado en pesticidas y LD50, como apoyo a la seguridad del consumidor y como
via indirecta para reducir la experimentaciéon animal. Esta doble motivacién ha
evolucionado hacia una linea de investigacion méas amplia: el desarrollo de re-
presentaciones computacionales que conecten alimentacién, quimica y biologia
mediante TA.

La relevancia de esta linea se justifica por tres motivos. Primero, las dietas
no saludables y la exposicién a compuestos asociados al procesado alimentario
estan relacionadas con enfermedades cronicas de alta prevalencia [1]. Segundo, la
evaluaciéon experimental de toxicidad sigue dependiendo en buena medida de en-
sayos animales, especialmente en indicadores clasicos como LD50, aunque existen
trabajos previos de prediccion de toxicidad mediante aprendizaje profundo [2].
Tercero, existe una separaciéon metodologica entre los modelos de anélisis dieté-
tico, los modelos de toxicidad quimica y los estudios mecanisticos de interaccién
molecular. La tesis propone conectar estos niveles mediante tres componentes
complementarios: la caracterizacién del consumo y la exposiciéon mediante imé-
genes alimentarias; la caracterizacion del peligro quimico mediante prediccion de
toxicidad aguda; y la integracion de exposicion e interaccion molecular a nivel
de sujeto.

2. Investigaciones previas y trabajos derivados

La investigacion se ha desarrollado progresivamente a través de varios traba-
jos conectados, que constituyen la base experimental y metodolégica de la tesis.
A continuacioén se describen dichos trabajos explicando su aportacion especifica,
su relacion con los objetivos generales y el modo en que cada uno contribuye a
la construccién metodologica de la tesis.

2.1. NADMs para evaluaciéon del riesgo mediante aprendizaje
profundo

El primer trabajo publicado en esta linea fue New approach methodologies
for risk assessment using deep learning [3]. Este articulo, derivado del programa
EU-FORA de Furopean Food Safety Authority (EFSA) y de la colaboracion
con el Consiglio Nazionale delle Ricerche (CNR) de Néapoles, planted el uso
de TA, docking molecular y estructuras 3D de proteinas como base para nuevas
metodologias de evaluacion de riesgo. En dicho trabajo se propuso explotar datos
de toxicidad, como LD50, junto con informacion obtenida de la interaccion entre
compuestos quimicos y proteinas humanas. Este articulo proporciona el marco



conceptual de la tesis: la TA no se plantea como sustituto directo del juicio
experto, sino como herramienta para guiar experimentos, priorizar compuestos
y reducir ensayos innecesarios.

2.2. NutriConv: aprendizaje multitarea para seguimiento dietético

El segundo eje se concreta en el articulo publicado Nutriconv: multitask lear-
ning framework for digital dietary tracking trained on EFSA’s pancake dataset
[4]. NutriConv es una red convolucional ligera disefiada para resolver simultanea-
mente dos tareas a partir de imégenes: clasificacién de alimentos y estimacion
de su peso. Este trabajo actualiza la idea original del plan de investigacion,
centrada en segmentacion de imégenes y clasificaciéon multietiqueta, hacia una
formulacion multitarea directamente evaluable y transferible. El modelo combi-
na clasificacion y regresion mediante una funcion de pérdida hibrida y se entrena
sobre una adaptacion del dataset PANCAKE de EFSA [5], incluyendo maéscaras
de segmentacion generadas con Segment Anything Model (SAM) [6] y validacion
externa con Nutrition5K [7].

2.3. ChenseNetl121: predicciéon multimodal de LD50

El tercer eje corresponde al trabajo Saving mice: ChenseNet121, a new deep
learning architecture for LD50 Toxicity Estimation [8]. En este articulo se propo-
ne ChenseNet121, una arquitectura profunda multimodal basada en DenseNet
para la estimacion de toxicidad aguda. ChenseNet121 integra imégenes mole-
culares 2D, descriptores moleculares derivados de la representacion SMILES,
puntuaciones procedentes del docking y representaciones 3D voxelizadas de com-
plejos proteina-ligando. El modelo se evalia mediante validaciéon cruzada y se
compara con otras arquitecturas basadas en ResNet, Inception y EfficientNet.
Ademés de la regresion directa de LD50, el trabajo introduce una lectura de
cribado conservador mediante un umbral de toxicidad de 2000 mg/kg, relevan-
te para priorizar compuestos y reducir ensayos innecesarios cuando el modelo
identifica sustancias con menor toxicidad aguda estimada segin dicho umbral.

2.4. NutriDock-CRC: exposicion dietética e interaccion molecular

El cuarto eje se desarrolla en NutriDock-CRC: integrating dietary exposure
and docking-derived molecular interaction profiles for colorectal cancer screening
[9]. Este trabajo extiende la tesis desde el nivel de compuesto quimico aislado al
nivel de sujeto. A partir de cuestionarios de frecuencia alimentaria, se estiman
exposiciones individuales a compuestos relacionados con la dieta y el procesado
alimentario. Estos compuestos se vinculan con enzimas CYP relevantes en el
metabolismo de xenobidticos mediante docking molecular, y las interacciones re-
sultantes se agregan en funcion de la exposicion de cada sujeto. La representacion
final combina dieta, propiedades fisico-quimicas e interaccién proteina-ligando
para evaluar senales asociadas a alteraciones colorrectales.



2.5. Docking molecular como motor de datasets

Finalmente, el trabajo Molecular Docking as a Dataset Engine for Chemical
Prediction: From Acute Toxicity Modelling to Diet-Related Cancer Risk Stra-
tification [10] formaliza una idea transversal de la tesis: el docking molecular
no debe entenderse tnicamente como una herramienta de cribado virtual, sino
también como un motor reproducible de generaciéon de conjunto de datos. Esta
perspectiva permite convertir hipétesis bioquimicas, como la selecciéon de protei-
nas, sitios activos o supuestos de flexibilidad, en descriptores estructurados que
pueden fusionarse con imagenes 2D, grafos moleculares, SMILES o variables de
exposicion.

3. Hipoétesis de partida

La tesis se apoya en las siguientes hipotesis:

H1. Las representaciones multimodales que combinan imagenes, estructuras qui-
micas, descriptores fisicoquimicos e informacién de docking contienen una
senal predictiva méas rica que las representaciones unimodales para tareas
de toxicidad y riesgo alimentario.

H2. El docking molecular puede actuar como puente entre estructura quimica
y mecanismo biologico, siempre que sus salidas se interpreten como proxies
computacionales y no como evidencia experimental directa.

H3. El aprendizaje multitarea permite formular de manera mas eficiente pro-
blemas alimentarios en los que varias salidas estan relacionadas, como la
clasificacion de alimentos y la estimacion de cantidades.

H4. La agregacion de interacciones molécula—proteina ponderadas por exposi-
cion dietética puede capturar patrones a nivel de sujeto que no son visibles
cuando la dieta, la quimica y la biologia se analizan por separado.

Como principio transversal, los modelos de IA desarrollados se conciben como
herramientas de priorizacién y apoyo a la decisién, no como sustitutos del juicio
experto ni de la validacion experimental.

4. Objetivos

4.1. Objetivo principal

El objetivo principal de la tesis es disenar, implementar y evaluar metodolo-
gias basadas en inteligencia artificial que integren anélisis de imégenes alimen-
tarias, modelado molecular, datos toxicologicos y datos de exposicién dietética
para apoyar la evaluacion del riesgo alimentario, con especial atenciéon a la pre-
dicciéon de toxicidad, el seguimiento dietético y la reduccion de experimentacion
animal.



4.2. Subobjetivos

O1. Revisar el estado del arte en aprendizaje profundo aplicado al analisis de
imégenes de comida, predicciéon de toxicidad, QSAR, docking molecular y
NAMs.

02. Disenar modelos de vision artificial para seguimiento dietético capaces de
estimar simultaneamente categoria alimentaria y cantidad aproximada de
alimento.

03. Construir y adaptar conjuntos de datos alimentarios con informacién de
imagen, clase, peso, mascaras y validacién externa, priorizando la reprodu-
cibilidad.

04. Generar conjuntos de datos quimicos multimodales que integren descripto-
res moleculares derivados de SMILES, imégenes 2D, afinidades de docking
y representaciones 3D de complejos proteina-ligando.

O5. Disenar arquitecturas profundas multimodales para la estimacién de LD50
y evaluar su utilidad como herramienta de cribado conservador.

06. Explorar el uso de docking molecular como fuente de descriptores mecanis-
ticos para modelos de toxicidad y riesgo dietético.

0O7. Construir representaciones a nivel de sujeto que agreguen exposicion dietéti-
ca, propiedades quimicas e interacciéon con proteinas metabolicas relevantes.

08. Evaluar la utilidad de estas representaciones en escenarios realistas con
conjuntos de datos pequenos, desequilibrio entre clases y objetivos de prio-
rizacion.

09. Integrar los resultados obtenidos en un marco metodolégico reproducible,
interpretable y transferible a futuras tareas de seguridad alimentaria.

5. Metodologia y plan de trabajo

La metodologia de la tesis se organiza en cinco paquetes de trabajo interre-
lacionados, que se describen a continuacién.

5.1. PT1. Revision, contextualizacion y definicién de problemas

Este paquete incluye la revision de literatura sobre analisis automatico de
alimentos, redes convolucionales, aprendizaje multitarea, prediccion de toxici-
dad, docking molecular, QSAR, modelos 3D proteina-ligando y NAMs, toman-
do como referencia trabajos previos en segmentaciéon de imagenes alimentarias
y toxicidad computacional [2] [11].

5.2. PT2. Analisis automatico de dieta mediante imagenes

Este paquete desarrolla modelos de vision artificial para seguimiento dieté-
tico. La metodologia incluye adaptacion del dataset PANCAKE, generacion o
incorporacién de mascaras de segmentacion, diseno de una arquitectura ligera



multitarea, definicién de una funcién de pérdida hibrida para clasificacion y re-
gresion, ajuste del pardmetro de ponderaciéon entre tareas, comparacion frente a
modelos monotarea y validacién externa con un conjunto de datos independiente
para comprobar su capacidad de generalizacion. El resultado principal de este
paquete es NutriConv.

5.3. PT3. Modelado molecular y predicciéon de toxicidad LD50

Este paquete construye el médulo de toxicidad de la tesis. Se parte de com-
puestos quimicos con valores LD50 y se generan varias modalidades de entrada:
imagenes 2D, descriptores SMILES, afinidades de docking y tensores 3D voxe-
lizados derivados de complejos proteina-ligando. Las arquitecturas se evaltan
mediante validacion cruzada, métricas de regresion y analisis de cribado binario.
El resultado principal de este paquete es ChenseNet121, inspirado parcialmente
en trabajos que explotan campos de interaccién 3D y energias moleculares para
prediccion computacional [12], cuya arquitectura se resume en la Fig. 1. La fi-
gura muestra como el modelo integra una rama convolucional 2D para imégenes
moleculares, una rama convolucional 3D para volimenes voxelizados derivados
de docking y una rama densa para descriptores moleculares y afinidad.
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Figura 1. Arquitectura general de ChenseNet121 para prediccion de LD50. El modelo
integra imagenes quimicas 2D, volumenes 3D voxelizados de complejos proteina—ligando
y entradas numeéricas basadas en descriptores moleculares y afinidad de docking. Figura
adaptada de [8].

5.4. PT4. Docking molecular como generador de representaciones

Este paquete define el papel metodolégico del docking molecular dentro de
la tesis. Las proteinas se seleccionan a partir de hipotesis biologicas o toxico-
logicas, habitualmente consultando repositorios estructurales como el Protein



Data Bank [13], mientras que los ligandos pueden obtenerse de bases quimicas
como PubChem [14]. Posteriormente, los ligandos se preparan y estandarizan,
y las simulaciones se ejecutan de forma reproducible mediante herramientas de
docking como AutoDock Vina [15]. Las salidas del docking se transforman en
puntuaciones, mapas de interaccion, tensores voxelizados o restimenes espaciales.
Este paquete proporciona la conexién entre mecanismo molecular y aprendizaje
automatico.

5.5. PT5. Modelado exposicibn—molécula—proteina a nivel de sujeto

Este paquete integra datos dietéticos y moleculares. Las exposiciones indivi-
duales a compuestos relacionados con la dieta se combinan con descriptores de
ligandos e interacciones con proteinas, especialmente enzimas CYP relevantes
en metabolismo de xenobiéticos. La agregaciéon ponderada por exposicién ge-
nera representaciones a nivel de sujeto, evaluadas mediante modelos tabulares,
validacion cruzada, analisis de ablacién y formulaciones de clasificacion multi-
clase o binaria. El resultado principal de este paquete es NutriDock-CRC. El
flujo metodologico completo se resume en la Fig. 2, donde se observa cémo los
datos dietéticos y de cohorte se transforman en bloques de caracteristicas (Diet,
MolAgg, ProtAgg y Combined) para su posterior evaluacion predictiva.

6. Planificaciéon temporal e hitos

La tesis se desarrolla a tiempo parcial desde septiembre de 2022. La planifi-
cacién se interpreta, por tanto, en un horizonte de cinco cursos académicos, con
solapamiento entre revision, desarrollo metodoldgico, experimentaciéon y escritu-
ra, tal como se resume en la Tabla 1.

7. Resultados preliminares y articulos de la tesis

Los resultados obtenidos hasta el momento muestran que la tesis ha evolucio-
nado desde un planteamiento inicial centrado en anélisis de imagenes de comida
hacia una linea integrada de IA para seguridad alimentaria. La Tabla 2 resume
los trabajos principales.

En la linea de toxicidad, ChenseNet121 obtuvo los menores errores entre las
configuraciones profundas evaluadas. Ademas de la regresion directa de LD50,
el andlisis mediante un umbral de 2000 mg/kg permite estudiar su utilidad co-
mo herramienta de priorizacién conservadora. Este uso no pretende sustituir la
validacion experimental, sino apoyar la selecciéon de compuestos para estudios
posteriores y contribuir a reducir ensayos innecesarios.

En la linea de seguimiento dietético, NutriConv demuestra que una arqui-
tectura compacta puede aprender simultaneamente clasificaciéon y estimaciéon de
peso. Aunque la clasificaciéon puede ser inferior a modelos especializados, el enfo-
que multitarea ofrece un compromiso practico entre precision, eficiencia y posible
despliegue en dispositivos mdviles o wearables.
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Figura 2. Flujo general de NutriDock-CRC. La representacién propuesta combina da-
tos de cohorte y exposicion dietética, extraccion de descriptores SMILES, docking mole-
cular frente a cuatro proteinas, simplificacion espacial de los descriptores de interaccion
y construccion de bloques de caracteristicas para clasificacion multiclase y cribado Nor-
mal frente a Alterado. Figura adaptada de [9)].



Tabla 1. Planificaciéon temporal de la tesis doctoral.

Periodo Tareas e hitos principales

2022-2023 Revision del estado del arte; definicion del plan de investiga-
cion; prototipos iniciales en analisis de imagenes alimentarias,
clasificacién, segmentacién y predicciéon de toxicidad.

2023-2024 Desarrollo de la linea NAMs durante el programa EU-FORA;
primeros experimentos con docking, LD50, arquitecturas con-
volucionales y combinacién de descriptores; publicaciéon del ar-
ticulo EFSA Journal.

2024-2025 Desarrollo de NutriConv y consolidacién del eje de seguimiento
dietético; adaptacion de conjunto de datos, aprendizaje mul-
titarea y validaciéon externa; desarrollo avanzado de Chense-
Net121 para prediccién multimodal de LD50.

2025-2026 Desarrollo de NutriDock-CRC; integraciéon de exposiciéon die-
tética, descriptores moleculares y docking con CYP; analisis
de ablacion, evaluaciéon en escenarios desbalanceados e inter-
pretacion de resultados; formalizaciéon del docking como motor
de conjunto de datos.

2026-2027 Integracion final de los resultados; ampliaciéon de validaciones
cuando sea posible; analisis de interpretabilidad; cierre de ma-
nuscritos; redaccion y defensa de la tesis doctoral.

En la linea exposicién—molécula—proteina, NutriDock-CRC relaciona la ex-
posicion dietética individual a compuestos quimicos con informaciéon molecular
y de interaccién proteina—ligando para explorar su utilidad en la priorizacién de
alteraciones colorrectales. El estado de cada sujeto tras un afio de seguimiento se
clasifica como Normal, Polipo o Neoplasia. El problema se formul6 inicialmente
como una tarea de clasificacion multiclase entre estas tres categorias. Sin embar-
go, el reducido niamero de casos de Neoplasia limita la estimacién robusta de las
fronteras de decisiéon. Por ello, se evalué también un escenario binario, Normal
frente a Alterado, donde Alterado agrupa los casos de Polipo y Neoplasia. Esta
reformulacion resulta més coherente con un uso preliminar de priorizacion o cri-
bado, cuyo objetivo no es realizar un diagnoéstico clinico, sino identificar perfiles
con mayor probabilidad de presentar alteraciones. En este contexto, los resul-
tados corregidos muestran que la representacién basada en interacciones protei-
na-ligando ponderadas por exposicion (ProtAgg) contiene una senal predictiva
relevante y obtiene el mejor comportamiento entre los bloques individuales en
las principales métricas sensibles al desequilibrio, mientras que la integraciéon
completa de caracteristicas ofrece una mejora mas modesta y dependiente del
modelo.

8. Relevancia cientifica y transferencia

La relevancia cientifica de la tesis reside en la integracion de niveles que nor-
malmente se estudian por separado. El analisis de iméagenes alimentarias permi-



Publicacion o manus-|Estado Contribucién a la tesis
crito

New approach methodolo-|Publicado en re-|NAMs: marco conceptual para el
gies for risk assessment|vista JCR uso de aprendizaje profundo, doc-
using deep learning [3] king molecular y estructuras 3D en
evaluacién de riesgo, con el objetivo
de orientar la priorizaciéon de com-
puestos y reducir experimentacién

animal.
NutriConv: multitask|Publicado en re-|NutriConv: modelo multitarea lige-
learning  framework for|vista JCR ro para clasificacion de alimentos y
digital dietary tracking estimacion de peso a partir de imé-
trained on EFSA’s panca- genes, dentro del eje de seguimiento
ke dataset [4] dietético automatizado.

Saving  mice:  Chense-|Enviado a revista|ChenseNet121: arquitectura multi-
Net121, a mnew deep|JCR, en revision |modal para estimacién de LD50 me-

learning architecture for diante la combinacién de imégenes
LD50 toxicity estimation 2D, descriptores moleculares, doc-
[8] king y representaciones 3D.
NutriDock-CRC: integra-|Enviado a revista|NutriDock-CRC: pipeline
ting dietary exposure and|JCR, en revision |exposicion—molécula—proteina
docking-derived molecular para integrar dieta individual, des-
interaction profiles for co- criptores moleculares e interacciones
lorectal cancer screening con CYP en un escenario de cribado
[9] colorrectal.

Molecular docking as a|Aceptado en con-|Docking as Dataset Engine: formali-
dataset engine for chemi-|greso nacional |zacion metodologica del docking mo-

cal prediction: from acute lecular como generador reproducible
toxicity modelling to diet- de descriptores para modelos predic-
related cancer risk stratifi- tivos.

cation [10]

Tabla 2. Trabajos que articulan la tesis doctoral.

te estimar qué se consume y en qué cantidad; el modelado molecular permite
caracterizar como determinados compuestos pueden interactuar con proteinas
relevantes; y el aprendizaje automético permite transformar estas fuentes en re-
presentaciones predictivas. La originalidad del trabajo se sitia en la conexion
entre estos niveles, especialmente en el uso del docking como fuente de datos
para modelos de TA y en la agregacion de interacciones moleculares en funcion
de la exposicion dietética individual.

Desde el punto de vista de transferencia, la tesis puede contribuir en tres
direcciones. La primera es el apoyo al seguimiento dietético mediante herra-
mientas automaticas mas objetivas que los diarios manuales. La segunda es la
priorizacion de compuestos quimicos en estudios de toxicidad, reduciendo costes
y ayudando a seleccionar experimentos més informativos. La tercera es la cons-



truccion de modelos de cribado o estratificaciéon de riesgo que puedan orientar
futuras investigaciones en nutriciéon, toxicologia y salud publica.

La tesis mantiene una interpretaciéon prudente de los modelos. Las prediccio-
nes de TA y los scores de docking no se presentan como verdades biolégicas ni
como diagnésticos clinicos, sino como senales computacionales ttiles para prio-
rizar, generar hipotesis y apoyar la toma de decisiones bajo incertidumbre.

9. Limitaciones y trabajo pendiente

Las principales limitaciones actuales son el tamano de los conjuntos de datos,
la heterogeneidad de las fuentes de datos y la necesidad de validacion externa.
En toxicidad, los valores LD50 proceden de fuentes historicas y pueden conte-
ner variabilidad experimental. En docking, las afinidades y poses dependen de
supuestos de preparacion molecular, seleccion de proteinas, definiciéon de cajas 'y
flexibilidad. En NutriDock-CRC, el bajo niimero de casos de neoplasia limita la
robustez de los modelos multiclase. En NutriConv, el tamafio y diversidad del
conjunto de datos condicionan la generalizacién a escenarios reales.

El trabajo pendiente se centrara en reforzar la reproducibilidad, ampliar vali-
daciones, mejorar la interpretabilidad y cerrar la integraciéon narrativa de la tesis.
En particular, se explorarédn anélisis de importancia de variables para identificar
compuestos, proteinas o grupos de descriptores relevantes, asi como estrategias
para presentar los modelos como herramientas de apoyo y no como sistemas
automaticos de decision.

10. Conclusiones

Esta tesis propone un marco de inteligencia artificial para la evaluacién del
riesgo alimentario que combina aprendizaje profundo, visiéon artificial, docking
molecular y modelado de exposicion. Su contribucion principal es construir re-
presentaciones que conecten la alimentacién observada, los compuestos quimicos
implicados y su posible interaccién con proteinas relevantes. Los trabajos de-
sarrollados hasta la fecha muestran que esta integracion es viable y que puede
aportar valor en tres escenarios: seguimiento dietético, prediccion de toxicidad
aguda y priorizaciéon de riesgo dietético. En conjunto, la tesis aspira a contribuir
a una evaluacion del riesgo més reproducible, con mayor fundamento mecanistico
y alineada con la reducciéon de la experimentaciéon animal.
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