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Resumen Las distancias filogenéticas perdidas representan un proble-
ma que puede afectar significativamente a la precisiéon de los métodos
bioinformaéticos de reconstruccion de relaciones evolutivas. Para abordar
dicho problema, este trabajo propone PHYperImpute, un método adap-
tativo de imputacién de distancias filogenéticas basado en la seleccion
automatica de modelos de aprendizaje automéatico. PHYperImpute in-
tegra estrategias especificas para el tratamiento de conjuntos de datos
filogenéticos, comparando distintos modelos candidatos en base a la in-
formacion disponible para adaptar la imputacion a las caracteristicas de
cada conjunto. La propuesta ha sido evaluada frente a otras diez técnicas
de imputacién y tres métodos filogenéticos del estado del arte, utilizan-
do cuatro conjuntos de datos que engloban un total de 320 escenarios
experimentales con distintos tamanos del problema y porcentajes de da-
tos perdidos del 5% al 60 %. Los resultados obtenidos, segiin la métrica
Normalized Robinson-Foulds y el tiempo de ejecucién, demuestran que
PHYperImpute alcanza en tiempos competitivos la mejor precisién glo-
bal en comparacién al resto de técnicas.

Keywords: Filogenética - Imputacién de datos perdidos - Matrices de
distancias - Aprendizaje automatico - Seleccién de modelos.

1. Introduccion

La filogenética es una disciplina de amplio interés en bioinformatica que estu-
dia las relaciones evolutivas entre organismos, genes y especies. Dichas relaciones
se plasman a través de arboles filogenéticos, los cuales representan una herra-
mienta fundamental para comprender la historia evolutiva de la biodiversidad, y
su aplicabilidad se extiende a problemas de gran relevancia, como el andlisis de
las variantes del virus SARS-CoV-2 durante la pandemia de COVID-19 [3]. En
este contexto, disponer de filogenias precisas permite rastrear de manera efectiva
el origen y la propagacién de enfermedades infecciosas.

Entre los diversos enfoques para la inferencia de arboles filogenéticos, los
métodos basados en distancias representan una aproximaciéon ampliamente uti-
lizada, ya que ofrecen un equilibrio razonable entre el coste computacional y la



calidad de los arboles filogenéticos obtenidos [14]. Estos métodos operan sobre
matrices de distancias evolutivas calculadas a partir de secuencias biolégicas ali-
neadas. Sin embargo, la presencia de datos perdidos en dichas secuencias puede
comprometer el calculo de las distancias, dando lugar a matrices de distancias in-
completas que dificultan la aplicacion de los algoritmos de reconstruccion [7,11].

Ante esta problematica, surge el interés en aplicar soluciones basadas en téc-
nicas de aprendizaje automatico [6,9] con el objetivo de imputar valores perdidos
en matrices de distancias filogenéticas. Entre las aproximaciones mas destacadas
aplicadas al contexto filogenético se encuentran los métodos propuestos en [4],
basados en autocodificadores (autoencoders) y factorizacion matricial (matriz
factorization). Otra propuesta alternativa es PhyloMissForest [13], que emplea
random forest como modelo de imputacion. No obstante, estas aproximaciones
previas comparten una limitacién comun: utilizan una tnica técnica de aprendi-
zaje automatico durante todo el proceso de imputacién, la cual puede no resultar
precisa para datasets con distintas caracteristicas o distribuciones numeéricas en
sus distancias. Es por tanto necesario explorar en filogenética estrategias basadas
en enfoques hibridos y adaptativos [2] que permitan abordar esta limitacion.

Este trabajo propone PHYperImpute, un método de imputacion filogenética
adaptativo, basado en el algoritmo HyperImpute [10], que realiza una seleccién
automatica de modelos en funcién de las caracteristicas de la matriz de distan-
cias de entrada. Para afrontar esta tarea, PHYperImpute integra, entre otros,
modelos de imputacién basados en gradient boosting, random forest y regresién
por vectores de soporte como Linear Support Vector Regression (LinearSVR) y
Nu-Support Vector Regression (NuSVR), esto es, modelos que destacan por su
rendimiento en tareas de imputaciéon de datos perdidos [1]. La idea clave reside
en la evaluacién comparativa de los modelos utilizando los datos observados,
imputando las distancias perdidas seleccionando adaptativamente aquel modelo
que mejor se ajuste a la distribucién observada.

El resto de este articulo se organiza de la siguiente manera. La Seccion 2
introduce la definiciéon del problema abordado. La Seccién 3 detalla el método
propuesto PHYperImpute. La Seccién 4 presenta los resultados experimentales
obtenidos y comparativas con otros métodos. Finalmente, la Seccién 5 presenta
conclusiones y lineas de trabajo futuro.

2. Definicién del Problema

Los anélisis filogenéticos estudian los eventos evolutivos que explican la di-
versidad observada en un conjunto de N secuencias biologicas alineadas. Cada
secuencia contiene M caracteres, cuyos estados vienen dados por el alfabeto
IUPAC. Aquellos caracteres de los que se desconoce su estado se denotan con
simbolos especiales, como ‘?’; y pueden inducir datos perdidos.

Los métodos basados en distancias usan medidas de distancia entre secuencias
para realizar la reconstruccion del arbol filogenético. Para calcular distancias, el
primer paso es determinar la disimilitud P,; entre cada par de secuencias a y b,
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Figural. Ejemplo de matriz de distancias con datos perdidos. A la izquierda, las
secuencias alineadas con estados observados y desconocidos (‘?’). A la derecha, la
matriz de distancias, donde las entradas perdidas se denotan como ‘NaN’.

conforme a lo expresado en la Ecuacion 1:

Mops

Z Diff(ai, bz)
P, = izl—, 1
¢ A45M ( )
donde Diff (a;, b;) = 1si a; # b;, y 0 en caso contrario. M,s representa el numero
de caracteres con estados conocidos.
A partir de las disimilitudes, se calculan las distancias D,; aplicando un
factor de correccion como el de Jukes—Cantor [14] de acuerdo a la Ecuacién 2:

3 4
Dab = _Z hl (1 — 3Pab> . (2)

Las distancias resultantes se almacenan en una matriz N x N simétrica,
con diagonal nula. A partir de esta matriz, se pueden aplicar algoritmos como
neighbor-joining [14] para reconstruir la filogenia agrupando iterativamente los
pares de organismos a, b que minimicen el valor de la Ecuacion 3:

Qab = (n—2)Dap = Y _ Dar — ¥ _ Dik, (3)
k=1 k=1

donde n se inicializa con el valor N (ntmero de secuencias) y va decrementandose
en cada iteracion de neighbor-joining a medida que se van agrupando organismos.

En presencia de caracteres desconocidos, las distancias se calculan solo sobre
los estados observados. En el caso extremo, cuando dos secuencias no comparten
ningin caricter conocido, la distancia no puede estimarse y da lugar a una
entrada perdida en la matriz, tal y como se indica en la Ecuaciéon 4:

Perdido siVie€ [l,M]:a; =7 Vb =7,

Matriz[a, b] =
atrizla, b =4 1, SiFic[l,M]:a; # U Ab £ 7.

(4)

La Figura 1 muestra un ejemplo de matriz con distancias perdidas. Este
problema es frecuente en conjuntos de datos del mundo real [7,15] y tiene un
impacto directo en la calidad de los analisis filogenéticos.



3. Descripcion del Método

En esta seccion se describe PHYperImpute, el método propuesto para la
imputacién adaptativa de matrices de distancias filogenéticas incompletas.

3.1. Ideas Basicas

El método PHYperImpute recibe como entrada una matriz de distancias in-
completa M de tamano N x N, donde las entradas perdidas se representan
mediante valores NaN. La idea clave del algoritmo radica en implementar un
proceso iterativo de imputacion (hasta un maximo de Maxyy iteraciones), proce-
sando M por columnas y utilizando la informacién disponible (datos observados)
como referencia para realizar la seleccion de un modelo de imputacion a partir
de un conjunto S de modelos candidatos. El modelo que mejor se adecte a la
distribucién de distancias observadas sera aplicado para realizar la imputacion
de los valores perdidos sobre la columna procesada.

El proceso de imputacién se complementa con una serie de pasos adicionales
para garantizar que la matriz resultante cumple las propiedades de una matriz
de distancias filogenéticas (esto es, distancias positivas y estructura simétrica).
La salida del método vendra dada por la matriz imputada y el arbol filogenético
obtenido a partir de dicha matriz.

El Algoritmo 1 presenta el pseudocodigo de PHYperImpute. Las siguientes
subsecciones explican en mayor detalle el proceso de imputacién disenado.

3.2. Preprocesado de la Matriz

Antes de iniciar la imputacion, se valida y normaliza el formato de la matriz
de distancias M a procesar. Concretamente, el método acepta matrices proce-
dentes de ficheros de entrada bajo el formato PHYLIP [5], el cual establece en la
primera fila del fichero las dimensiones de la matriz. Cada una de las filas restan-
tes denotan las distancias de cada organismo con respecto al resto. Las distancias
observadas se codifican en formato numérico (ntimeros reales) utilizando estruc-
turas matriciales NumPy. En lo que respecta a las distancias perdidas, dado
que estas pueden denotarse bajo diferentes representaciones (‘N’°; ‘) etc.), se
comprueban dichas entradas y se codifican internamente mediante valores NaN
dentro de la estructura matricial.

3.3. Procesado de la Matriz - Imputacién

El proceso de imputacién comienza realizindose una primera estimacién ini-
cial M* consistente en reemplazar en cada columna los valores perdidos por la
media de los valores observados en dicha columna, generando asi una primera
aproximacion de imputacion (linea 1 en el Algoritmo 1). A continuacion, el algo-
ritmo entra en el bucle de imputacion iterativa (lineas 3-14), donde se realizara
la seleccién de modelos y su aplicacién para refinar la estimacion.



Algoritmo 1 Pseudocodigo del método PHYperImpute

Entrada: M: matriz de distancias incompleta, S: modelos de imputaciéon candidatos,
Maxis: nimero maximo de iteraciones.

Salida: M*: matriz de distancias imputada, T: arbol filogenético estimado.

1: M™ < Realizar imputacion inicial por media (M)

2: /* Bisqueda de modelos e imputacion iterativa de datos perdidos */

3: it <+ 0

4: mientras it < Maxys && M* no haya convergido hacer

5:  para cada columna j € M con datos perdidos hacer

6 Datops, Regobs, Datiost, Regiost < Identificar datos y regresores (M, M*, 5)
7 si No se ha detectado patrén hacia un modelo concreto entonces

8: modelo_sel + Seleccionar modelo (S, Datops, Regobs)
9: fin si

10: modelo _sel <+ Ajustar modelo (modelo__sel, Datobs, Regobs)
11: M* + Imputar datos perdidos en j (modelo__sel, Datiost, Regiost)

12:  fin para

13: dt+ait+1

14: fin mientras

15: /* Posprocesado de la matriz y generacion del drbol filogenético */
16: M" < Corregir distancias negativas (M™)

17: M™ «+ Simetrizar matriz de distancias (M)

18: T <« Reconstruir arbol filogenético (M™)

19: devolver M*, T

En cada iteraciéon del bucle se procesa cada columna j con datos perdidos
en la matriz de la siguiente manera. En primer lugar, se identifican para j las
entradas observadas y perdidas, junto con sus regresores (linea 6). Utilizando la
informacion disponible, se realiza la evaluacion y comparacion de los modelos
candidatos del conjunto S, seleccionando aquel que mejor se adapte a la dis-
tribucién de los datos observados (lineas 7-9). En caso de que en las columnas
anteriores se haya identificado un mismo patrén de seleccién de modelo, este
proceso de comparacién puede omitirse para reducir los tiempos de computo,
utilizando el mismo modelo seleccionado en las columnas previas para el proce-
samiento de las columnas restantes de la misma iteracién.

La seleccién de modelos considera un conjunto heterogéneo de aproximacio-
nes candidatas. En concreto, el repertorio de modelos candidatos incluye regre-
sién lineal de minimos cuadrados con regularizacion 12, random forest, gradient
boosting y regresores basados en vectores de soporte en sus vertientes lineales
(LinearSVR) y nu con kernel de base radial (NuSVR). Estos modelos compiten
en el proceso de seleccion, evaludndose el rendimiento predictivo de cada aproxi-
macion sobre los datos observados de la columna activa para identificar aquella
que proporciona un resultado mas satisfactorio, bajo criterios RMSE y R2.

Una vez seleccionado el modelo a utilizar, este se ajusta con los datos dis-
ponibles especificos de la columna y a continuacion se utiliza para imputar los
valores perdidos (lineas 10 y 11). Este proceso se repite hasta haber procesado
todas las columnas con datos perdidos, procediéndose a hacer una nueva ite-



racion del algoritmo hasta que se satisfaga la condicion de parada (alcanzar el
nimero maximo de iteraciones o bien alcanzar convergencia).

3.4. Posprocesado de la Matriz

Tras haber concluido el proceso de imputacién, se lleva a cabo un pospro-
cesado de la solucién para garantizar que la matriz estimada M™* se ajuste a
las caracteristicas propias de una matriz de distancias filogenéticas, comproban-
do posibles valores negativos o asimetria en la matriz. Con este propoésito, se
aplican los dos siguientes pasos. En primer lugar, se corrigen posibles distancias
estimadas negativas reemplazandolas por su valor absoluto (linea 16 en el Algo-
ritmo 1). Tras ello, en un segundo paso se realiza la simetrizacion de la matriz,
calculando la media aritmética de cada par de entradas (¢,7) y (j,), esto es,
M*[i, j] = M*[j,4] = (M*[i, j] + M*[4,4])/2 (linea 17).

Como tarea final, se emplea la matriz resultante M* para realizar la inferencia
del arbol filogenético T asociado, aplicando con este propdsito el método de
reconstruccion neighbor-joining (linea 18). Se devuelve la matriz completa e
imputada M* junto con la filogenia T en la salida del método (linea 19).

4. Resultados Experimentales

En esta seccion se presenta la evaluaciéon de PHYperImpute, detallando las
condiciones experimentales, conjuntos de datos, métricas y resultados obtenidos.

4.1. Configuracion Experimental

Los experimentos se han llevado a cabo sobre un sistema con procesador
AMD Ryzen 5 3600 a 3.6 GHz y 16 GB de memoria RAM, bajo el sistema
operativo Windows 10 Profesional (10.0.19045 N/D Compilacion 19045). El
software empleado incluye Python 3.11.9, junto con las librerias NumPy 1.26.4,
pandas 2.3.3, scikit-learn 1.8.0, natsort 8.4.0, BioPython 1.86 y ETE3 3.1.3.

PHYperImpute se ha comparado con otros métodos de imputacion inclui-
dos en el framework HyperImpute [10]: MIWAE, MIRACLE, GAIN, Sinkhorn,
EM, SoftImpute, MICE y HyperImpute. Junto con estos ocho, se han realizado
comparativas con las dos aproximaciones base de nuestro conjunto de modelos
candidatos que presentaron mejor rendimiento individual, LinearSVR y NuSVR.

En estos métodos de referencia, se emplearon sus configuraciones paramétri-
cas por defecto al no observarse desviaciones significativas con respecto a otras
configuraciones, salvo en el caso de LinearSVR que precisé establecer un nimero
méximo de iteraciones de 3000. Por su parte, la configuraciéon de nuestro méto-
do PHYperImpute adopt6é también los pardmetros por defecto de sus modelos
candidatos (salvo en el caso de LinearSVR, donde se aplic6 la misma condi-
cion de 3000 iteraciones). El numero de iteraciones del bucle de imputacion de
PHYperImpute fue establecido a un maximo de Max;;=2, al encontrarse que
esta configuraciéon proporcionaba un equilibrio adecuado entre la calidad de la
imputacién efectuada y el tiempo de ejecuciéon requerido.



4.2. Conjuntos de Datos

En nuestros experimentos, se han utilizado cuatro conjuntos de datos filoge-
néticos con matrices de diferentes dimensiones, procedentes de la literatura [4,13]:

= 9 X 9: matrices procedentes de 9 secuencias de baculovirus. Incluye un total
de 120 instancias del problema con porcentajes de datos perdidos del 5 % al
60 %.

= 40 x 40: matrices procedentes de 40 secuencias sintéticas de nucleétidos.
Incluye un total de 60 instancias del problema con porcentajes de datos
perdidos del 5% al 60 %.

= 55 X 55: matrices procedentes de 55 secuencias del gen rbcL. Incluye un total
de 120 instancias del problema con porcentajes de datos perdidos del 5% al
60 %.

= 201 x 201: matrices procedentes de 201 secuencias sintéticas de nucleétidos.
Incluye un total de 20 instancias del problema con porcentajes de datos
perdidos del 5% al 20 %.

En suma, se han empleado un total de 320 instancias del problema (matrices)
diferentes para la evaluacion experimental de la propuesta.

4.3. Meétricas de Evaluacion

Se han utilizado dos métricas para evaluar el comportamiento de PHYperIm-
pute en comparacién al resto de métodos de imputacion. La primera de ellas es
el Normalized Robinson-Foulds (NRF) [14], una métrica que permite cuantificar
la calidad de la imputacién midiendo la distancia topoldgica normalizada entre
el arbol filogenético reconstruido a partir de la matriz imputada y el arbol filo-
genético verdad de cada conjunto de datos. Valores mas bajos de NRF indican
mayor similitud topolégica entre ambos arboles y, por tanto, una imputacién
més satisfactoria. La segunda métrica considerada es el tiempo de ejecucion en
segundos de cada método, en linea con recomendaciones recientes para la eva-
luacion comparativa de imputadores [9].

La métrica NRF resulta especialmente adecuada en este contexto porque eva-
lua directamente el impacto de la imputacién sobre el objetivo final del proceso,
la reconstruccién de la filogenia. En contraste a métricas puramente numéricas
como el error cuadrético medio, que se limita a medir la diferencia entre valores
imputados y verdaderos, el NRF cuantifica la precisién topolégica del arbol filo-
genético resultante. Dada su importancia, el NRF constituye la métrica primaria
de evaluacion en este estudio desde una perspectiva biolégica.

Por otra parte, el tiempo de ejecuciéon representa una métrica adicional de
interés practico. En el ambito de los anélisis filogenéticos, los flujos de trabajo a
menudo involucran tareas computacionales costosas, por lo que la inclusién de
métodos de imputaciéon con tiempos de ejecuciéon excesivos puede limitar la apli-
cabilidad practica de las soluciones propuestas. Por ello, se empleara el tiempo
de ejecucién como una métrica complementaria al NRF, teniendo en cuenta que
la precisién de la inferencia filogenética prevalece sobre el coste computacional
cuando ambos aspectos se encuentran dentro de rangos razonables.



4.4. Analisis de Resultados

La Tabla 1 presenta los valores medios de NRF obtenidos por cada método
en los cuatro conjuntos de datos evaluados, ordenados de mejor a peor segin su
media global. PHYperImpute alcanza el mejor resultado medio global, con un
NRF de 0,260, lo que lo sitia como el método que presenta el comportamiento
mas satisfactorio en términos generales. Su calidad resulta especialmente desta-
cable en el conjunto de datos con matrices de mayores dimensiones, 201 x 201,
donde obtiene el mejor NRF (0,132) de la comparativa. Este resultado da cuenta
de la capacidad de PHYperImpute para adaptarse a escenarios de imputacién
complejos que involucren grandes tamanos de matriz.

Cabe senialar que, si bien métodos individuales como NuSVR o LinearSVR
obtienen resultados competitivos en conjuntos de datos especificos, estos pre-
sentan una notable variabilidad de un escenario a otro. Por ejemplo, NuSVR
alcanza un NRF de 0,218 en el conjunto de datos 40 x 40, pero la calidad de su
imputacion se degrada considerablemente en el caso de 55 x 55 (NRF de 0,692).
De forma similar, LinearSVR obtiene un buen resultado en 55 x 55 (0,220) pero
es menos competitivo en 40 x 40 (0,350). PHYperImpute, por el contrario, consi-
gue mantener una calidad de imputacién més consistente en todos los escenarios
evaluados, justificando asi la relevancia de la aproximacién adaptativa.

Con respecto al método de referencia HyperImpute, nuestra propuesta PHY-
perlmpute consigue ir un paso mas all4, mejorando los resultados en todos los
conjuntos de datos considerados. Asi, se consigue una reduccién en la media
global de NRF de 0,315 a 0,260. Los métodos restantes (Sinkhorn, SoftImpute,
GAIN, MICE, MIWAE, EM y MIRACLE) dan lugar a peores resultados.

Tabla 1. Valores medios de NRF por conjunto de datos y media global. El mejor
resultado por columna se indica en negrita. Los métodos se ordenan de menor (mejor)
a mayor (peor) media global.

Método 9% 9 40 x 40 55 x 55 201 x 201[Media global
PHYperImpute| 0,371 0,282 0,253 0,132 0,260
LinearSVR  |0,376 0,350 0,220 0,191 0,284
HyperImpute |0,415 0,294 0,356 0,194 0,315
NuSVR 0,361 0,218 0,692 0,161 0,358
Sinkhorn 0,464 0,358 0,484 0,246 0,388
SoftTmpute  |0,546 0,402 0,417 0,255 0,405
GAIN 0,490 0,617 0,803 0,283 0,548
MICE 0,499 0,558 0,763 0,396 0,554
MIWAE 0,574 0,654 0,771 0,561 0,640
EM 0,488 0,764 0,869 0,773 0,723
MIRACLE 0,854 0,840 0,969 0,832 0,874

La Tabla 2 presenta los tiempos medios de ejecucién observados para cada
conjunto de datos. PHYperImpute registra un tiempo medio de 14,95 segundos,
un resultado razonable de acuerdo a los costes computacionales frecuentemente



observados en los analisis filogenéticos. En comparacién con los otros métodos,
PHYperImpute requiere tiempos medios notablemente inferiores a los de EM
(163,70 segundos), MICE (117,51 segundos) y LinearSVR ejecutado de forma
aislada (77,29 segundos). Ademéas, PHYperImpute también resulta significativa-
mente més rapido que HyperImpute (34,58 segundos). Los métodos con tiempos
més reducidos, como NuSVR (3,46 segundos) o GAIN (5,04 segundos), no al-
canzan la consistencia o precision demostrada por PHYperImpute, como se ha
indicado previamente. Por tanto, podemos concluir que PHYperImpute ofrece
un buen equilibrio entre calidad de imputacién y tiempo computacional.

Tabla 2. Tiempos medios de ejecuciéon (en segundos) por conjunto de datos. El mejor
resultado por columna se indica en negrita. Se remarcan en color los métodos que
obtuvieron mejor calidad de imputacién segin NRF.

Método 9 x 940 x 40 55 x 55 201 x 201|Media global
PHYperImpute| 1,12 1,18 2,23 55,29 14,95
LinearSVR 0,04 2,05 4,19 302,87 77,29
HyperImpute [13,35 14,65 85,02 25,29 34,58
NuSVR 0,06 0,41 0,58 12,78 3,46
Sinkhorn 8,40 11,47 9,10 15,19 11,04
SoftImpute 2,69 445 4,80 14,45 6,57
GAIN 2,69 3,08 3,36 11,01 5,04
MICE 2,18 11,58 19,44 436,85 117,51
MIWAE 1,49 3,02 3,19 31,11 9,71
EM 0,60 12,86 26,64 614,68 163,70
MIRACLE 3,32 12,99 17,75 75,51 27,39

4.5. Comparativa con el Estado del Arte

Ademaés de la comparacién con los métodos de imputacion generalistas, es
importante contrastar la calidad de la imputaciéon de PHYperImpute con la
obtenida por otras propuestas del estado del arte especificamente diseniadas para
la imputacion filogenética. A continuacién, se presenta una comparativa con tres
métodos de referencia en el problema: las aproximaciones basadas en autoencoder
y matriz factorization de [4] y PhyloMissForest [13].

La Tabla 3 presenta la comparativa de NRF medios entre PHYperImpute
y los métodos del estado del arte. En el caso de PhyloMissForest, se conside-
ran las dos variantes de configuracion reportadas por sus autores (sin y con
bootstrap) [13]. Para calcular la media global, los casos “N/A” visualizados en
la Tabla 3 para los métodos competidores se contabilizan con valor 1, ya que
representan ejecuciones que no consiguieron alcanzar una solucién valida.

PHYperImpute obtiene el mejor resultado medio de NRF en tres de los cua-
tro conjuntos de datos evaluados (40 x 40, 55 x 55 y 201 x 201), alcanzando
la mejor media global de la comparativa. Caso por caso, para el conjunto de



Tabla 3. Comparativa con el estado del arte: valores medios de NRF por conjun-
to de datos y media global. El mejor resultado por columna se indica en negrita.
PhyloMissForest-nb y PhyloMissForest-b hacen referencia, respectivamente, a las con-
figuraciones de ese método sin bootstrap y con bootstrap. “N/A” indica que el método
correspondiente no consiguié una solucién valida, implicando un valor de NRF = 1.

Método 9 x 9 40 x 40 55 x 55 201 x 201|Media global
PHYperlmpute 0,371 0,282 0,253 0,132 0,260
Autoencoder 0,483 0,432 0,541 0,402 0,465
Matrix factorization| 0,445 0,333 0,414 N/A 0,548
PhyloMissForest-nb [ 0,356 0,330 0,355 0,325 0,342
PhyloMissForest-b [0,348 0,347 0,305  N/A 0,500

datos mas pequeno, 9 x 9, PHYperImpute obtiene un NRF de 0,371, superando
al autoencoder (0,483) y a matriz factorization (0,445), pero quedando por de-
tras de la media de PhyloMissForest (0,348-0,356). No obstante, PHYperlmpute
verifica para este conjunto de datos un comportamiento méas satisfactorio que
PhyloMissForest en instancias con porcentajes elevados de datos perdidos. Por
ejemplo, en las matrices 9x9 con 50 % de datos perdidos, PHYperImpute alcanzo
un NRF medio de 0,420, mejorando los valores conseguidos por PhyloMissForest
en dichas matrices (0,513 sin bootstrap y 0,500 con bootstrap).

En el conjunto de datos 40 x 40, PHYperImpute (0,282) mejora en tér-
mino medio a todos los competidores, incluyendo PhyloMissForest sin bootstrap
(0,330) y con bootstrap (0,347). Similarmente, en el conjunto 55 x 55, PHYperIm-
pute consolida su ventaja con un NRF de 0,253, representando la aproximacién
mas satisfactoria. Es digno senalar que, para las matrices 55 x 55, las soluciones
generadas por PHYperImpute mejoraron los resultados del resto de métodos en
todos los porcentajes considerados de datos perdidos.

Finalmente, el conjunto de datos 201 x 201 constituye el escenario donde
las diferencias son mas pronunciadas. PHYperImpute alcanza un NRF medio
de 0,132, mejorando al autoencoder (0,402) y a PhyloMissForest sin bootstrap
(0,325) por margenes amplios. Los otros dos métodos, matriz factorization y
PhyloMissForest con bootstrap, no pudieron completar su ejecucién en una ven-
tana temporal de 24 horas, lo que da cuenta de los problemas de escalabilidad de
estos métodos al procesar matrices méas complejas. PHYperImpute, por el contra-
rio, completa las imputaciones asociadas a este escenario en un tiempo medio de
55,29 segundos, superando pues las limitaciones temporales de los competidores.

De acuerdo a los resultados obtenidos, se puede concluir que la estrategia
adaptativa implementada en PHYperImpute representa una aproximacion pro-
metedora para resolver el problema de la imputacién filogenética, mejorando en
distintos escenarios la precisién de las estimaciones en comparacién a otros mé-
todos del estado del arte. Ademas, los tiempos reducidos de PHYperImpute, que
completa sus imputaciones en segundos frente a aproximaciones que pueden re-
querir horas [13], lo posicionan como una herramienta con interés practico para
su integracion dentro de los flujos de trabajo usados en filogenética computacio-
nal.



5. Conclusiones y Trabajo Futuro

En este trabajo se ha propuesto PHYperImpute, un método de imputacion
adaptativa de matrices de distancias filogenéticas incompletas basado en la selec-
cion automatica de modelos de aprendizaje automatico. PHYperImpute afronta
el proceso de imputaciéon mediante una aproximacion iterativa donde se verifica
el comportamiento de un conjunto de modelos candidatos en base a los datos
observados, seleccionando la técnica que mejor se adeciie a la informacién dis-
ponible para afrontar la imputaciéon y refinamiento de los datos perdidos en
cada columna de la matriz. Entre los modelos soportados se incluyen técnicas
de minimos cuadrados, random forest, gradient boosting y regresores basados en
vectores de soporte.

Los resultados experimentales, obtenidos a partir de cuatro conjuntos de da-
tos que engloban un total de 320 matrices con dimensiones y porcentajes de
datos perdidos diferentes, mostraron que PHYperImpute representa una aproxi-
macién robusta para abordar el problema. Utilizando NRF como medida de la
calidad de la imputacién, la propuesta alcanzé la mejor media global en com-
paraciéon a otros diez métodos de imputacién, presentando un comportamiento
consistente y afrontando exitosamente la resolucion del conjunto de datos de ma-
yores dimensiones. En cuanto a los tiempos de ejecuciéon, PHYperImpute registrd
un tiempo medio de ejecucién de aproximadamente 15 segundos, ofreciendo un
equilibrio adecuado entre calidad de imputacién y coste temporal. Finalmente,
las comparativas con métodos del estado del arte especificamente disefiados para
imputacién filogenética confirmaron la bondad de la propuesta, observandose un
aumento en las mejoras obtenidas a medida que se incrementaba el tamafo de
las instancias del problema consideradas.

Como lineas de investigacién futuras, se plantea la integracién de estrate-
gias de computacion paralela para acelerar el proceso de selecciéon de modelos.
Una segunda linea de trabajo consiste en afrontar la adaptacion del método
para procesar conjuntos de datos de naturaleza heterogénea, que combinen in-
formacion procedente de distintos niveles bioldgicos (morfolégicos, nucledtidos,
aminoéacidos, etc.) [8,12]. Asimismo, resulta de interés investigar la aplicabilidad
del enfoque propuesto a otros dominios de la bioinformética donde la imputacién
de datos perdidos constituya un reto significativo.
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