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Resumen

El gran impulso de las nuevas tecnologías
hace que la World Wide Web sea actualmente
una de las fuentes de información más impor-
tantes en el momento. Dentro del campo de
la minería de uso web, que analiza la infor-
mación de la WWW, se aplican diferentes ti-
pos de técnicas. En nuestra aproximación se
procesa la base de datos MSNBC mediante
una técnica evolutiva capaz de extraer cono-
cimiento de interés sobre el uso de la web y
expresarlo en forma de reglas difusas de des-
cripción de subgrupos. Los resultados obte-
nidos en esta primera aproximación se carac-
terizan por la obtención de reglas que cubren
la mayoría de los ejemplos con alto nivel de
relevancia y con�anza.
Palabras Clave: Minería de Uso Web, Pa-
trones Frecuentes, MSNBC, Descubrimiento
de Subgrupos, Sistemas Evolutivos Difusos.

1 Introducción

El uso de las nuevas tecnologías y la explosión de infor-
mación que ha surgido a raíz de la World Wide Web,
provoca que sea una de las fuentes de datos más impor-
tantes que existen en la actualidad. Por este motivo se
ha convertido en una de las áreas de investigación más
importantes dentro del descubrimiento de información
en grandes bases de datos.
En minería web se distinguen tres dominios de extrac-
ción de conocimiento de acuerdo con la naturaleza de
los datos [6][31]: minería de contenido web que se cen-
tra en la extracción de conocimiento del contenido de
los documentos o de sus descripciones, minería de es-
tructura web que intenta descubrir conocimiento a par-

tir de la forma en que se enlazan (o se incluyen) unos
documentos con otros y la minería de uso web que ob-
tiene el conocimiento de los �cheros de registro de los
servidores.
En este trabajo nos centraremos en el dominio de la
minería de uso web, aplicando una técnica de minería
de datos descriptiva como el descubrimiento de sub-
grupos. Nuestra implementación utiliza técnicas de
computación �exible, como los algoritmos evolutivos
[16][18] y la lógica difusa [43][44], que facilitan la inter-
pretación por los expertos del conocimiento extraído
y mejoran los resultados obtenidos por los algoritmos
clásicos en resolución de bases de datos con una alta
dimensionalidad. Aplicaremos esta técnica sobre la
base de datos del MSNBC Anonymous Web Data, que
es una base de datos que se caracteriza por su alta di-
mensionalidad y que describe las páginas visitadas por
los usuarios que accedieron a la web del MSNBC1 el
28 de septiembre del 1999.
El artículo se organiza de la siguiente forma: En la
sección 2 se de�nen los aspectos más importantes de
la minería de uso web. En la sección 3 se introduce
el problema que pretendemos resolver, en la sección 4
se de�ne el descubrimiento de subgrupos, a continua-
ción en la sección 5 se describe la aproximación del
algoritmo SDIGA. En la sección 6 se encuentra la ex-
perimentación llevada a cabo sobre la base de datos
MSNBC Anonymous Web Data. Para concluir, en la
sección 7 se detallan las conclusiones y posibles traba-
jos futuros a realizar.

2 Minería de uso web

La minería de uso web extrae conocimiento de datos
de utilización de la web o web logs. Un web log es una
lista de datos de referencias de páginas. En estos logs
se pueden examinar, desde una perspectiva del cliente
o desde una perspectiva de servidor (la más destacada

1http://www.msnbc.msn.com
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de ellas es la del lado del servidor), las páginas aloja-
das en cada uno de los sitios, en la que el proceso de
minería de uso web descubre información sobre el uso
y el acceso que los usuarios hacen del sitio.
La minería de uso web es una de las áreas de investiga-
ción que más desarrollo está teniendo en la actualidad
para descubrir conocimiento oculto dentro de la Web
[38], y consta de tres fases distintas y separadas que
identi�camos de forma secuencial: Preparación de los
datos, Minería de datos y Evaluación e Interpretación.
La actividad más habitual llevada a cabo dentro de la
minería de uso web es la mejora del diseño del sitio,
aunque según Facca y Lanzi [11], los �cheros web log
se pueden aplicar para mejorar en distintas áreas de
aplicación de la minería de uso web. Para la resolución
de estos problemas se pueden aplicar distintos tipos de
técnicas de minería de datos. Estas áreas y técnicas
son las siguientes:

• Personalización, en la que analizando la secuen-
cia de páginas a las que accede un usuario se pue-
den desarrollar un per�l sobre el mismo. Den-
tro de este área se pueden encontrar entre otras,
una técnica de fuzzy clustering que obtiene per-
�les de usuario y los usa para generar una web
de interés para el usuario automáticamente [21],
una técnica de reglas de asociación, donde el so-
porte su ajusta automáticamente [29], o también,
una técnica basada en la agregación de per�les
de usuario, con clustering y reglas de asociación
[34]. Entre otras técnicas relacionadas con la ló-
gica difusa también se pueden encontrar distin-
tos trabajos como por ejemplo el de Delgado[9],
que mediante reglas de asociación difusas intenta
obtener el comportamiento de los usuarios en la
web, o trabajos como [32] que trata los per�les
de usuario en la Web. En [33] se puede encontrar
una revisión de las técnicas utilizadas dentro de
este campo.

• Caching, donde se estudian técnicas de clasi�ca-
ción para saber qué páginas visitará el usuario y
cargarlas con anterioridad. Dentro de este área
se puede encontrar un modelo de predicción para
mejorar los sistemas de Internet basados en técni-
cas de reglas de asociación y clasi�cadores [26],
además de predicción de caching basada en n-
gram que es un algoritmo de reglas de asociación
basado en la �losofía GSDF [42], entre otras.

• Diseño, donde se estudia la calidad y efecitividad
global de las páginas del sitio, Podemos encontrar
una técnica para descubrir patrones de secuencias
y clasi�cadores para mejorar el diseño de un sitio
web [5], técnicas mediante clasi�cadores para ob-
tener un sistema web adaptativo para facilitar los

accesos de los usuarios [12], técnicas que miden
la calidad de navegación, del servicio o de la pá-
gina mediante técnicas de patrones de secuencia
[39], o, técnicas que se basan en el backtracking de
los usuarios para descubrir comportamiento para
el diseño, buscando patrones de secuencia en las
páginas [40].

• e-comercio, donde podemos encontrar entre otras,
una técnica de clustering para medir las relacio-
nes secuenciales en las páginas web, basándose en
lógica difusa y algoritmos genéticos [17].

Considerando el problema que pretendemos resolver,
donde se procesa la base de datos del MSNBC, que
describe las páginas visitadas por los usuarios que ac-
cedieron a la web el 28 de septiembre del 1999, se apli-
cará la técnica de descubrimiento de subgrupos para
obtener reglas que sean capaces de mostrar a los exper-
tos los patrones de navegación para este sitio más re-
levantes dentro de la base de datos. El descubrimiento
de subgrupos es una técnica de inducción descriptiva,
cuya aplicación dentro del campo de la minería de uso
web es novedosa y hasta el momento desconocida den-
tro de este área de aplicación.

3 Problema a resolver

El problema que se pretende resolver consiste en la
extracción de patrones frecuentes en la base de datos
MSNBC Anonymous Web Data, disponible en el re-
positorio UCI2 [2]. Esta base de datos, obtenida de
los �cheros log de los servidores del portal MSNBC y
preprocesada y almacenada como un conjunto de se-
siones de usuario, describe las páginas visitadas por
los usuarios que accedieron a la web del MSNBC el 28
de septiembre del 1999. Las características principales
de esta base de datos se pueden observar en la tabla 1.

Tabla 1: Características principales de MSNBC
Información Relevante

Número de usuarios 989818
Número medio de visitas por usuario 5,7
Longitud mínima de peticiones por sesión 1
Longitud máxima de peticiones por sesión 500
Número de URLs por categoría 10 a 5000

La base de datos MSNBC, consiste en un conjunto
de datos de longitud variable con información sobre
989818 usuarios, donde para cada usuario se almacena
la información de una sesión, es decir, las páginas vi-
sitadas por el usuario en un periodo de 24 horas, por
orden de petición. En esta base de datos, cada una

2http://www.ics.uci.edu/∼mlearn/MLRepository.html
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de las páginas se asocia a una categoría (cat) a la que
se asigna un código (cód); así la categoría frontpage
se codi�ca con el número 1, la categoría news con el
número 2 y así sucesivamente hasta las 17 categorías
existentes, tal y como muestra la tabla 2. Dentro de
cada categoría, de las 17 que hay, se pueden encon-
trar asociadas un número de páginas web que pueden
oscilar entre 10 y 5000, y el número de peticiones rea-
lizadas por un usuario en una sesión, pueden ir desde
1 como mínimo hasta 500 como máximo, es decir, una
sesión puede tener un tamaño que oscila entre 1 y 500.

Tabla 2: Códigos para las categorías del MSNBC
cat cód cat cód cat cód

frontpage 1 misc 7 summary 13
news 2 weather 8 bbs 14
tech 3 health 9 travel 15
local 4 living 10 msn-news 16

opinion 5 business 11 msn-sports 17
on-air 6 sports 12

Una de las ventajas de usar la base de datos MSNBC,
es la gran difusión que tiene dentro de la literatura
actual con la aplicación de distintas técnicas para la
resolución de problemas de minería de uso web, como
por ejemplo:

• Búsqueda de secuencias de patrones mediante el
algoritmo FS-Miner [10] que aplica técnicas de re-
glas de asociación para la aplicación de caching y
pre-fetching sobre los web logs.

• Descubrimiento de órdenes parciales en las se-
cuencias de las sesiones de usuario mediante es-
tructuras [15].

• Búsqueda de patrones frecuentes [19][20] que pre-
senta tres algoritmos capaces de obtener patrones,
secuencias y representaciones grá�cas, respectiva-
mente.

• Técnicas de rough clustering hierarchy de datos
secuenciales [25].

• Hiperenlaces adaptativos mediante las secuencias
de acceso [30] que es una aproximación mediante
teoría de grafos para mejorar la navegación.

• Técnicas de clustering basadas en medidas de pro-
babilidad para la obtención de resultados [35].

• Descubrir patrones para describir el comporta-
miento de los usuarios mediante técnicas de clus-
tering [37].

Como el objetivo es la obtención de patrones frecuen-
tes mediante reglas interpretables tras la aplicación de

descubrimiento de subgrupos, ha sido necesario rea-
lizar una preparación de los datos, para convertir la
base de datos de longitud variable a una base de datos
con tamaño �jo. De esta forma obtenemos un con-
junto de datos de 17 variables (categorías) y 989818
usuarios (sesiones), donde cada categoría almacena el
número de peticiones realizadas por el usuario para
cada sesión.
El descubrimiento de subgrupos tiene la �nalidad de
obtener subgrupos de la población, donde dando el
conjunto de datos y una propiedad de esos datos en la
que el usuario esté interesado se buscan subgrupos que
sean interesantes para el usuario en el sentido de que
tengan una distribución estadística inusual respecto a
la propiedad resaltada por el usuario. Esta �losofía
se puede asemejar en cierto modo a la extracción de
patrones frecuentes, tal y como se puede observar en
los trabajos de Iváncsy [19][20]. En estos trabajos, se
obtienen patrones frecuentes partiendo de unos deter-
minados niveles de umbral y con�anza, consiguiendo
así los mejores patrones dentro de la base de datos.
Por contra, en nuestra aproximación se obtienen reglas
basándose exclusivamente en un umbral de soporte, el
cual detallaremos más adelante.
Como se detalla en la sección 5, la aproximación se
basa en técnicas de soft-computing para la resolución
del problema. Dentro de este campo, SDIGA utiliza
las técnicas de lógica difusa y algoritmos genéticos.
Mediante estas técnicas se obtiene un procesamiento
más �exible para la obtención de resultados, ya que
permiten tratar los problemas asemejándose más a los
problemas que existen en la realidad. Tal y como se
puede observar en [36], las técnicas de soft-computing
aplicadas a los problemas de minería web para el re-
conocimiento de patrones son muy relevantes. No solo
la lógica difusa y los algoritmos genéticos, sino tam-
bién técnicas como las redes neuronales o los conjuntos
rugosos [1].

4 Descubrimiento de Subgrupos

Las técnicas de descubrimiento de subgrupos generan
modelos basados en reglas cuya �nalidad es descrip-
tiva, empleando una perspectiva predictiva para obte-
nerlos [28]. Las reglas utilizadas en la tarea de des-
cubrimiento de subgrupos tienen la forma Cond →
Clase, donde la propiedad de interés para el descubri-
miento de subgrupos es el valor de la Clase que aparece
en el consecuente de la regla [13][27] y el antecedente
es una conjunción de variables (parejas atributo-valor)
seleccionadas entre las variables del conjunto de datos.
El concepto de descubrimiento de subgrupos fue for-
mulado inicialmente por Klösgen [23] y Wrobel [41],
como �dado un conjunto de datos y una propiedad de
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esos datos que sea de interés para el usuario, buscar
subgrupos que sean de mayor interés para el usuario�.
En este sentido, se dice que un subgrupo es interesante
cuando tiene una distribución estadística inusual res-
pecto a la propiedad en la que estamos interesados.
El objetivo es descubrir propiedades características de
subgrupos construyendo reglas individuales sencillas
(con una estructura comprensible y con pocas varia-
bles), altamente signi�cativas y con soporte alto (que
cubran muchas instancias de la clase objetivo).
Entre los distintos modelos más interesantes que obtie-
nen descripciones de subgrupos representados de dife-
rentes formas, tenemos: AprioriSD [22], el cual adopta
un algoritmo de aprendizaje de reglas de asociación
al descubrimiento de subgrupos; CN2-SD [28], cuyo
propósito es inducir subgrupos en forma de reglas uti-
lizando como medida de calidad la relación entre el
ratio de verdaderos positivos y el ratio de falsos posi-
tivos; y SD-MAP [3], que es un algoritmo exhaustivo
de extracción de reglas de descubrimiento de subgru-
pos basado en el algoritmo FP-Growth de reglas de
asociación.
Para llevar a cabo una tarea de descubrimiento de sub-
grupos, es necesario de�nir cuatro elementos funda-
mentales [4]:

• El tipo de variable objetivo. Puede ser binaria,
nominal o numérica. Dependiendo del número de
variable objetivo son posibles diferentes cuestio-
nes analíticas.

• El lenguaje de descripción que especi�que los in-
dividuos de la población de referencia que perte-
necen al subgrupo.

• La función de calidad que mide el interés de los
subgrupos. Se han propuesto gran variedad de
funciones de calidad [14][24][23]. Las funciones de
calidad aplicables en cada caso vienen determina-
das por el tipo de variable ojetivo y el problema
analítico.

• La estrategia de búsqueda. Este aspecto es muy
importante, puesto que el espacio de búsqueda
crece exponencialmente con el número de posi-
bles expresiones que pueden formar parte de una
descripción de un subgrupo.

Uno de los aspectos más importantes de cualquier en-
foque de inducción de reglas que describan subgrupos
es la elección de las medidas de calidad a utilizar, tanto
para seleccionar las reglas, como para valorar los re-
sultados obtenidos en el proceso.

5 SDIGA: Subgroup Discovery
Iterative Genetic Algorithm

El algoritmo SDIGA es un modelo evolutivo para la
extracción de reglas difusas para la tarea de descubri-
miento de subgrupos. En [8] puede encontrarse una
descripción detallada del mismo.
Este algoritmo puede trabajar con reglas difusas o ní-
tidas y con distintas estructuras de regla dependiendo
del problema que deseemos resolver (DNF o canóni-
cas). En este trabajo utilizaremos reglas difusas ca-
nónicas en las que el antecedente está compuesto por
una conjunción de pares variable-valor.
El modelo evolutivo propuesto sigue el enfoque IRL,
en el que el que cada cromosoma representa una regla,
la solución del AG es el mejor individuo, y la solu-
ción global está formada por los mejores individuos
de una serie de ejecuciones sucesivas [7]. Así, el nú-
cleo de SDIGA es un AG que utiliza una etapa de
post-procesamiento basada en una búsqueda local que
incrementa la generalidad de la regla obtenida. Este
AG híbrido se incluye en un proceso iterativo para la
extracción de un conjunto de reglas difusas de descrip-
ción de subgrupos soportado por zonas distintas del
espacio de búsqueda, que extrae reglas mientras se cu-
bran nuevos ejemplos y las reglas generadas superen el
umbral de con�anza. Este proceso iterativo permite la
extracción de reglas diferentes en sucesivas ejecuciones
del algoritmo.
La función de adaptación (�tness) se calcula de
acuerdo a la ecuación 1, en la que se utilizan el so-
porte (Sopc) como medida de generalidad, la con�anza
(Conf) como medida de precisión y el interés (Int) de
la regla como medida de novedad. Las variables ω1, ω2

y ω3 son los pesos asignados a cada una de las medidas.

fitness(c) =
ω1 × Sopc(c) + ω2 × Conf(c) + ω3 × Int(c)

ω1 + ω2 + ω3

(1)

Tal y como se puede ver en [8], estas medidas se de�nen
de la siguiente forma:

• Soporte: Es una medida del grado de cobertura
que la regla ofrece a los ejemplos de la clase. Para
promover la obtención de diferentes reglas en su-
cesivas ejecuciones del algoritmo, en su cálculo
solo se consideran los ejemplos no cubiertos por
las reglas previamente generadas.

• Con�anza: La con�anza de una regla es una me-
dida estándar que determina la frecuencia relativa
de los ejemplos que satisfacen tanto el antecedente
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como el consecuente de una regla entre aquellos
que satisfacen sólo el antecedente.

• Interés: Para el cálculo del interés, en la prác-
tica es adecuado utilizar criterios objetivos como
medidas que permitan seleccionar reglas poten-
cialmente interesantes y criterios subjetivos para
que el usuario �nal determine reglas realmente in-
teresantes.

La lógica difusa mejora la interpretabilidad de las re-
glas extraídas debido a la utilización de una represen-
tación del conocimiento más cercana al experto, per-
mitiendo además la utilización de variables numéricas
sin necesidad de realizar una discretización previa. Los
conjuntos difusos que de�nen las etiquetas lingüísti-
cas se de�nen mediante las correspondientes funciones
de pertenencia especi�cadas por el usuario o de�nidas
mediante una partición uniforme si no está disponible
el conocimiento del experto. Como se puede observar
en la �gura 1, se utilizan particiones uniformes con
funciones de pertenencia triangulares (en este caso en
concreto con 5 etiquetas).

Figura 1: Conjunto difuso utilizado por SDIGA para
5 etiquetas

6 Experimentación realizada

La experimentación se ha llevado a cabo sobre la base
de datos MSNBC. Considerando que en los algoritmos
de descubrimiento de subgrupos hay que indicar cuál
es el atributo objetivo, se necesitaría realizar un estu-
dio para cada una de las categorías de la base de datos
(como la variable objetivo tiene 17 valores posibles, ha-
bría que realizar una experimentación para cada uno
de éstos, obteniendo una base de datos distinta para
cada categoría). Sin embargo, en la literatura actual
podemos encontrar distintos estudios realizados sobre
MSNBC [19], que indican como categorías relevantes
para la extracción de patrones frecuentes las catego-
rías frontpage, news y on-air. Por esta razón, se ha
realizado la experimentación sólo sobre estas tres ca-
tegorías.
El objetivo principal que se pretende para esta primera
aproximación de aplicación de descubrimiento de sub-
grupos en el área de la minería de uso web es obtener

un conjunto de patrones de MSNBC para cada una de
las categorías seleccionadas como variable objetivo y
descubrir conocimiento sobre ellas.
Debido al gran tamaño de la base de datos (989818
sesiones descritas mediante 17 variables), es necesario
realizar una reducción de instancias para reducir el
tiempo de procesamiento y almacenamiento. En la
literatura actual se pueden encontrar distintas técnicas
de reducción de instancias aplicadas a la base de datos
MSNBC [10][20][25]. En esta experimentación, hemos
aplicado una selección de instancias aleatoria del 10%
sobre la base de datos, obteniendo una nueva base de
datos con 98982 usuarios.
Se ha realizado una 5-Validación Cruzada, generán-
dose cinco pares distintos de entrenamiento y prueba
con un 20% de patrones para el entrenamiento y un
80% para el conjunto de prueba. Las particiones se
han realizado en esta proporción ya que debido al gran
tamaño de la base de datos, el porcentaje de entrena-
miento es su�ciente para que el modelo generado sea
capaz de describir información a partir del conjunto de
prueba.
Se ha desarrollado una experimentación sobre estas
bases de ejemplos con los algoritmos clásicos de des-
cubrimiento de subgrupos, Apriori-SD [22] y CN2-SD
[28], pero no se obtienen resultados para poder realizar
una comparación con SDIGA, ya que la necesidad de
aplicar una discretización sobre la base de datos para
el procesamiento de éstos, produce una gran pérdida
de información que provoca la obtención de reglas va-
cías. Este problema no se presenta con SDIGA, puesto
que no necesita discretización.
Dado el carácter no determinista de SDIGA, se han
realizado tres ejecuciones independientes para cada
uno de estos pares de conjuntos entrenamiento-prueba
y los resultados mostrados en la tabla 3 son la media de
los resultados. Como parámetros de la experimenta-
ción de SDIGA, se ha utilizado un umbral de con�anza
del 80%, un tamaño de la población del AG de 100,
un máximo de 10000 evaluaciones de individuos para
el AG, y una distribución de pesos de 0.4, 0.3 y 0.1
para el soporte, con�anza e interés, respectivamente.
Para realizar la experimentación, se ha realizado la
comparación de resultados considerando distinto nú-
mero de etiquetas para los conjuntos difusos. De esta
forma tenemos los algoritmos SDIGA-3, SDIGA-5 y
SDIGA-7, que utilizan 3,5 y 7 etiquetas respectiva-
mente para la descripción de las variables continuas.
Los resultados se pueden observar en la tabla 3, donde
Objetivo es la categoría utilizada como variable obje-
tivo, Alg es el nombre del Algoritmo utilizado, NReg
es el número de reglas obtenidas por el algoritmo,
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Tabla 3: Resultados obtenidos de los experimentos realizados.
Objetivo Alg NReg Var Sopc(%) Conf(%) Int Rel

frontpage
SDIGA-3 2 2 92.90 50.59 1.02 153.80
SDIGA-5 3 2 95.09 50.59 1.00 128.90
SDIGA-7 2 2 94.01 50.29 1.00 135.23

news
SDIGA-3 2 2 99.13 64.52 1.04 582.93
SDIGA-5 3.13 2.01 99.17 64.74 1.03 402.85
SDIGA-7 2 2 98.70 64.17 1.03 326.48

on-air
SDIGA-3 2 2 90.18 50.17 1.02 120.21
SDIGA-5 3 2 86.26 50.09 1.02 183.06
SDIGA-7 2 2 87.75 50.53 1.01 226.37

V ar es el número de variables que contiene cada re-
gla, Sopc, Conf e Int son el Soporte, la Con�anza y
el Interés, y Rel es la relevancia, medida muy utili-
zada en tareas de descubrimiento de subgrupos que se
calcula en términos de su razón de verosimilitud (like-
lihood ratio) normalizada con la razón de verosimilitud
del umbral de relevancia (99%).
Analizando los resultados obtenidos de la experimen-
tación, se puede observar que el número de etiquetas
con el que se obtiene mejores resultados depende de la
categoría a estudiar. Así, para las categorías frontpage
y news son mejores los conjuntos de 5 etiquetas, mien-
tras que para la categoría on-air se obtienen mejores
resultados con el conjunto de 7 etiquetas.
Se obtienen conjuntos con pocas reglas, con reglas sen-
cillas interpretables, por el uso de reglas difusas lin-
güísticas, y en todos los casos con valores de soporte
y con�anza muy similares. Son reglas que abarcan
casi la totalidad del conjunto de ejemplos pero con
una con�anza ligeramente baja. Además, en el caso
de las clases o grupos on-air y frontpage son más di-
fíciles de representar de forma precisa con el conjunto
de instancias seleccionadas y el método de selección de
instancias aleatorio utilizado.

7 Conclusiones y Trabajos futuros

Se ha presentado una primera aproximación a la apli-
cación de un algoritmo de descubrimiento de subgru-
pos con reglas difusas para un problema de minería de
uso web. Hasta donde conocemos, no se han aplicado
algoritmos de descubrimiento de subgrupos con lógica
difusa a este problema. Las aproximaciones más cerca-
nas son [17][21], que se centran en técnicas de agrupa-
miento difuso. Los resultados obtenidos muestran que
es posible extraer conocimiento descriptivo en este tipo
de problemas pero que es necesario hacer un análisis
detallado del preprocesamiento, es decir de la selección
de instancias.

En este trabajo se ha utilizado un método de selección
de instancias aleatorio con una reducción muy impor-
tante (90% por la dimensionalidad de la base de datos
original). Es conveniente estudiar el efecto de otros
métodos de selección de instancias y la in�uencia del
sesgo del mismo en el método posterior. La integra-
ción de un método de selección de instancias dentro del
propio método de minería de datos, podría dar buenos
resultados.
Como trabajos futuros se pretende realizar un com-
pleto estudio estadístico sobre técnicas de preprocesa-
miento para esta base de datos. El objetivo es por un
lado, demostrar que es posible realizar una selección
de instancias sobre MSNBC perdiendo la mínima in-
formación posible, y por otro, realizar un análisis de
la in�uencia del método de preprocesamiento utilizado
en el conocimiento extraído tras aplicar un método de
minería de datos descriptiva posterior.
Además, se pretende obtener mediante descubrimiento
de subgrupos las secuencias que existen en la base de
datos, intentando ir más allá de la mera extracción de
patrones frecuentes e indicando las secuencias que los
usuarios realizan para llegar a una categoría objetivo.
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