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Resumen A dia de hoy, existe un incremento exponencial de los datos
que hace necesario buscar nuevas metodologias y técnicas que sean ca-
paces de analizar gran cantidad de informacién. Este concepto se conoce
como Big Data y se divide en cuatro dimensiones: volumen, velocidad,
variedad y veracidad. En esta contribucién se presenta una versién para
tratamiento de datos masivos del algoritmo de descubrimiento de sub-
grupos, NMEEF-SD, bajo el paradigma MapReduce. Este nuevo enfoque
permite analizar gran cantidad de informacién de una forma maés rédpida
y eficiente. Ademads, se incluye un estudio experimental sobre la base de
datos Census para mostrar las bondades del enfoque introducido.
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1. Introduccion

El desarrollo que las tecnologias para la generacién y transmisién de informa-
cién que las tecnologias de la informacién ha experimentado en los ultimos anos
ha provocado un crecimiento exponencial de los datos obtenidos en multitud de
campos como fisica, meteorologia, bioinformatica, etc. De hecho, se considera
que a partir de 2012 cada dia se crean més de 2,5 trillones de bytes de datos!.

El concepto Big Data [20] abarca una coleccién de conjuntos de datos cu-
yo tamano y complejidad desafian los sistemas de gestién de bases de datos
estandar y la aplicacion de técnicas de extraccién de conocimiento. En un prin-
cipio se consideraba que el conocimiento obtenido al analizar un mayor conjunto
de datos permitiria realizar analisis mas precisos de los resultados. Sin embargo,
los algoritmos estandar de minerfa de datos no son capaces de hacer frente a
estos enormes conjuntos de datos [15]. De esta manera, los algoritmos deben de
volver a disenarse y adaptarse teniendo en cuenta las soluciones que estan siendo
utilizadas para analizar grandes volimenes de datos [10].

! http://www-01.ibm.com /software/data/bigdata/
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El descubrimiento de subgrupos es una técnica de mineria de datos para
describir problemas mediante reglas descriptivas obtenidas mediante aprendi-
zaje supervisado [13,17]; es decir, obtener reglas que describan los datos para
una variable objetivo. Hasta este momento, el descubrimiento de subgrupos no
ha sido analizado con grandes conjuntos de datos utilizando las tecnologias de
tratamiento masivo de datos aportadas por la comunidad.

En este trabajo, se presenta una adaptacién del algoritmo NMEEF-SD [3]
bajo el paradigma MapReduce [7] implementado mediante SPARK [19], orga-
nizandose en las siguientes secciones. En la Seccién 2 se presentan las principa-
les propiedades del paradigma MapReduce, en la Seccién 3, se puede observar
la definicién y principales propiedades del descubrimiento de subgrupos, asi co-
mo un resumen del algoritmo NMEEF-SD, y en la Seccién 4 se puede observar
el estudio experimental realizado. Para finalizar se presentan las conclusiones
obtenidas en el trabajo junto con los trabajos futuros.

2. Big Data y el paradigma MapReduce

El gran avance producido en el campo de las tecnologias de la informacién
ha conllevado a las organizaciones y empresas a nuevos desafios en el analisis
de grandes cantidades de informacién, y de ahi surge el concepto Big Data apli-
cado fundamentalmente a informacién que no puede ser procesada o analizada
mediante técnicas cldsicas [16]. Big Data se suele describir mediante el modelo
de las 4 Vs? més importantes dentro de este campo:

= Volumen o cantidad de informacién que se necesita analizar.

= Velocidad con la que deberian ser analizados los datos y devolver resultados.
= Variedad de fuentes datos que se pueden analizar.

= Veracidad e integridad de los datos.

La propuesta mas extendida para afrontar este tipo de problemas es el pa-
radigma MapReduce [7] propuesto por dos desarrolladores de Google, Dean and
Ghemawat, y se puede observar en la Fig. 1. Tal y como se puede ver en este
imagen, el paradigma se centra en dos funciones fundamentales:

= Funciéon Map: El nodo maestro del clister realiza una segmentacién del con-
junto de datos de entrada en bloques independientes y los distribuye a los
nodos de trabajo. A continuacién, el nodo de trabajo procesa el problema
maés pequeno, y pasa la respuesta de nuevo a su nodo principal. E1 Map
utiliza el concepto de par clave-valor como entrada y emite un conjunto
intermedio de pares clave-valor como salida. Antes de ejecutar la funcién
Reduce, el paradigma agrupa todos los valores intermedios asociados con la
misma clave y los transforma para acelerar el célculo en la funcién Reduce.

= Funcién Reduce: El nodo maestro recoge todos los mapas y los combina de
alguna manera para formar el producto final. Considerando los pares clave-
valor, esta funcién acepta la clave intermedia proporcionada y genera como
resultado final el correspondiente par de clave y valor.
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Map Shuffle Reduce

Figura 1. Representacién del paradigma MapReduce

Este paradigma ha sido ampliamente utilizado bajo Apache Hadoop [16], un
software de codigo abierto escrito en Java basado en un sistema de almacena-
miento distribuido denominado HDFS (Hadoop Distributed File System). Sin
embargo, Hadoop no es lo suficientemente eficiente con algoritmos iterativos,
principalmente por la sobrecarga en el arranque de los procesos. De hecho, se
han realizado muchos esfuerzos para mejorar este problema de sobrecarga. En-
tre las soluciones aportadas por la comunidad destaca SPARK [19] que mejora
respecto a Hadoop cuando se utilizan soluciones iterativas, conservando la es-
calabilidad y tolerancia a fallos de MapReduce. El concepto fundamental de la
mejora de SPARK se centra en el uso de los conjuntos de datos distribuidos re-
silientes (RDD). Estas estructuras permiten controlar el particionamiento de los
datos con tolerancia a fallos. SPARK se desarroll en la Universidad de Berkeley
AMPLab y se utiliza para ejecutar aplicaciones a gran escala, como el filtrado
de spam y la prediccién del trafico. Spark permite trabajar en Java, Python,
R y Scala, pero debido a que SPARK estd desarrollado fundamentalmente en
Scala se recomienda la utilizacién de dicho lenguaje para aprovechar mejor sus
caracteristicas.

3. Descubrimiento de subgrupos

El descubrimiento de subgrupos es un tipo de induccién descriptiva que pre-
tende generar modelos basados en reglas cuya finalidad es descriptiva, empleando
una perspectiva predictiva para obtenerlos [12,6]. Se trata por tanto de una tarea
con objetivos basicamente descriptivos que incluye caracteristicas de la induccién
predictiva. Este concepto se define como [18]:

2 http://www-01.ibm.com/software/data/bigdata/
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En descubrimiento de subgrupos, asumimos una poblacion de individuos
dada (objetos, clientes, ...) y una propiedad de estos individuos en la
que estemos interesados. La tarea del descubrimiento de subgrupos es
entonces descubrir los subgrupos de la poblacion que son estadisticamente
“mds interesantes”; es decir, individuos que sean tan grandes como sea
posible y tengan una distribucion estadistica los mds atipica posible, con
respecto a la propiedad de interés.

Asi, una regla (R), que consiste de una descripcién de un subgrupo inducido,

puede ser definida formalmente como [14]:

R:Cond — VarObj

donde VarObj es el valor de la variable de interés o variable objetivo para la
tarea de descubrimiento de subgrupos (puede aparecer ademds en la bibliografia
especifica como Clase), y Cond es comunmente una conjuncién de funciones (pa-

res

atributo-valor) que es capaz de describir una distribucién estadistica inusual

con respecto a la variable objetivo.

Existen diferentes elementos a especificar en el diseno de un algoritmo de

descubrimiento de subgrupos [1], donde uno de los méas destacados son las me-
didas de calidad utilizadas para el proceso de busqueda y/o evaluacién de los
algoritmos. A continuacion, se detallan las medidas de calidad maés utilizadas en
la literatura y en este trabajo:

Atipicidad: Esta medida se describe como el balance entre la cobertura de
la regla y la ganancia de precisién [14]. Se puede calcular como:

Atip(R) =

n(Cond) ns

n(Cond) <n(VarObj -Cond) n(VarObj)) (1)

ns

donde ng es el numero de ejemplos, n(Cond) es el nimero de ejemplos que
satisfacen la condicién de la regla, n(VarObj - Cond) es el niimero de ejem-
plos que satisfacen la condiciéon y ademds pertenecen al valor de la variable
objetivo en la regla y n(VarObj) son todos los ejemplos del valor de la
variable objetivo.

Sensibilidad: Esta medida mide la proporciéon de ejemplos correctamente
descritos [13]. Se puede calcular como:

_ n(VarObj - Cond)
Sens(R) = n(VarOby)

(2)

Esta medida de calidad se utiliza ara evaluar la calidad de los subgrupos en el
espacio ROC (Receiver Operating Characteristic). La medida de sensibilidad
combina la precisiéon y generalidad generada para un valor de la variable
objetivo.
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= Confianza difusa: Determina la frecuencia relativa de los ejemplos que satis-
facen tanto el antecedente como el consecuente de una regla entre aquellos
que satisfacen sélo el antecedente [9]. Se calcula como:

5 APC(E*,R)
EkeE/Ek€VarObj (3)
S~ APC(E*,R)

EkeE

CnfD(R) =

donde APC es el grado de compatibilidad entre un ejemplo y el antecedente
de una regla difusa.

Dentro del descubrimiento de subgrupos, el algoritmo NMEEF-SD [3] es uno
de los més conocidos y se ha aplicado de forma exitosa en distintos problemas
reales de bioinformdtica [2], e-learning [4], o minerfa de uso web [5]. Este al-
goritmo estd basado en un enfoque evolutivo difuso [11] que pretende obtener
subgrupos difusos generales y precisos. Para ello, el algoritmo incorpora com-
ponentes para potenciar estas caracteristicas con operadores de inicializacion y
mutacién sesgada y reinicializacion basada en cobertura. El algoritmo evolutivo
es multi-objetivo y permite la seleccién de distintas medidas de calidad como
objetivos, aunque la combinacién de Atipicidad (Ec. 1) y Sensibilidad (Ec. 2)
obtiene los mejores resultados tal y como se puede observar en [3].

El funcionamiento de NMEEF-SD estd basado en el algoritmo NSGA-II [8]
incorporando como eje fundamental la reinicializacién basada en cobertura. En
una etapa inicial el algoritmo inicializa una poblacién con parte de los individuos
sesgados a un nimero maximo de variables y la otra parte de forma completa-
mente aleatoria. A continuacién mediante distintos operadores genéticos de se-
leccion, cruce multipunto y mutacién sesgada se genera una nueva poblacién que
es unida a la anterior. Es en este momento cuando se aplica la ordenacién me-
diante frentes de dominancia, de forma que el primer frente es el frente de Pareto
(individuos no dominados), el segundo frente son los individuos dominados tini-
camente por un individuo, el tercero los dominados por dos, y asi sucesivamente.
Estos frentes van incorporandose de forma ordenada en la poblacién principal
de la siguiente generacién hasta completarla. Si tras un nimero determinado de
evaluaciones el frente de Pareto cubre siempre los mismos ejemplos del conjunto
de datos, es decir, si el frente de Pareto no evoluciona durante un periodo del
proceso evolutivo, se aplica la reinicializacién basada en cobertura cuyo objeti-
vo es crear nuevos individuos en la poblacién que cubran ejemplos no cubiertos
hasta el momento por el Pareto. Este operador aporta al algoritmo una mayor
diversidad en las soluciones obtenidas.

La adaptaciéon del algoritmo al paradigma MapReduce se ha llevado a cabo
mediante una nueva implementacién utilizando el lenguaje Scala debido a que es
el lenguaje que mejor aprovecha las virtudes de Spark de cara al procesamiento en
paralelo de los datos puesto que es el lenguaje principal utilizado en el desarrollo
de Spark.

La parte fundamental del nuevo modelo se centra en las funciones asociadas
al paradigma MapReduce:
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= Map. En un primer paso, el algoritmo distribuye los datos de entrada en tan-
tas particiones como se indiquen. Posteriormente, el algoritmo procesa cada
una de esas particiones de forma independiente para, finalmente, devolver
los resultados obtenidos, es decir, en esta etapa se obtiene un conjunto de
reglas asociado a la particién correspondiente. Es importante destacar que
para aprovechar al méximo el procesamiento en paralelo mediante SPARK
se permite realizar tantas divisiones del conjunto de datos como COREs
formen el sistema distribuido.

Reduce. El algoritmo recoge todas las reglas obtenidas en cada map y las
unifica en un dnico conjunto de reglas. Posteriormente, realiza un analisis de
las reglas con respecto al conjunto completo de los datos y elimina aquellas
que estan repetidas y reduciendo de forma sustancial el conjunto inicial de
reglas. Por definicién, el descubrimiento de subgrupos busca conocimiento
parcial en el conjunto de datos en vez de modelos completos y de ahi la
decision tomada sobre la funcién Reduce en esta primera aproximacion.

Es importante destacar que el algoritmo permite al usuario definir, de forma
previa a la ejecucion, el nimero de particiones en las que se van a dividir los
datos, es decir, el nimero de conjuntos de datos que seran procesados en paralelo.
Tal y como se ha indicado anteriormente, el nimero de particiones seleccionado
debe ser menor o igual que el nimero de COREs total del sistema distribuido
para aprovechar las ventajas del procesamiento en paralelo.

4. Estudio experimental

En este trabajo se presenta un estudio preliminar para demostrar la capaci-
dad del nuevo enfoque NMEEFSD-BigData para trabajar con grandes conjuntos
de datos frente al algoritmo NMEEF-SD. Para ello, se trabaja con el conjunto
de datos Census disponible en el repositorio UCI KDD?. Este conjunto de datos
contiene datos demograficos y variables relacionadas con el empleo de un censo
de 1994 y 1995 llevado a cabo por la US Census Bureau. El conjunto de datos esta
compuesto por 199,523 instancias y unos 40 atributos, como por ejemplo, edad,
educacién, sexo, capital, pais de nacimiento del padre y de la madre, semanas
trabajadas al afno, etc.

Para ejecutar tanto la versién cldsica como la de BigData del algoritmo
NMEEF-SD, se han utilizado los pardmetros indicados en la Tabla 1. Ademsds,
para la ejecucién en el sistema distribuido SPARK se han considerado las si-
guientes propiedades y parametros indicados en la Tabla 2.

A continuacién, en la Tabla 3 se detallan los promedios de los resultados
obtenidos por los algoritmos (Alg.), en los distintos conjuntos de datos analizados
(BD) con las particiones (Part.) utilizadas para el paradigma MapReduce. Las
medidas de calidad analizadas son el nimero de reglas (Reglas), el nimero de
variables en el antecedente (Vars), Atipicidad (Atip), Sensibilidad (Sens) y la
Confianza (Conf). Ademas, se incluye el tiempo (T'(seg.)) que se ha tardado en

3 https://kdd.ics.uci.edu/
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Tabla 1. Parametros de los algoritmos empleados en el estudio experimental

Algoritmo Parametros

NMEEFSD Nimero de etiquetas lingiiisticas=3, maximo nimero de evaluacio-
nes=10000, tamaifio de la poblacién=51, porcentaje de cruce=60 %,
porcentaje de mutacion=10%, objetivos=atipicidad y sensibilidad,
minima confianza=60 %.

Tabla 2. Propiedades y pardmetros considerados en el sistema distribuido SPARK

Propiedad Propésito Valor

Nodos Indica el nimero maximo de nodos que tiene el servidor dis- 14
tribuido

Cores Nimero méximo de ntcleos por cada nodo 24

Memoria Indica la memoria maxima a utilizar por nodo 52G

Serializacién ~ Tamafio maximo permitido al serializar tareas 100M

construir el modelo final de reglas por el algoritmo en las distintas ejecuciones
medido en segundos.

Tabla 3. Resultados obtenidos en el estudio experimental

BD Alg Part. Reglas Vars Atip Sens Conf T(seg.)
Clésico - 45 4.84 0.013 0.841 0.963 713
BigData 2 47 4.83 0.012 0.848 0.962 657
BigData 4 104 4.75 0.012 0.829 0.964 329
Census 10 % BigData 8 156 5.13 0.013 0.818 0.965 167
BigData 16 257 548 0.013 0.815 0.965 91
BigData 32 414 5.59 0.014 0.787 0.968 50
Clasico - 46 491 0.012 0.847 0.963 756
BigData 2 67 448 0.013 0.827 0.964 744
BigData 4 120 4.87 0.013 0.815 0.966 361
Census 100%  BigData 8 158 5.09 0.013 0.819 0.965 191
BigData 16 273 5.48 0.013 0.809 0.966 98
BigData 32 421 5.61 0.014 0.795 0.967 55

Los resultados permiten apreciar una clara disminucién del tiempo de ejecu-
cién, gracias a la aplicacién del paradigma MapReduce en el algoritmo NMEEFSD,
al incrementar el nimero de particiones. De hecho, se obtienen reducciones supe-
riores al 90 % cuando se utilizan més de 30 particiones para mapear el conjunto
de datos. A pesar de que la mejora en tiempo es sustancial, es necesario necesa-
rio realizar un estudio pormenorizado de las medidas de calidad més destacadas
dentro del descubrimiento de subgrupos:

= El numero de reglas aumenta de forma lineal de la misma forma que aumen-
tan las particiones que se indican en la paralelizacién del algoritmo. Esto sera
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objeto de estudio en mayor profundidad, para intentar optimizar la funcién
Reduce que en estos momentos se ha considerado, ya que un algoritmo de
descubrimiento de subgrupos debe obtener pocas reglas, con pocas variables
(aportar generalidad) con la mayor precisién y atipicidad posible. Por otro
lado, esta solucién aporta un mayor conjunto de conocimiento independiente
a los expertos que quizds pueda ser interesante dependiendo la naturaleza
del problema.

= El numero de variables aumenta con el nimero de particiones, es decir, el
crecimiento es directamente proporcional al nimero de particiones. Este in-
cremento conlleva una mayor especializacién de los subgrupos obtenidos, es
decir, reduccién de la generalidad, y puede ser debido a que se reduce drésti-
camente el nimero de instancias cuando se eleva el nimero de particiones.

= La atipicidad mantiene los mismos valores desde el algoritmo original y per-
manece practicamente igual para todas las ejecuciones.

= La sensibilidad se reduce levemente cuando el numero de particiones se in-
crementa debido a la mayor especializacién de los subgrupos, tal y como se
ha comentado con respecto al aumento del niimero de variables.

= Por el contrario, este incremente en el numero de variables conlleva una
mejora leve en la medida de confianza tal y como se puede observar en los
resultados obtenidos.

5. Conclusiones y trabajos futuros

En este trabajo se presenta una primera aproximacion BigData para uno
de los algoritmos méas destacados dentro de la literatura del descubrimiento de
subgrupos, el algoritmo NMEEF-SD. Este nuevo enfoque estd basado en el pa-
radigma MapReduce de forma que se realizan tantas divisiones (mappers) del
conjunto de datos, como se indiquen en el fichero de pardmetros, y posterior-
mete se ejecuta sobre cada particién el algoritmo evolutivo. Una vez todas las
ejecuciones se han acabado, se ejecuta la funcién de combinacién de todos los
resultados en un tunico fichero, eliminando los subgrupos repetidos.

En esta primera aproximacién, se muestran las bondades del método con
respecto a la reducciéon en tiempos de ejecucién, manteniendo calidad en los
resultados obtenidos con respecto a generalidad, precisién y atipicidad. Sin em-
bargo, es destacable ver el incremento de reglas extraidas por el algoritmo cuando
el nimero de mappers también se incrementa, y la especializacién de las reglas
con un ligero incremento de variables. Adem4s, se observé en estudios prelimina-
res que la utilizacién de un nimero elevado de mapas, por ejemplo 64, conlleva
un incremento muy alto de reglas para una reduccién de tiempo insignificante
ya que se obtuvieron més de 700 reglas en un tiempo muy cercano al obtenido
con 32 mapas para ambos conjuntos de datos. Por otro lado, seria conveniente
realizar un analisis de las distribuciones de datos en particiones, asi como sus
dependencias en distintas ejecuciones.

Como trabajos futuros es fundamental abordar el incremento en la cardinali-
dad de las reglas, realizando un amplio estudio para ver distintas posibilidades a
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la hora de realizar las funciones Shuffle y Reduce de los algoritmos de descubri-
miento de subgrupos para BigData. Tampoco se puede dejar de lado la necesidad
de analizar el posible solapamiento entre subgrupos y la posibilidad de incluir
pesos en los mismos para eliminar reglas que estan por debajo de umbral.
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