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Resumen El descubrimiento de subgrupos es una tarea de la mineŕıa de
datos entre la clasificación y la descripción. Esta tarea es de gran interés
para los investigadores debido a su éxito en campos como Medicina o
Bioinformática. En este trabajo se describe un paquete de algoritmos
para la extracción de reglas de descripción de subgrupos desarrollado
ı́ntegramente en R y disponible en CRAN. El paquete incorpora una
interfaz gráfica que permite el uso sencillo de los algoritmos, sin necesidad
de ejecutar directamente los comandos en la consola de R. Dicha interfaz
además permite realizar un análisis exploratorio de datos básico.

Keywords: Descubrimiento de subgrupos, R, Reglas descriptivas, algorit-
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1. Introducción

En casi cualquier actividad cotidiana se generan grandes cantidades de infor-
mación. Esta procede de Internet, comunicaciones, redes de sensores, etc. Dicha
información contiene conocimiento impĺıcito que es muy importante para las or-
ganizaciones para, por ejemplo, mejorar sus productos o servicios [1]. Para con-
seguir este propósito, se utiliza la mineŕıa de datos donde existen dos enfoques
clásicos: un enfoque supervisado, que normalmente tiene un comportamiento
predictivo y un enfoque no supervisado, cuyo comportamiento es normalmente
descriptivo. Sin embargo, existen algunas técnicas de mineŕıa de datos que se
encuentran entre estos dos enfoques, como el descubrimiento de subgrupos (SD)
[2]. En este trabajo nos centraremos en el descubrimiento de subgrupos, que
permite obtener reglas “interesantes” para el usuario, buscando para ello reglas
simples, muy generales, precisas y con gran interés.
Actualmente R [3] es una de las herramientas más utilizadas en ciencia de datos
[4] y, sin embargo, en su repositorio de paquetes más importante, CRAN (the
Comprenhensive R Archive Network) no exist́ıa ningún paquete con algoritmos
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de SD implementados ı́ntegramente en R, por lo que el paquete cubre esta nece-
sidad. Asimismo, el paquete propuesto posee una interfaz gráfica para facilitar el
uso del paquete al no tener que escribir los comandos directamente en la consola
de R.
Este trabajo se estructura de la siguiente forma: en la Sección 2 se introduce
brevemente la tarea descubrimiento de subgrupos. En la Sección 3 se descri-
ben brevemente los algoritmos existentes en el paquete propuesto aśı como sus
caracteŕısticas más destacables. En la Sección 4 se explica el uso del paquete
propuesto desde la consola de R. En la Sección 5 se explica la interfaz gráfica
que contiene el paquete y por último, la Sección 6 detalla las conclusiones y el
trabajo futuro.

2. Descubrimiento de Subgrupos

El descubrimiento de subgrupos (SD) se puede definir como en [5]:

“Partiendo de una población de individuos y de una propiedad de in-
terés, la tarea de descripción de subgrupos puede ser definida como la
obtención de subgrupos de individuos de la población con propiedades
estad́ısticamente ((interesantes)), es decir, lo más grandes posibles y con
una distribución estad́ıstica inusual respecto a la propiedad de interés.”

El objetivo de cualquier algoritmo de SD es, por tanto, obtener propiedades
interesantes de estos subgrupos. Dichas propiedades se representan con reglas
del tipo:

R : Cond→ Clase (1)

Donde Clase es nuestra variable de interés y Cond es un conjunto de caracteŕısti-
cas del subgrupo obtenido, representadas como conjunciones de pares atributo-
valor o bien en forma normal disyuntiva.

2.1. Medidas de Calidad para Descubrimiento de Subgrupos

Las medidas de calidad son muy importantes en el descubrimiento de sub-
grupos para la obtención de reglas precisas, simples e interpretables. A d́ıa de
hoy no existe un consenso sobre qué medida es mejor usar. Las más utilizadas
en la bibliograf́ıa especializada y consideradas en este trabajo son [6]:

Nr: Número de reglas generadas.
Nv: Número medio de variables que poseen las reglas generadas.
Soporte: Mide la frecuencia de ejemplos correctamente clasificados por la
regla:

Sup(R) =
n(Cond ∧ Clase)

ns
(2)

donde R es la regla a evaluar, n(Cond∧Clase) indica el número de ejemplos
que verifican el antecedente y el consecuente de la regla y ns el número de
ejemplos del dataset.
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Cobertura: Mide el porcentaje de ejemplos cubiertos por la regla respecto
al total de ejemplos:

Cov(R) =
n(Cond)

ns
(3)

donde n(Cond) indica el número de ejemplos que cumplen el antecedente de
la regla.
Confianza: Mide el porcentaje de ejemplos correctamente clasificados del
total de ejemplos cubiertos:

Conf(R) =
n(Cond ∧ Clase)

n(Cond)
(4)

Significancia: Refleja la novedad en la distribución de los ejemplos cubiertos
por la regla respecto al conjunto de ejemplos completo:

Sign(R) = 2 ·
nc∑
k=1

n(Cond∧Clasek) ·log
(

n(Cond ∧ Clasek)

n(Cond ∧ Clase) · p(Cond)

)
(5)

donde p(Cond) = n(Cond)
ns

, nc indica el número de valores que posee la
variable objetivo y Clasek indica el valor k-ésimo de la variable objetivo.
Atipicidad: Se define como la precisión ponderada relativa de la regla:

WRAcc(R) =
n(Cond)

ns
·
(
n(Cond ∧ Clase)

n(Cond)
− n(Clase)

ns

)
(6)

donde n (Clase) es el número de ejemplos que pertenecen a la variable ob-
jetivo.

3. Algoritmos Implementados

Los algoritmos que actualmente se encuentran implementados en el paque-
te propuesto son: SDIGA [7], MESDIF [8] y NMEEF-SD [9]. Estos algoritmos
comparten las siguientes caracteŕısticas principales:

Utilizan un enfoque evolutivo como estrategia de búsqueda. Este enfoque
evolutivo se implementa como un algoritmo genético mono-objetivo [10] para
SDIGA y multi-objetivo [11] para MESDIF y NMEEF-SD.
Hacen uso de lógica difusa [12] para tratar con datos numéricos, aumentando
la interpretabilidad de los resultados obtenidos.
Permiten una representación del antecedente de las reglas como canónicas
(pares atributo-valor) o bien en forma normal disyuntiva (DNF).
Permiten especificar las medidas de calidad a utilizar para definir los sub-
grupos. Estas medidas son las enumeradas en la Sección 2.1.

Asimismo, las limitaciones temporales de estos algoritmos vienen determina-
das por dos factores: la dimensionalidad del conjunto de datos y el tamaño de
la población o número de reglas que se tratarán en el proceso evolutivo.
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Para SDIGA, la complejidad de su algoritmo genético es O(R ·N ·V ) siendo
R el número de reglas, N el número de ejemplos y V el número de variables,
aunque normalmente R << N y R << V por lo que en la práctica la
complejidad es O(N · V ). Por otra parte, la complejidad del algoritmo de
optimización local es de O(N ·V (V−1)), pero este caso es muy poco probable
debido al proceso genético previo y normalmente el caso medio se encuentra
en Θ(N · V ). Por lo tanto, podemos afirmar que el algoritmo tiene un orden
de complejidad de O(N ·V ), es decir, lineal respecto al tamaño del conjunto
de entrenamiento.
Para MESDIF y NMEEF-SD, evaluar la población también tiene un coste
de O(N · V ), sin embargo hay que destacar que su proceso evolutivo tiene
un coste de O(m · R2) siendo m el número de medidas de calidad a usar.
Puesto que, en general R << N y R << V la complejidad computacional
seŕıa equivalente a la del caso previo.

4. Uso del Paquete SDR

En este apartado describiremos cómo usar el paquete propuesto. Su finalidad
es hacer que el uso de los algoritmos de descubrimiento de subgrupos incluidos
sea muy sencillo.

4.1. Instalación del Paquete

Para instalar el paquete en R, una vez abierta la consola simplemente escri-
biremos:

> install.packages("SDR")

Asimismo, la versión en desarrollo se encuentra disponible en http://github.

com/aklxao2/SDR , si desea instalar la versión en desarrollo, debe de instalar el
paquete devtools y a continuación ejecutar la siguiente orden:

> devtools::install_github("aklxao2/SDR")

El paquete SDR depende únicamente del paquete shiny [13]. Este paquete
será necesario para la utilización de la interfaz gráfica. Una vez instalado el
paquete es necesario cargarlo antes de poder utilizarlo, para cargarlo se debe
ejecutar la siguiente orden:

> library(SDR)

o bien

> require(SDR)

Una vez cargado el paquete se encuentran disponibles seis conjuntos de datos:
habermanTra, habermanTst, carTra, carTst, germanTra y germanTst corres-
pondientes a los conjuntos de datos de entrenamiento y prueba de los datasets
car [14], haberman [15] y german [16] disponibles además en el repositorio de
conjuntos de datos de KEEL [17].
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4.2. Carga de un Dataset de KEEL

Es posible cargar en R un fichero de datos en el formato de la herramienta de
mineŕıa de datos KEEL [18]. Teniendo los archivos irisTra.dat y irisTst.dat

en el directorio de trabajo de R, estos se cargarán mediante la función read.keel():

> irisTra <- read.keel("irisTra.dat")

> irisTst <- read.keel("irisTst.dat")

Como se ha comentado en la Sección 3 los algoritmos implementados usan
lógica difusa. Por defecto, la función read.keel() define tres particiones difusas
triangulares [9, pag. 4] de igual anchura para cada una de las variables numéricas
que existan en el conjunto de datos. Si se desea especificar un número diferente
de particiones difusas a la hora de cargar el fichero en R podemos realizarlo
especificando el parámetro nLabels:

> irisTra <- read.keel("irisTra.dat", nLabels = 5)

> irisTst <- read.keel("irisTst.dat", nLabels = 5)

En este caso, se cargan los ficheros de datos con 5 etiquetas difusas para cada
variable numérica.

4.3. Cambio de Propiedades de un Dataset KEEL Cargado

Una vez cargado un fichero, se pueden realizar una serie de modificaciones
en su estructura. Estas modificaciones son:

Cambiar la variable objetivo usada. Por defecto, los algoritmos implementa-
dos utilizan como variable objetivo la última variable que se encuentra en el
dataset. Esta cambio se realiza a través de la instrucción
changeTargetVariable.

> irisTra <- changeTargetVariable(irisTra, 2)

En este caso, se especifica como variable objetivo la variable que ocupa la
posición dos en la definición de variables del dataset. Para que una variable
pueda utilizarse como variable objetivo, esta debe ser categórica.

Cambiar la cantidad de etiquetas difusas que se definen para las variables
numéricas del dataset.

> irisTra <- modifyFuzzyCrispIntervals(irisTra, 7)

En este caso, se utilizarán siete particiones difusas para las variables numéri-
cas, nótese que anteriormente se especificaron cinco particiones difusas.
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4.4. Ejecución de los Algoritmos de Descubrimiento de Subgrupos

Una vez configurado el conjunto de datos es posible ejecutar uno de los
algoritmos de descubrimiento de subgrupos. Para cada uno de los algoritmos
se encuentra disponible una función. Estas funciones son muy similares entre
śı, cambiando ligeramente los parámetros a usar. Para más información, utilice
la ayuda de la función mediante ?funcion o help(funcion) en la consola de
R. Un algoritmo de descubrimiento de subgrupos implementado en el paquete
propuesto puede ser utilizado de dos maneras distintas:

A través de un fichero de parámetros: en este caso se debe indicar únicamente
la ruta hacia dicho fichero. Su uso es indicado para conjuntos de datos que se
tienen preparados de antemano, pues no se permite modificar estos datasets
antes de la ejecución del algoritmo. Suponiendo el fichero de parámetros
ParamFile.txt en el directorio de trabajo de R, un ejemplo de ejecución
seŕıa:

> MESDIF("ParamFile.txt")

Escribiendo en la consola todos y cada uno de los parámetros necesarios
para la ejecución. Este método es el indicado si ha cargado y configurado un
dataset previamente. Supongamos la utilización del algoritmo anterior con el
conjunto haberman que se encuentra disponible una vez se carga el paquete:

> MESDIF( paramFile = NULL,

training = habermanTra,

test = habermanTst,

output = c("optionsFile.txt", "rulesFile.txt", "testQM.txt"),

seed = 0,

nLabels = 3,

nEval = 300,

popLength = 100,

eliteLength = 3,

crossProb = 0.6,

mutProb = 0.01,

RulesRep = "can",

Obj1 = "CSUP",

Obj2 = "CCNF",

Obj3 = "null",

Obj4 = "null",

targetClass = "positive"

)

Una vez ejecutado, los resultados se mostrarán en la consola de R, divididos
en tres secciones claramente diferenciadas:

Primero, un resumen de los parámetros usados en la ejecución del algoritmo.
Segundo, se muestran las reglas o subgrupos obtenidos por el algoritmo.
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Finalmente, se muestran para cada regla obtenida algunas medidas de cali-
dad aplicando dichas reglas al conjunto de datos de prueba. El valor final es
un resumen de las medidas de calidad para todas las reglas.

5. La Interfaz de Usuario

Como hemos mencionado al inicio de este trabajo, el paquete SDR pro-
porciona una interfaz gráfica que facilita el uso y la experiencia de usuario
con el paquete propuesto aśı como realizar tareas básicas de análisis explo-
ratorio de datos. Podemos utilizar la interfaz de dos formas: visitando http:

//sdrinterface.shinyapps.io/shiny o bien lanzando dicha interfaz de ma-
nera local mediante la función:

> SDR_GUI()

Figura 1. Pantalla inicial de la interfaz gráfica de SDR.

Esta función lanza la interfaz de usuario en el navegador web predeterminado.
Como podemos ver en la figura 1 la página está organizada en un panel de
opciones a la izquierda y un panel de pestañas a la derecha, donde se mostrarán
los resultados. El primer paso que se debe realizar es cargar un conjunto de
datos en formato KEEL. Si se desea ejecutar algún algoritmo de descubrimiento
de subgrupos, ambos ficheros (entrenamiento y prueba) deben tener el mismo
campo @relation. Una vez seleccionado un conjunto de datos, se muestra un
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gráfico con información sobre las variables. Por defecto, se muestra la distribución
de ejemplos sobre los diferentes valores de la variable seleccionada, que es la
última del dataset. Asimismo, se muestra a la derecha de este gráfico una tabla
con medidas estad́ısticas comunes.

Una vez cargado un conjunto de datos se abre un abanico de acciones a
realizar. En la figura 2 pueden verse todas las opciones disponibles (marcadas
con números del 1 al 6):

Figura 2. Interfaz una vez cargado un conjunto de datos.

1. Como se ha mencionado anteriormente, se puede cargar otro conjunto de
datos de prueba (o entrenamiento).

2. Estos menús desplegables tienen una doble función: por un lado permiten
seleccionar la variable a visualizar en el gráfico y por otro definen la variable
objetivo en el conjunto de datos. El segundo menú solo sirve para indicar al
algoritmo de descubrimiento de subgrupos el valor de dicha variable o bien
buscar subgrupos para todos los posibles valores de la variable objetivo.

3. Aqúı se puede elegir la visualización de la información del conjunto de datos,
para variables categóricas podemos elegir entre un diagrama de sectores o
bien un histograma. Para variables numéricas solo se puede usar un histo-
grama.

4. En esta sección se puede elegir el algoritmo de descubrimiento de subgrupos a
ejecutar aśı como modificar sus parámetros. Debajo de todos los parámetros,
se encuentra el botón que inicia la ejecución del algoritmo de descubrimiento
de subgrupos.
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5. Este apartado permite la selección, para variables categóricas, de los valores
que se visualizarán en la gráfica. Es importante remarcar que solo “oculta”
los valores, por lo que no elimina ningún ejemplo del dataset.

6. Permite visualizar la información del conjunto de entrenamiento o de con-
junto de prueba.

Una vez ejecutado un algoritmo, automáticamente se pasa a la pestaña Rules

generated donde se muestran las reglas obtenidas. Si se desea filtrar variables,
por ejemplo aquellas que contengan una variable en concreto, es posible hacerlo
escribiendo en el campo de búsqueda.
La pestaña Execution Info muestra un eco de los paramétros de ejecución.
Este eco es igual que el que se muestra en la consola de R.
La pestaña Test Quality Measures muestra una tabla con las medidas de cada
regla aplicada al conjunto de prueba. La última fila de esta tabla muestra un
resumen con el valor medio de cada medida de calidad.

6. Conclusiones

En este art́ıculo se ha presentado el paquete SDR, que contiene actualmente
tres algoritmos evolutivos de descubrimiento de subgrupos que no dependen de
ningún paquete/herramienta adicional y/o externa. También se ofrece la posi-
bilidad de leer y cargar un conjunto de datos en el formato que proporciona la
herramienta de mineŕıa de datos KEEL. Asimismo posee una serie de herramien-
tas para hacer pequeñas modificaciones a estos conjuntos de datos cargados en
memoria. Para finalizar, una interfaz gráfica basada en web ha sido desarrollada
para facilitar al usuario el uso del paquete propuesto, incluso si no tiene R ins-
talado.
El desarrollo de este paquete continuará en el futuro, incluyendo mayor funcio-
nalidad para el tratamiento de conjuntos de datos de KEEL, mayor variedad
de algoritmos de descubrimientos de subgrupos aśı como mejoras en la interfaz
gráfica como la adición de más cantidad de gráficas para ampliar las posibilida-
des de análisis exploratorio.
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TIN2012-33856.
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