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Resumen—Esto es un resumen de nuestro trabajo publicado
en la revista Knowledge-Based Systems [1] para su presentación
en la Multiconferencia CAEPIA’18 Key Works.

Index Terms—Descubrimiento de reglas descriptivas supervi-
sadas, Descubrimiento de subgrupos, Conjuntos de contraste,
Patrones emergentes, Atipicidad.

I. RESUMEN

A lo largo de la literatura podemos encontrar un conjunto de

técnicas que se encuentran a medio camino entre la predicción

y la descripción, agrupadas bajo el nombre de descubrimiento

de reglas descriptivas bajo aprendizaje supervisado (SDRD)

[1], [2]. Este conjunto de técnicas intenta obtener reglas de

una categorı́a o clase prefijada para describir información

significativa y relevante del conjunto de datos.

El principal objetivo de las técnicas dentro de SDRD no

es extraer un modelo para clasificar nuevas instancias, sino

obtener un modelo que permita comprender, describir o encon-

trar fenómenos subyacentes de interés en los datos. Dentro de

este área de investigación se agrupan todas aquellas técnicas

que, mediante el uso de reglas y un modelo de aprendizaje

supervisado, intentan obtener conocimiento descriptivo de los

datos que sea significativo, inusual y de interés para el usuario,

como el descubrimiento de subgrupos [3], la minerı́a de

patrones emergentes [4] y los conjuntos de contraste [5], entre

otros. A continuación se describen brevemente estas técnicas.

Descubrimiento de subgrupos: Se define como el des-

cubrimiento de subgrupos de la población estadı́sticamente

interesantes, esto es, tan grandes como sea posible y con

una distribución estadı́stica de la propiedad de interés lo más

atı́pica posible respecto al conjunto de la población. La medida

de calidad para medir esta atipicidad [6] en una regla R se

define como:

WRAcc(R) =
p+ n

P +N
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Conjuntos de contraste: Es una técnica de exploración

para contrastar diferencias de grupos dentro de un conjunto de

datos, es decir, descubrir conjuntos de ejemplos con amplias

diferencias de soporte entre grupos del conjunto de datos y se

mide mediante la diferencia de soporte [5]:
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Patrones emergentes: Se centra en buscar conocimiento

relacionado con los valores de una clase, donde el número de

instancias cubiertas por un patrón sea muy elevado para un

valor de la variable objetivo y muy bajo o nulo para el resto;

es decir, que el mismo patrón tenga un soporte muy alto para

una clase y muy bajo para las demás clases del problema, y

viene dado por el ı́ndice de crecimiento [4] que se representa

a continuación:

GR(R) =

p

P
n

N

> 1 (3)

Centrándonos en la importancia de la medida de atipicidad

hay que destacar que mide el equilibrio entre generalidad y

precisión. En concreto, el segundo factor de la atipicidad es

el factor que mide la ganancia de precisión, y tal y como se

puede observar, es posible que la aticipidad de una regla sea

inferior a cero cuando la regla tiene una baja calidad ya que

el porcentaje de ejemplos negativos cubiertos es superior al

de los positivos. En este sentido, una regla de interés para el

experto deberı́a tener siempre un valor positivo, es decir, se

debe cumplir la siguiente desigualdad para obtener una regla

de interés:

p

p+ n
>

P

P +N
(4)

Si descomponemos esta desigualdad [1] podemos decir que

para que una regla obtenga una atipicidad positiva y ser un

subgrupo de interés, obtenemos que el producto escalar entre

pn debe ser superior que pn. En consecuencia, esta descom-

posición nos indica que el producto de ejemplos cubiertos y

no cubiertos correctamente deberı́a ser superior al producto de

ejemplos cubiertos y no cubiertos incorrectamente:

p n > p n (5)

En el trabajo publicado en [1] se presenta tras este primer

análisis, la compatibilidad entre el descubrimiento de sub-

grupos, los conjuntos de contraste y los patrones emergentes

gracias al uso de esta medida de calidad.

Por ejemplo, en el caso de los patrones emergentes (según

definición) podemos afirmar que una regla es emergente cuan-

do su ı́ndice de crecimiento es superior a 1, es decir:
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GR(R) =

p

P
n

N

> 1 (6)

Si aplicamos una descomposición a esta formulación des-

cubrimos que:

p

P
n

N

> 1

p n > p n

(7)

Según esta demostración podemos afirmar que la descompo-

sición de la atipicidad positiva y del ı́ndice de crecimiento son

similares, es decir, si un subgrupo es de interés también es un

patrón emergente. Además, por otro lado se puede observar

una relación directa entre la atipicidad y la diferencia de

soporte en [2] que dice:

DS(R) =
WRAcc(R)

p(PIS) · p(NIS)
≥ δ (8)

donde p(PIS) es el porcentaje de ejemplos positivos para

la clase del conjunto de datos a analizar y p(NIS) es el

porcentaje de ejemplos negativos para el conjunto de datos.

Al mismo tiempo, es importante tener en cuenta que el

dominio de la atipicidad para un problema depende del por-

centaje de los ejemplos para la clase o variable objetivo [7],

y por tanto, el dominio se puede determinar mediante las

siguientes ecuaciones para el lı́mite inferior (LBWRAcc) y para

el superior (UBWRAcc):

LBWRAcc = (1− p(PIS)) · (0− p(PIS)) (9)

UBWRAcc = p(PIS) · (1− p(PIS)) = p(PIS) · p(NIS)
(10)

Es decir, el valor de DS depende de las propiedades

del problema ya que está directamente relacionado con el

porcentaje de ejemplos de la clase a analizar, y en resumen:

DS(R) =
WRAcc(R)

p(PIS) · p(NIS)
=

WRAcc(R)

UBWRAcc

≥ δ (11)

Una regla se considera conjunto de contraste con un δ =
0,10 cuando:

WRAcc(R) ≥ 0,10 · UBWRAcc (12)

Sin embargo, tenemos la necesidad de estandarizar este

valor de WRAcc a WRAcc normalizada (WRAccN ) ya que

debemos evitar la utilización de un valor δ que esté condicio-

nado a este porcentaje de ejemplos de la clase a analizar. Esta

mejora se consigue con respecto a la homogeneización de esta

medida clave dentro del descubrimiento de reglas descriptivas

supervisadas. La WRAccN se normaliza en el intervalo [0,1]

mediante la siguiente ecuación donde una regla es subgrupo

de interés cuando su valor sea superior a 0.5.

WRAccN(R) =
WRAcc(R)− LBWRAcc

UBWRAcc − LBWRAcc

(13)

Considerando un δ igual a 0.10, y el intervalo positivo de

WRAccN igual a (0.5, 1.0], una regla se considera conjunto

de contraste con un δ = 0,10 cuando:

WRAccN(R) ≥ 0,50 + 0,10 · (1,00− 0,50)
WRAccN(R) ≥ 0,55

(14)

, es decir, cuando el valor de la WRAccN es superior o igual

que el 10 % de la parte positiva de WRAcc.

En conclusión, la atipicidad es un factor clave a medir

dentro del descubrimiento de reglas descriptivas supervisadas

donde una regla con un valor de WRAccN superior a 0.50 se

considera de interés para el descubrimiento de subgrupos, y

emergente para la extracción de patrones emergentes. Además,

si la WRAccN es superior o igual a 0.55 se considera

también regla de contraste. Esta demostración muestra la

relación directa entre todas estas técnicas que se han agrupado

dentro del descubrimiento de reglas descriptivas supervisadas

y muestra la importancia de medir la calidad de una regla

con respecto a la WRAcc en un problema que se desea

analizar. Por otro lado, es interesante indicar que solo con el

análisis de esta medida de calidad, los expertos serán capaces

de determinar si la regla representa un subgrupo, una regla

emergente y/o una regla de contraste. De la misma forma,

esta medida debe ser clave para el diseño de nuevas propuestas

dentro del descubrimiento de reglas descriptivas supervisadas.
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