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Resumen

El descubrimiento de subgrupos es una técnica
de mineria de datos cuyo objetivo es la obtencién
de conocimiento descriptivo mediante aprendiza-
je supervisado. Este conocimiento permite des-
cubrir relaciones atipicas y relevantes en los da-
tos para una variable de interés.

En este trabajo se presenta un método de ajus-
te, aplicado en una etapa de post procesamiento,
para mejorar la calidad de las reglas obtenidas
previamente por cualquier algoritmo de descu-
brimiento de subgrupos basado en légica difusa.
Este nuevo método consiste en la modificacién
o ajuste de las etiquetas lingiiisticas de un con-
junto de reglas mediante un desplazamiento late-
ral de las mismas, basado en la representacién de
2-tuplas lingiifsticas. Como muestran los resulta-
dos obtenidos, este nuevo enfoque consigue me-
joras significativas en la mayoria de las medidas
de calidad para descubrimiento de subgrupos.

Palabras Clave: Descubrimiento de subgrupos,
Sistemas difusos evolutivos, NMEEF-SD, Ajuste
genético lateral.

1 INTRODUCCION

El descubrimiento de subgrupos es una técnica de mineria
de datos descriptiva que se resuelve mediante aprendiza-
je supervisado; es decir, su principal objetivo consiste en
obtener conocimiento que describa el problema para una
variable objetivo. Las principales propiedades que un algo-
ritmo de descubrimiento de subgrupos debe aportar al pro-
blema es la obtencién de relaciones parciales o genéricas
con una alta precisién y novedad. Ademds, los subgrupos
deben cubrir a la mayor parte de ejemplos de la variable
objetivo.
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A pesar de que en la bibliografia existe un amplio abanico
de algoritmos para realizar esta tarea, tinicamente los algo-
ritmos SDIGA [9], MESDIF [8] y NMEEF-SD [6] utilizan
una representacion del conocimiento basada en 16gica difu-
sa [23]. En concreto, estos algoritmos basados en sistemas
difusos evolutivos [14] estdn orientados a la biisqueda de
modelos y reglas con alta interpretabilidad que obtengan
valores adecuados en las medidas de calidad utilizadas pa-
ra descubrimiento de subgrupos.

La biisqueda de alta interpretabilidad puede limitar la pre-
cisién en los modelos obtenidos, sobre todo en problemas
del mundo real, ya que se promueve en mayor medida la
bisqueda de reglas muy generales. Es por ello que en deter-
minados problemas puede ser necesario paliar esta pérdida
de precisién aplicando modelos de ajuste para optimizar la
precisién sin alterar demasiado la interpretabilidad de los
resultados.

En este trabajo, se presenta el modelo de post-
procesamiento de Ajuste GEnético Lateral para Descubri-
miento de Subgrupos (AGEL-SD) que se incluye dentro
de los algoritmos evolutivos de ajuste de sistemas difusos.
Tiene como objetivo mejorar el rendimiento de cualquier
algoritmo de descubrimiento de subgrupos basado en 16gi-
ca difusa mediante un ajuste basado en la representacion
de 2-tuplas lingiifsticas [16]. En este trabajo se analiza su
comportamiento sobre las reglas obtenidas por NMEEF-
SD [6]. Tal y como se puede observar en la experimenta-
cion llevada a cabo, la utilizacién de AGEL-SD sobre las
reglas obtenidas por el algoritmo NMEEF-SD permite me-
jorar significativamente la precisién de las reglas difusas de
descubrimiento de subgrupos.

2 DESCUBRIMIENTO DE SUBGRUPOS

El concepto de descubrimiento de subgrupos fue introdu-
cido inicialmente por Kloesgen [17] y Wrobel [21], y defi-
nido més formalmente por Siebes [20] pero empleando el
nombre de Data Surveying para descubrimiento de subgru-
pos interesantes. El concepto de descubrimiento de subgru-
pos se puede definir como [22]:
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En descubrimiento de subgrupos, asumimos una
poblacién de individuos dada (objetos, clientes,
...)y una propiedad de estos individuos en la que
estemos interesados. La tarea del descubrimien-
to de subgrupos es entonces descubrir los sub-
grupos de la poblacion que son estadisticamente
“mds interesantes”, es decir, individuos que sean
tan grandes como sea posible y tenga una distri-
bucidn estadistica los mds atipica posible, con
respecto a una propiedad de interés.

El descubrimiento de subgrupos intenta buscar relaciones
entre diferentes propiedades o variables de un conjunto con
respecto a una variable objetivo. Debido a que el descu-
brimiento de subgrupos estd centrado en la extraccién de
relaciones con caracterfsticas interesantes, no es necesario
obtener relaciones completas sino que suele ser suficiente
con relaciones parciales. Estas relaciones son descritas en
forma de reglas individuales.

Asi, una regla (R), que consiste de una descripcién de un
subgrupo inducido, puede ser definida formalmente como
[13, 18]):

R:Cond — VarObj

donde VarOb | es el valor de la variable de interés o varia-
ble objetivo para la tarea de descubrimiento de subgrupos
(puede aparecer ademés en la bibliograffa especifica como
Clase), y Cond es cominmente una conjuncién de funcio-
nes (pares atributo-valor) que es capaz de describir una dis-
tribucién estadistica inusual con respecto a la variable ob-
jetivo.

Figura 1: Representacién de una regla de descubrimiento
de subgrupos con respecto al valor (x) de la variable obje-
tivo

En la figura 1 se representa una regla de descubrimiento
de subgrupos, donde se pueden observar dos valores para
la variable objetivo (VarObj = {x,0}). En la figura se re-
presenta un subgrupo correspondiente al valor x, donde el
subgrupo o regla cubre un alto nimero de valores de la va-
riable objetivo mediante una descripci6n sencilla (en la fi-
gura representada como un circulo). Sin embargo, el grupo
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no cubre todos los ejemplos para el valor x de la variable
objetivo, incluso no todos los ejemplos son cubiertos co-
rrectamente, pero la forma de la funcién es simple y muy
interpretable.

2.1 SISTEMAS DIFUSOS EVOLUTIVOS PARA
DESCUBRIMIENTO DE SUBGRUPOS

Lalogica difusa es una herramienta que permite representar
conceptos de forma lingiifstica, lo que aporta expresividad
y facilidad de comprensién para el usuario. Por tanto, es-
ta herramienta se sitda en el nivel de representacion y se
puede utilizar en combinacién con otras técnicas. Asf, la
combinacién de légica difusa y algoritmos evolutivos para
la induccién de conocimiento de tipo descriptivo, da lugar
a los sistemas difusos evolutivos [14].

Un sistema evolutivo difuso [7] es bdsicamente un sistema
difuso incrementado por un proceso de aprendizaje basado
en computacién evolutiva. Esta dltima incluye a los algo-
ritmos genéticos, programacién genética, estrategias evo-
lutivas, entre otros algoritmos evolutivos [10]. Por regla
general, este tipo de sistemas consideran la estructura de
un modelo en la forma de reglas difusas y se denominan
sistemas basados en reglas difusas, los cudles han demos-
trado su habilidad con respecto a diferentes problemas co-
mo control, modelado, clasificacién o minerfa de datos en
un amplio nimero de aplicaciones. Una de las principa-
les ventajas de los sistemas basados en reglas difusas es la
obtencién de una representacién comprensible del conoci-
miento extraido siendo adem4s una herramienta ttil para el
procesamiento de las variables continuas.

Segiin la optimizacién que se desee realizar de la base de
conocimiento, los sistemas difusos evolutivos se pueden
agrupar en torno a dos enfoques [14], aunque es dificil ha-
cer una clara distincién entre ellos, ya que establecer una
frontera entre ambos puede llegar a ser tan dificil como de-
finir los conceptos de aprendizaje en si mismos:

e Algoritmos de ajuste genético que aplican un proce-
so de ajuste para mejorar el rendimiento del sistema
basado en reglas difusas sin realizar ninguna modifi-
caci6n sobre la base de reglas, s6lo sobre la base de
datos y/o el sistema de inferencia.

o Algoritmos de aprendizaje de la base del conocimien-
to que realizan el aprendizaje sobre la base de reglas,
sobre 1a base de datos, o bien sobre todos los compo-
nentes del sistema basado en reglas difusas simults-
neamente. Se puede incluir en el aprendizaje un motor
de inferencia adaptativo.
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2.2 AGEL-SD: Algoritmo de ajuste genético lateral
de las etiquetas lingiiisticas en descubrimiento de
subgrupos

El modelo AGEL-SD es un algoritmo evolutivo de ajuste
de sistemas difusos. Tiene como objetivo mejorar el ren-
dimiento de un algoritmo de descubrimiento de subgrupos
mediante el enfoque de ajuste basado en la representacién
de 2-tuplas lingiifsticas. Este nuevo modelo puede ser apli-
cado sobre cualquier algoritmo de descubrimiento de sub-
grupos basado en 16gica difusa. La metodologfa aplicada
consiste en la optimizacién de la definicién previa de la ba-
se de datos una vez que la base de reglas ha sido obtenida
[2]. El ajuste introduce una variacién lateral de las funcio-
nes de pertenencia que mejora su interaccién global, con el
principal objetivo de inducir una mejor cooperacién entre
las reglas [7, 14]. De esta forma, el objetivo del proceso de
ajuste no es encontrar funciones de pertenencia especificas
de una forma independiente, sino encontrar la mejor confi-
guracién global de las funciones de pertenencia y para ello
se intenta no afectar excesivamente la interpretabilidad de
las mismas.
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Figura 2: Diagrama de funcionamiento del algoritmo evo-
lutivo para ajuste lateral AGEL-SD

El funcionamiento del algoritmo AGEL-SD se puede ob-
servar grificamente en la Fig. 2. Asi, un algoritmo de des-
cubrimiento de subgrupos obtiene un conjunto de reglas
(R1, R2, ..., Ry), las cudles estdn formadas por un conjun-
to de variables (vi, va, ..., Vy) ¥ cada una de ellas por un
niimero de etiquetas lingiiisticas (ELy, EL3, ..., ELp). El
objetivo del algoritmo AGEL-SD es la obtencién de un in-
dividuo formado por un conjunto de ajustes (p) asociados
a cada una de las variables continuas codificadas mediante
etiquetas lingiifsticas obtenidas por el algoritmo de descu-
brimiento de subgrupos previamente.

En este enfoque de ajuste se emplea un modelo de repre-
sentaci6n de reglas basado en la representacién de 2-tuplas
lingiifsticas [16]. Esta representacion permite un desplaza-
miento lateral de las etiquetas considerando solo un pard-
metro (un desplazamiento lateral hacia la izquierda/derecha
de la funcién de pertenencia original). Esta representacion
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implica una simplificacién del espacio de biisqueda. Ade-
mds, este proceso de contextualizacién de las funciones de
pertenencia permite conseguir un mejor grado de cobertura
manteniendo las formas originales, obteniendo mejoras en
la precisién del modelo sin pérdidas en la interpretabilidad
de las etiquetas lingiiisticas. En la literatura especializada,
la representaci6n de las 2-tuplas se ha utilizado para abor-
dar diferentes problemas como por ejemplo clasificacion
[2, 1]. Ademds, dentro de la bibliografia se pueden encon-
trar diversas propuestas que emplean evolutivos basadas en
la representacion de 2-tuplas lingiifsticas para resolver el
problema 3, 12].

El movimiento simbélico de un término lingiiistico es un
valor dentro del intervalo [-0.5, 0.5), que representa el do-
minio de una etiqueta cuando se mueve entre sus dos eti-
quetas laterales, tal y como se puede observar en la figura 3.
Siendo S un conjunto de etiquetas para una particién difusa,
formalmente se puede observar el par (s;, 0;),5; € S, 0 € [-
0.5, 0.5), donde s; es la etiqueta y o; su desplazamiento.

05 0.5 05 0.5 -0.5 0.5
S —— e —_—
-0.5 0. 0.5 0.5
GBE) PR B
SU S‘i SZ S3 84

/
/ (s,-0.3)
/

f
/

Figura 3: Ajuste lateral de una etiqueta lingifstica

El ajuste lateral se realiza mediante un ajuste global de la
seméntica. De esta forma, se aplica a nivel de la particién
linglifstica, por tanto el par (valor, etiqueta) toma el mismo
valor de ajuste en todas las reglas donde se emplee esta
etiqueta. Por ejemplo, para una variable x con una valor de
ajuste (0.35, Alto), presentard el mismo valor para aquellas
reglas en las que la variable x tenga la etiqueta Alto. De
esta forma se mantiene una alta interpretabilidad dentro del
modelo,

El algoritmo evolutivo AGEL-SD realiza un proceso de
bisqueda manteniendo un buen equilibrio entre diversidad
y convergencia, constituyendo una buena eleccion en pro-
blemas con espacios de bisqueda complejos. Debido a que
es necesario la obtencién de una tnica configuracién de
ajustes para las etiquetas lingiifsticas del conjunto de re-
glas, se emplea el algoritmo CHC [11] que obtiene el me-
jor individuo del proceso evolutivo. Entre los operadores
de este algoritmo evolutivo destacan:

o Mecanismo de seleccidn elitista. El algoritmo parte de
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una poblacién M y genera sus descendientes. Ambas
poblaciones se unen para seleccionar los M mejores
individuos a formar parte de la poblacién de la si-
guiente generacién.

e Mecanismo de prevencion de incesto. Este operador
se considera al realizar el cruce. Se combinan dos pa-
dres cuando la distancia entre ambos (considerando
una métrica adecuada) dividido por dos esté por enci-
ma de un umbral predeterminado L.

o Enfoque de re-inicializacion. Se emplea en sustitucién
del operador de mutacién y se presenta en [11]. Una
vez que se establece el umbral predeterminado L co-
mo la méxima distancia posible entre dos individuos
dividido por cuatro, L se decrementa por uno cuando
no existen nuevos individuos en la poblacién en una
generacién, Cuando L estd por debajo de cero el algo-
ritmo re-inicializa la poblacién. En este caso, todos los
cromosomas son generados de forma aleatoria dentro
del intervalo [-0.5,0.5). Donde la mejor solucién glo-
bal encontrada se incluye en la poblacién para incre-
mentar la convergencia del algoritmo.

La evaluacién del cromosoma se realiza mediante una fun-
ci6n de agregacién (f) que considera diferentes medidas de
calidad de descubrimiento de subgrupos. Las medidas se-
leccionadas como objetivos son la sensibilidad (conocida
en inglés como Sensitivity), la atipicidad (conocida como
Unusualness) y la confianza difusa (conocida como Con-
fidence). Para cada una de las medidas de calidad se uti-
liza un peso asociado. Dependiendo de los pesos utiliza-
dos se le da una mayor importancia a unas caracteristi-
cas u otras del descubrimiento de subgrupos. En esta ex-
perimentacién se ha utilizado esta combinacion de pesos:
wy =0.2, @, =0.4y w3 =0.4, paralas medidas de sensibili-
dad (SENS), atipicidad (ATIP) y confianza difusa (CNFD).
La funcién de adaptacién de los cromosomas se puede ob-
servar en la ecuacién 1, y las medidas de calidad utilizadas
en [15].

Puesto que AGEL-SD es un algoritmo de ajuste global de
la semdntica en la base de reglas, hay que considerar que
para cada una de las reglas que tenemos dentro de la base
de reglas se obtiene un valor de la funcién de adaptacion.
De ahi, que el valor de la funcién de adaptacién (F) para
cada individuo sea la media aritmética de la adaptacion en
el conjunto de reglas extraidas (R), tal y como se puede
observar en la ecuacion 2.
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3 ESTUDIO EXPERIMENTAL

El objetivo de este estudio experimental es analizar el ren-
dimiento del uso del ajuste basado en el enfoque lingiiis-
tico de las 2-tuplas para un algoritmo de descubrimiento
subgrupos, en concreto, se utiliza el algoritmo NMEEF-
SD [6] en conjuntos de datos con variables continuas. La
experimentacion se ha realizado con conjuntos de datos del
repositorio KEEL [4, 5].

3.1 MARCO EXPERIMENTAL

Los conjuntos de datos utilizados en la experimentacion se
muestran en la tabla 1, en la que se especifica para cada ba-
se de datos, el nimero de variables discretas (n,p), nimero
de variables continuas (n,¢) y el nimero de ejemplos (ny).

Tabla 1: Propiedades del conjunto de datos utilizados del

repositorio KEEL

Nombre nyp e My
Balance 0 4 625
Haberman 0 3 306
Iris 0 4 150
Phoneme 0 5 5404
Pima 0 8 768

Los pardmetros utilizados tanto por el algoritmo NMEEF-
SD, como por el algoritmo de ajuste AGEL-SD, se pueden
observar en la tabla 2. Debido a la naturaleza no determinis-
ta del algoritmo NMEEF-SD, el algoritmo se ejecuta cinco
veces para cada conjunto de datos con una 10-validacion
cruzada para cada conjunto de datos. Los resultados finales
mostrados son por tanto, la media de los resultados obteni-
dos para cada conjunto de datos en las diferentes ejecucio-
nes; es decir, la media de los 50 experimentos por conjunto.

Tabla 2: Especificacién de los pardmetros para los algorit-
mos evolutivos empleados en la experimentacion

Algoritmo Pardmetros
Tamafio de la poblacién=50, Evaluaciones=10000,
Probabilidad de cruce=0.6, Probabilidad de mu-
tacién=0.1, Re-inicializacién basada en cobertura
NMEEFSD (50% de sesgo) y Confianza minima=0.6.
AGEL-SD Tamafio de la poblacién=50, Evaluaciones=10000,

o =0.5
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Tabla 3: Resultados obtenidos por el algoritmo NMEEF-SD vy el algoritmo NMEEF-SD + AGEL-SD

Er Algoritmo RELE ATIP PREC SENS CNFN CNFD
3 NMEEF-SD 2.310 0.077 0.712 0.862 0.757 0.778

NMEEF-5D + AGEL-SD 5.276 0.071 0.734 0.927 0.779 0.802 *
5 NMEEF-SD 4.366 0.075 0.736 0.785 0.799 0.809

NMEEF-SD + AGEL-SD 5.182 0.073 0.743 0.806 0.806 0.820 *

Para el estudio del ajuste genético lateral mediante repre-
sentacién lingiifstica de 2-tuplas en el algoritmo NMEEF-
SD, se han empleado dos niveles de granularidad: 3 y 5 eti-
quetas lingiifsticas para mostrar cudl es la mejora del ajuste
genético lateral con respecto a distintas granularidades en
un algoritmo de descubrimiento de subgrupos.

3.2 RESULTADOS OBTENIDOS

A continuacidn, se realiza un estudio completo sobre dife-
rentes medidas de calidad para el algoritmo de descubri-
miento de subgrupos NMEEF-SD y el mismo algoritmo
con ajuste lateral (NMEEF-SD + AGEL-SD). Para cada
medida de calidad se muestra la media obtenida por los
algoritmos en los conjuntos de datos mencionados ante-
riormente, es decir, las medidas de calidad mostradas en
la tabla 3 son la media para el conjunto de reglas, donde
se pueden observar las medidas de relevancia (conocidad
en inglés como Significance y con las siglas RELE), atipi-
cidad (ATIP), precisién (PREC) [19], sensibilidad (SENS),
confianza nitida (CNFN) y confianza difusa (CNFD). Ade-
més, se indican tanto el nimero de etiquetas lingiifsticas
(Ef) como el nombre del Algorifmo. En [15] se puede ob-
servar una revisién sobre las diferentes medidas de calidad
para descubrimiento de subgrupos.

La media de los resultados obtenidos por los algoritmos se
puede observar en la tabla 3, donde el algoritmo NMEF-
SD + AGEL-SD obtiene los valores medios més altos en
la mayorfa de las medidas de calidad, lo que sugiere un
buen comportamiento de este algoritmo. Ademads, un as-
pecto importante a considerar, es la mejora obtenida por
el algoritmo NMEEF-SD + AGEL-SD con respecto a la
relacién entre sensibilidad y confianza, es decir, la repre-
sentacién de 2-tuplas lingiifsticas es capaz de incrementar
el valor de ambas medidas de calidad a la vez, cuando lo
normal es que la mejora en una de ellas degrade la otra.

Los principales resultados aportados por AGEL-SD se re-
sumen a continuacién:

e No se modifican sensiblemente el nivel de interpreta-
bilidad, pues el algoritmo trabaja con el mismo con-
junto de reglas sin realizar modificacién sobre ellas a
nivel individual, pues este enfoque es un enfoque de
ajuste global.

e Los resultados obtenidos por NMEEF-SD + AGEL-
SD sobre los obtenidos por NMEEF-SD, proporcio-
nan una mayor precisién. De esta forma, los expertos
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pueden obtener descripciones de los problemas de una
forma mds exacta.

e Los niveles de sensibilidad también aumentan, por lo
que la relacién sensibilidad-confianza mejora sustan-
cialmente, pues permite una mejora en la precision del
modelo sin degradar la sensibilidad del mismo.

e En el resto de medidas de calidad, salvo en atipicidad,
también se observa una mejora de los valores tras la
aplicacién del algoritmo AGEL-SD.

e Se permite la utilizacién de diversas medidas de cali-
dad dentro de la funcién de adaptacién del algoritmo
para asf ajustarse mejor a las necesidades del experto.

4 CONCLUSIONES

La propuesta consiste en un algoritmo evolutivo de ajus-
te genético lateral mediante la representacién de 2-tuplas
lingiifsticas, AGEL-SD. Este algoritmo se puede aplicar a
cualquier algoritmo de descubrimiento de subgrupos basa-
do en l16gica difusa, ya que realiza el ajuste sobre las eti-
quetas lingiiisticas.

El modelo presentado estd basado en un enfoque genético
mono-objetivo, y realiza un ajuste global de la seméntica,
aplicado a nivel de la particién lingiifstica, es decir el par
(valor, etiqueta) toma el mismo valor de ajuste en todas las
reglas donde se emplee esta etiqueta.

Para demostrar la calidad de este nuevo enfoque, se ha pre-
sentado un estudio de AGEL-SD aplicado sobre los resul-
tados del algoritmo NMEEF-SD, que es uno de los algorit-
mos m4s representativos del descubrimiento de subgrupos.
En este estudio se demuestra la mejora en la calidad de los
resultados con respecto a componentes de precisién, mejo-
rando ademés en los resultados de sensibilidad.
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